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前 言 

 

摄影测量学是一门通过光学像片研究被摄物体的位置、形状、大小、特性和相互关系的

学科。智能摄影测量学是传统摄影测量在信息和智能时代发展的新阶段，并与计算机视觉、

机器人学、人工智能等学科紧密相关。如书名所言，本书不是一本详细的操作手册，而是一

份概略的导引。本书将用简洁的语言，描绘关于整个现代摄影测量的蓝图——透视几何、图

像处理、多像解析与最优化、误差与统计、多传感器融合、智能与语义提取，以及少量物理

基础。在梳理摄影测量脉络的同时，也试图为这门上世纪九十年代已臻成熟的学科，引入一

些新的理论基础及活力。 

我们将探讨智能时代下的现代摄影测量学：它覆盖各类新型的光学传感器以及距离传感

器，它是航空、航天、低空和地面摄影测量的综合体。回顾昨日，从 18 世纪开始的，以数

学家和测绘学家高斯为代表的传统地面测量，到 20 世纪初借助飞艇和飞机的航空摄影测量，

再到 70 年代由 Landsat 系列、SPOT 系列所开辟的卫星摄影测量与遥感，然后是 2000 年左

右蓬勃发展的低空无人机摄影测量，再到现在受广泛关注的地面移动测图系统，摄影测量已

经历了一个轮回。从字面上，这些前缀，即地面、航空、低空和卫星等，反映了载体的变迁；

并由此带来新的问题，新的技术，以及新的发展和进步。同时，从 19 世纪的银版摄影、到

20 世纪的胶片相机、再到 20 世纪末兴起的数码相机和激光测距仪，也是硬件技术带动学科

发展的另一个侧面。 

相对于传统的航空航天摄影测量，本书所关注的现代摄影测量在以下几个方面进行拓展：

相机，除线阵、面阵相机外，也关注曲面成像和全景成像，以及对应的传感器模型；多传感

器集成，即包含 GPS、IMU、LiDAR、相机在内，考虑更细致的检校手段，以及相机和 LiDAR

的多层次融合；平台轨迹，不再是规则的航带，需要发展更为普适的定位方法，而不仅仅是

静态的、全局的光束法平差；三维重建，经典方法多年来未曾完全解决密集匹配的挑战，需

要新的思路和切入点，等等。最后，从宏观角度上，模拟摄影测量和解析摄影测量时代已经

远去，数字摄影测量无法完全概括当代学科的发展，我们将在本书第七章探讨摄影测量的新

时代：智能摄影测量时代。 

显然，探讨现代摄影测量不可能忽略计算机视觉和机器学习。后者的发展，很大程度上

促进了前者的自动化和智能程度以及精确性，甚至理论基础的夯实。无论是特征不变量的构

建，如 SIFT 及其变种，还是密集匹配，如 SGM 和 Graph Cut，拟或同时定位与地图构建

(SLAM)，以及 Smart3D 等商业软件的应用，都已经深刻地改变了整个摄影测量的面貌。席

卷而至的深度学习(deep learning)，也将为摄影测量的后期工作：地物分类、目标识别、专题

图制作等，赋予更高级的自动化水平。这些都推动着摄影测量迈入智能摄影测量时代。本书

部分借鉴国际主流计算机视觉教材，一定程度上沿用了计算机视觉的数学语言；同时也保留

传统摄影测量的基本术语。期望本书能够对摄影测量领域的学生进一步加深专业理解，更好

地阅读计算机视觉和机器学习等相关领域的文献，以及深入理解两者间的联系，起到一些的

帮助。 



 
 

《智能摄影测量学导论》是第一部将计算机视觉、机器学习等学科的相关研究以一种紧

密而流畅的方式编织到摄影测量中的现代化摄影测量学教材。本书引入传统摄影测量教材鲜

有涉及的概念和方法，如齐次坐标、射影变换的层次、张量、变分、卡尔曼滤波、粒子滤波、

相机与激光雷达的融合、深度学习等等。这些概念和方法一方面将极大地简化摄影测量相关

理论和方法的理解和学习；另一方面对摄影测量的研究领域进行了前所未有的扩展。除了理

论和基础的夯实，本书同时涵盖了许多前沿研究，如第二章的曲面和全景成像、第五章的基

于贝叶斯理论的通用运动平台定位方法，第六章的光学图像与激光雷达的多层次融合，以及

第七章的深度学习和语义专题图提取。 

本书采用近似口语的直白行文风格，一改传统中文教科书的刻板印象，以期达到娓娓道

来的效果。本书在撰写过程中得到了武汉大学、东京大学、澳大利亚国立大学、中国农业科

学院、首都师范大学等单位及相关学者的支持和帮助；同时也得到了自然科学基金(41471288，

61403285)和 973 计划课题(2012CB719902)的资助，在此一并致谢。 

        

季顺平             

于格里芬湖畔      
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1 基础 

摄影测量学是一门利用光学像片研究被摄物体的形状、位置、大小、特性及相互位置关

系的学科[1,2]。涉及图像、传感器、摄影平台、成像机理、计算和应用等方方面面。本章介

绍有关几何成像、传感器技术、摄影平台的基本知识，以及关于图像处理、最优化和误差处

理的数学方法。本章结合了现代摄影测量学与计算机视觉的基础理论，将为更好地理解本书

的其余章节打下基础。 

1.1 物理相关 

1.1.1 光与视觉 

数亿年前，一只古老的海洋生物在浅海徘徊，它的皮肤细胞发生了基因突变，变得对光

更加敏感；进化至今，成为现代人类精致的眼睛。眼睛具有极高的灵敏度，能感知仅由几个

光子组成的微弱的光。视网膜中遍布着称之为“受光体”的两类特殊蛋白质细胞：视椎细胞，

分别对红、绿、蓝三种波段的光敏感，故我们将其定义为三原色——事实上人类只能看到这

三种颜色，黄色和棕色等，是大脑用合成的方式帮我们“看”到的；视杆细胞，对所有的光

都敏感，故我们可夜间视物，但不能区分色彩。在眼睛中两寸照片大小的面积里，共有 1.25

亿视杆细胞和 600 万视椎细胞——相当于 130 兆像素的数码相机，比当前普通相机的分辨

率高 10 倍。不过，根据摩尔定律，人眼分辨率即将被数码相机超越。人眼中的晶状体，相

当于透镜，汇聚光，并透视成像于视网膜上。但最初，眼睛中并没有晶状体，世界浑浊不清；

随着晶状体的出现和不断进化，正如镜头调焦，世界景象愈加清晰。当然，进化并非总是发

生，海洋中的鹦鹉螺，5 亿年前的活化石，依然没有晶状体。 

光是一种电磁波，具有波粒二象性。对于均匀介质中“光子”的路径，我们可以用一条

简单的空间直线表达，若考虑相对论效应，那是一条光的“测地线”。对于“光波”，我们需

要用到惠更斯方程。在摄影测量中我们通常忽略光的波动，仅考虑三维空间的小孔成像（但

遥感和天文学科的许多分支都要考虑“波”的特性）。 

在不均匀介质中，如大气，或从空气进入水中，光子的路径将不再是直线。严格地说，

光在介质中的传播路径由费马光程定理决定：“光的行程时刻最短”。这是几何光学的“真正

基础”，而光沿着直线传播只是在均匀介质中的特例。这条定理为我们计算光的路径提供了

准确的理论依据，而泛函分析中的变分法提供相应解算方法。然而，动态的大气密度分布通

常很难精确测量，并且，假定为同一密度对空基和地基的光学成像系统影响甚微。我们通常

认为（透过大气的）光仍然沿直线传播。 

1.1.2 传感器与图像 

2009 年，诺贝尔物理学奖被授予“光纤通信和电荷耦合器件（charge coupled device， 

CCD）的发明”[3]。CCD 利用电子捕获光线（背后的原理即光电效应，由赫兹 1887 年提出

并由爱因斯坦 1905 年诠释），以替代以往的胶片成像，由此带来摄影技术的彻底革命。它直

接推动了医学、天文学的发展，摄影测量学自然毫不例外。上世纪 90 年代末仍存在着关于



 
 

“CCD 是否将取代胶片”的争论。如今，胶片已成过往云烟，以柯达为首的胶片商业帝国

也轰然崩溃。当年引以为傲的“胶片的高分率（由银颗粒大小所决定）”，也被量子力学支撑

的光电效应抛在后面：CCD 的理论分辨率甚至可以达到 1 个光子。 

摄影测量中所使用的专业光学相机，包括大部分单反数码相机，主要成像器件就是 CCD；

不过，绝大部分普通数码相机，包括手机自带的相机，成像器件是互补式金属氧化物半导体

（Complementary Metal-Oxide-Semiconductor, CMOS）。它作为电脑等电子器件上的随机存储

器广为所知，然而，CMOS 也可当作感光元件使用。CMOS 感光组件造价低廉，比 CCD 耗

电量低、数据传输快，统治着中低端数码相机市场。 

以下公式描述光电转换的大致过程[4]： 

 
0

( ) ( )N A t b q d    


=                            1.1 

其中 λ 代表波长，理论上可趋于无限，但一般而言，有效成像波段仅在全色波段附近；

b(λ)代表图像上的辐射强度，即单位面积上的光子数；q(λ)为量子效率，是激发电子流与入射

光子流之比，和感光材质有关。整个公式就表示，在感光材料 δA 面积上，δt 时间内，所激

发的电子数的总和为 N。注意到入射光与激发电子之间的线性关系（积分是一种线性运算），

理论上可以通过图像来反演场景的辐射信息。 

借助 CCD 或 CMOS 等感光器件，我们实现了光电转换。存储激发得到的电子留给另一

项物理技术：模数转换（A/D）。模数转换将连续变化的模拟量（电压）转换成离散的数字（数

模转换正相反，它是将数字转换成连续的电流信号）。离散化后得到的光栅矩阵，称之为像

素。采样定理决定了最优的采样方法。 

最后一步是存储数字信号。我们可以先将数字信号放入内存（半导体存储单元），然后

存放到外存中（软盘、硬盘、光盘等）。对于光学传感器获得的数字信号，赋予一定的文件

头，并称之为图像（或影像、像片）。文件头定义了图像的读写格式，常用的格式包括 jpg、

bmp、tiff 等。 

现在回顾整个流程：数码相机取景、调焦、拍摄，光子从物体出发，经过透光的镜头，

打在 CCD 上，引起了电压的变化，这些电压经过模数转换，化为一系列 01 代码，被忠实记

录到磁盘中。然后，把这个图像文件拷贝到电脑上，CPU 接到显示的指令，通过数模转换，

将数字信号转换为电压（或电流），显示器读出电信号，再通过光电效应，发出光子，被眼

睛捕获，场景再现。 

然而，再现的只是二维的场景。通过 CCD 成像，三维世界投影并压缩至二维平面，由

此带来信息量的损失（主要是深度信息的损失）。从单幅二维图像恢复三维世界，通常视为

病态问题（ill-posed problem）。是否有特殊的成像方式，能够从二维图像无损记录三维世界？

光学全息成像就是这样一种技术。首先回顾量子力学中的“全息原理”：一个系统可以由它

的边界信息（自由度）完全描述。再回顾微积分中的格林定理：平面闭区域上的“面”积分

可由其边界“曲线”积分表达（有复变函数分析背景的读者也会联想到柯西积分公式：任何

一个闭合区域上的全纯函数在区域内部的取值完全取决于它在区域边界上的值）。异曲同工

的数理理论证明：高一维的事物，可由低一维事物完全描述。全息原理不仅适用于光学，同



 
 

样适用于 X 光、微波、声波，甚至引力。特别是引力全息成像原理，意味着只要研究黑洞表

面，就可获知黑洞的内部构造——后者可能永远无法直接观测。 

具体地，在摄影测量、计算机视觉、以及虚拟现实中，全息摄影可由干涉光完成。和 CCD

不同，干涉成像是一种主动成像模式，通过发射两束可见光波段的激光（因为激光的相干性

最好），一束射直接向自带全息成像面，另一束射向物体并反射回成像面，形成干涉条纹。

干涉条纹记录相位信息，可恢复物体的深度；结合物体的反射光，就恢复了真实的 3D 场景。

干涉成像仪常用来获取缺乏纹理的三维物体表面，该表面通常很难由图像匹配技术（详见第

5 章）来完成。 

还有一种直接从单张图像恢复三维形状的方法，称为“从明暗恢复形状”（Shape from 

shading），一般用于已知反射率的均匀材质成像。最后，如果我们有两张以上的图像，就可

根据立体视觉原理恢复三维世界；相关内容将在 2.5、4.3 和 5.3 等小节详细介绍。 

除了光学传感器，在摄影测量学中还涉及另一种重要传感器：激光器（laser）或激光雷

达（Light Detection And Ranging, LiDAR）。它本质上也是光学传感器，但我们更关注 LiDAR

的距离观测值，而非辐射信息。故一般将它归结为测距传感器，就像声呐（sonar）和雷达

（radar）。LiDAR 扫描直接获取物体表面的点云，这些深度信息是光学图像的良好补充。 

摄影测量学也涉及和位置姿态有关的传感器，我们这里笼统称之为辅助传感器。最著名

的是全球导航系统（global positioning system, GPS）。在成像平台上放置一个 GPS 接收器，

可确定平台的运行轨迹以及相机曝光时刻的位置。如果用 GPS 精确测量了某个实物的世界

坐标，这个点可以作为控制条件，辅助解算像片在坐标系中的位置。GNSS 是 GPS 的升级

版，它包括了美国的 GPS，俄国的 GLONASS，欧盟的伽利略，以及中国的北斗等诸多导航

系统。 

除了位置，像片的姿态也是我们所关心的重要参数。这个值可以由惯性导航装置（inertial 

measurement unit, IMU）或惯性导航系统（Inertial Navigation System, INS）直接测得，IMU

利用了陀螺的惯性。还记得小时候玩过的陀螺吗？在惯性作用下，它能在桌面上长时间水平

旋转；如果这时候将桌面倾斜，它就能测得桌面倾斜的角度。同理，将桌面换成摄影平台（比

如车辆），就获得了平台的姿态。如果事先获得曝光时刻像片的位置和姿态（通常称之为

GNSS/INS 直接定位技术），那么空中三角测量（见第四章）就不再需要。事实上高精度 IMU

造价昂贵，目前三角测量技术仍然有效。 

至于非可见光成像，有很大一部分用于现代医学。如 X 光可穿透人体，获得人体内部

图像，但一个人一年照射 X 光的量有上限，否则会对人体造成伤害。相比 X 光，磁共振成

像（Magnetic Resonance Imaging, MRI）是当代医学更强大的工具。这是一种非常特殊的成

像方式，不是在传统的光谱空间域，而是在频率域成像。将生物体置于强大磁场中，体内的

原子会指向同一方向；然后发射一束电子脉冲信号，原子将受激翻转；最后原子在磁场作用

下又翻转回来，同时发射一个回波；通过回波，可探测原子的位置和性质，并由计算机技术

重建三维图像。三维图像的像素称之为“体素（voxel）”。 

1.1.3 摄影平台 

摄影测量有着极其丰富的摄影平台，而真正成为一门学科要从航空摄影开始。第一幅用



 
 

于测绘的照片，摄于德国飞艇；然而，随着齐柏林飞艇的一声巨响，飞艇时代谢幕；能耗更

高的飞机成了航空飞行器的主流（设想没有那次事故，可能是漫天飞艇的 21 世纪）。用于摄

影测量的专业飞机称作“航摄飞机”，我国常用的型号有“空中国王”、“奖状”等。与普通

飞机相比，航摄飞机具有较好的稳定性，安装伺服系统，机舱底部开有对地摄影窗口。目前，

航空平台也呈现多样化的趋势，除了传统航摄飞机之外，还有无人飞机、直升机、飞艇等等。

后者往往飞行于数百米到一千米的低空，有时也被称作“低空摄影测量”。 

摄影测量的一次飞跃发生在 70 年代 Landsat 系列卫星的发射和 Landsat TM 影像数据的

普及，摄影测量被扩展为：“摄影测量与遥感”。此后，分辨率越来越高的测绘、遥感卫星

相继投入使用，包括法国的 SPOT 系列（1986 至今），美国的 IKONOS、QuickBird 和 Geo-

eye（1999，2001，2008 分别发射），日本的 ALOS（2006）、以色列的 EROS-B（2006）；印

度的 Cartosat 系列；中国的资源系列（1999 年至今），韩国的阿里郎三号（2012），等等，更

高光学分辨率和光谱分辨率的卫星和卫星星座仍处于持续发展中。基于卫星平台的摄影测量

有时也被称为“卫星摄影测量”。 

摄影测量的另外一个重要分支是“近景摄影测量”。以往，摄影测量主要为测绘服务，

近景摄影测量相对冷门。事实上，近景摄影测量面向更广泛的人群，涉及更多的行业。近景

摄影测量可为交通业和公众服务，提供电子地图和三维导航信息；为制造业服务，测量零件

尺寸、检测器件缺陷；为文化遗产服务，制作永久性的电子仿真品；甚至可用于医学，配准

异源医学图像、发现潜在疾病。近景摄影测量也是和计算机视觉、机器人学最密切相关的学

科分支。这些学科的主题都是利用地面摄影平台，挖掘光学图像（可能结合距离成像）中的

有用信息。地面平台的形式包括：手持、车载、机器人、固定位置（如监控镜头和工业相机）

等等。 

深空平台和水下平台正走进我们的视野。中国嫦娥系列飞船（2007 年至今）及登陆器

为我们带来了月球表面的高分辨率图像；美国的火星探测计划正逐步揭开火星的面纱。摄影

测量技术可广泛应用于深空平台的自主定位和导航（没有 GPS）、星球表面的三维重建等。

然而，令人尴尬的是，我们对占地球 70%的海底世界所知甚微（仅 5%已知），甚至比不上火

星[5]。光学相机无法在深海无光或微光环境下成像；声呐技术无法解析精细构造。这种状况

正随着深海探测器的成熟和应用而逐步得到改善。 

 

1.2 几何变换 

这一部分包括两个内容：几何概念的表达，以及本书涉及的几何模型。我们将介绍欧氏

空间的几何变换层次，从最特殊的旋转平移直到最普通的透视变换；并引出中心投影变换—

—它的几何模型“共线条件方程”，是摄影测量学科，同时也是本书的核心之一。 

1.2.1 点、线、面、角 

射影几何是摄影测量的解析基础。最初，我们只关心透视变换（即小孔成像）下像点与

物点之间的几何关系；随着研究的深入，线段或直线，逐渐在立体匹配、平差、三维重建中

得到广泛应用；同样，面在摄影测量中也是一个重要的几何实体，比如建筑物立面建模、小



 
 

面元微分纠正。我们首先建立这些几何实体恰当的数学描述。 

点坐标用矢量 x 表示。二维欧式空间 R2中的某个点记作 x = (x, y)，或写作 xR2。若将

其再扩充一维，写作(x, y, 1)，两者表达同一个点。接着，我们假定 (2x, 2y, 2)，直到(kx, ky, 

k)，也表达同一个点。这种表达方法称之为该点的“齐次坐标”。从齐次坐标恢复普通的坐

标，只需要将齐次坐标的前两项除以第三项即可。有一个例外是(x, y, 0)，这时候普通坐标无

穷大。这恰恰是我们所需要的：摄影测量中的灭点（无穷远点）、灭线等概念用齐次坐标更

好表达。除此之外，引入齐次坐标将给本书中涉及几何的大部分公式的书写和推导带来极大

的方便。 

与二维点坐标类似，三维点的齐次坐标表示为 x = (x, y, z, 1)。 

线用矢量 l 表示。方程 ax + by + c = 0 表达二维空间的一条直线。即：点(x, y, 1)出现在

由参数(a, b, c)所定义的直线上。(a, b, c)完全刻画了该直线的性质，我们令 l = (a, b, c)，这是

线的齐次坐标（回顾初等几何，线可以只用斜率和截距 2 个参数表达）。此时点在线上这个

几何关系，可以用矢量表达为： 

x·l = 0                                1.2 

通过线的齐次坐标，可以方便地求出线与线的交点（1.3）、两点一线（1.4）： 

x = l1×l2                                               1.3 

l = x1×x2                                               1.4 

这里的“·”表示点乘，不引起歧义的前提下通常省略；“×”表示矢量叉积。 

略作变换，可以得到二维直线的另外一种常见形式：l = (nx, ny, d) = (n, d)，其中，n 是

单位法向量（与直线垂直），d 是直线与原点的距离。有一个例外是(0, 0, 1)，这是一条无穷

远线，它没有法矢，并且所有的无穷远点都在这条直线上。想象脚下无穷延伸的二维地平线，

我们的直觉应该是一个无穷大半径的圆。在数学上，无穷大半径的圆和直线的确等价。 

很遗憾，三维空间直线没有二维空间如此简单的表达形式。通常，我们需要额外引入一

个参数来表达。设(x1, x2)为直线上已知两点的普通坐标，该直线上任意一点表达为： 

x = (1-λ)x1 +λx2                                          1.5 

λ 为任意实数。 

面用字母 π 表示。在二维欧式空间，面就是空间本身。三维空间的面，可以用(a, b, c, d)

表达，且满足关系式： 

x·π= ax + by + cz + d = 0                                   1.6 

与二维直线类似，可将平面改写成法向量的形式：π = (nx, ny, nz, d) = (n, d)。无穷远面(0, 

0, 0, 1)没有法矢。想象一个无限扩张的三维球面：它显然没有一个固定的法方向。最终这个

无限的球面等价于无穷远平面，并且所有的无穷远点和无穷远线都在其上。 

和面相关的几何关系除了点在面内（式 1.6），还包括三点一面： 
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三面相交于一点： 
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平面角一般用字母 θ 表示，只需要 1 个参数。当绕逆时针旋转时，新旧坐标点的变换公

式为 

2 1 1

cos sin
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sin cos
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x Rx x                        1.9 

其中 R 称为旋转矩阵。 

三维空间的角度则复杂许多，一般有 3 种表达方法。最常用的是欧拉角。虽然欧拉角最

为直观，但是它的缺点也相当恼人。首先是静态欧拉角，即绕固定不动的世界坐标系旋转，

一般表示为 φ，ω，κ。根据不同的旋转顺序（比如按照 y-x-z 轴或 x-z-x 轴旋转），三个欧拉

角的大小不同，由此构建的旋转矩阵（三个方向旋转矩阵的顺序乘积）也不相同。想要通过

欧拉角进行计算，必须已知旋转顺序和方向。动态欧拉角同样有缺陷。动态欧拉角是绕物体

的旋转，坐标系随着物体的转动而转动，通常直接用英语表示：yaw，pitch，heading。注意

在摄影测量中，φ，ω，κ 表示传感器在世界坐标系中的姿态（也是我们要求的参数），而 yaw，

pitch，heading 反映当前时刻传感器自身的旋转，如采用惯性测量装置实时测得的角度。动

态欧拉角可能产生万向锁（gimble lock），丢掉一个维度。最后一个缺陷是，无论是动态还是

静态，欧拉角在参数空间上不是连续的。即在绕行一个微小角度的前提下，φ，ω，κ 可能产

生巨大的跳变。 

即便如此，欧拉角依然在摄影测量中应用最广。以绕 y-x-z 轴连续旋转为例，旋转矩阵

通过绕三个轴的旋转矩阵乘积得到： 

cos 0 sin 1 0 0 cos sin 0

= 0 1 0 0 cos sin sin cos 0

sin 0 cos 0 sin cos 0 0 1

  

   

   

   

− −     
     

= −
     
          

R R R R     1.20 

关于旋转矩阵 R 的其他形式，读者可以自行推导。 

第二种表达方法是罗德里格斯公式（Rodriguez’s formula）。试想这样一个更普遍的问题：

如何绕一个任意的空间矢量 n = (nx, ny, nz)（而不是坐标轴），旋转某个角度 θ？这里不加推

导地给出这个通用公式： 

R(n, θ) = I + sinθ[n]× + (1−cosθ)[n]×
2                     1.21 

这里[n]×是一个反对称矩阵： 
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n                             1.22 

根据矢量的导数运算法则，可以推导出：a×b = a[b]×，a 和 b 是同维矢量。这就定义了：

进行叉积运算的矢量 b 与反对称矩阵[b]×之间的一个同构。这是处理叉积时一个非常有用的



 
 

关系。 

当面对非线性最优估计问题时，一般通过线性化（见 1.3.3 节）迭代处理；此时我们处

理的往往不是具体的角度，而是角度的增量，即 ω = nθ = (ωx, ωy, ωz)。若 ω 很小，可以舍弃

1.21 中的二次项，进一步简化得到： 

R(ω) ≈ I + sinθ[n]× ≈ I +θ[n]× = 
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               1.23 

这是一个很好的旋转矩阵 R 与微小角度参量之间的线性公式。 

第三种表达角度的方法是采用四元数。直观的数系，包括自然数、整数、有理数、实数

（一维数轴）；在求解-1 的平方根时，复数（二元复平面）也被自然地发现。还有更多的数

吗？下一个出场的就是四元数（有兴趣的读者可以试着证明不存在三元数）。四元数写作 q 

= (qx, qy, qz, qw)，或者仿复数的形式：q = qxi + qyj + qzk + qw，且 ij = jk = ik = -1；而单位四元

数指位于||q|| = 1 单位球面上四元数。四元数乘法的逆元定义为： 
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q                      1.24 

再次回到我们的问题：如何将一个矢量 v 绕某个轴 n 旋转 θ 角？首先，仿照齐次式的小

技巧，我们将这个三维矢量扩充一维，得到一个对应的四元数：qv=(v, 0 )；再构造这样一个

“旋转”单位四元数：Q = (nsinθ/2, cosθ/2) = (x, y, z, w)。接着，我们恰可证明，“旋转”后的

新四元数 qv′ = Q qv Q-1正对应着旋转后的三维矢量 v′ = Rv （通过舍弃四元数中那个新增的

维度）。R 正是我们所需的 3×3 旋转矩阵（从 4×4 矩阵中舍弃最后一行和最后一列）。它是我

们所构造的单位四元数 Q 的函数，形式如下： 
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R               1.25 

要从单位四元数恢复我们熟悉的欧拉角也很方便，以 y-x-z 三轴连续旋转为例： 
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                             1.26 

单位四元数的另外一个良好性质是，可将角度之间的合成，转化为简单的四元数乘法。

给定两个单位四元数 q0 = (v0, w0)和 q1 = (v1, w1)，他们之间的乘法定义为： 

q = q0q1 = (v0×v1 + w0v1 + w1v0, w0w1 - v0v1)                  1.27 

同时新四元数对应的旋转矩阵为 R(q)= R(q0) R(q1)。 

不同于实数和复数乘法，四元数乘法不再满足交换律。附带一提，还有其他数系吗？还

剩一个八元数。不光交换律，八元数甚至连结合律都不满足。再没有更多的数系：没有更多

的“律”可供挥霍了。 

与可能发生跳变的欧拉角相比，这种“旋转”单位四元数的表达形式在参数空间是连续



 
 

的，在数理科学和工程中得到广泛应用。如狄拉克方程（爱因斯坦质能方程 E = mc 的“量

子升级版”）就由四元数表达。但四元数到底是什么？事实上，百余年来，包括 19 世纪的

发明者汉密尔顿自己，都未能诠释周全；在与“矢量派”的论战中，四元数派长期落于下风。

现在一切都清楚了：我们表达旋转第二种的方法，矢量，是旋转发生的平台；而第三种方法，

四元数，即旋转自身。因此，20 世纪的数学家嘉当替四元数起了一个更加确切的名字：旋

量。 

1.2.2 几何变换的层次 

最简单的平面几何变换当属平移，我们用 T 表示；若加上旋转 R，将构成刚体变换（或

称为欧几里得变换）；再考虑缩放 λ，称为相似变换，即： 

x2 = λ[R|T] x1                                             1.28 

这里[|]表示增广矩阵，即将两个行数相同的矩阵并列构成新矩阵。这里采用齐次式才可

写成 1.28 这样的简洁形式。而若采用普通坐标，则必须写作 x2 = λR x1+T，注意在数学定义

上，这并不属于“线性变换”！1.28 对应的标量形式为： 
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                     1.29 

式 1.28 表达了先旋转、再平移的过程。有时候，也可写成 x2 = λR(x1 - C)，即先平移再

旋转。两者间旋转矩阵不变，平移量存在关系：T = -RC。 

相似变换共有 4 个参数。如果继续放宽条件，但使得平行线依旧平行，称为仿射变换。

仿射变换在相似变换基础上加入了 2 个新的参数： 
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x Ax x                         1.30 

最后，考虑最普遍的情况，令变换矩阵为 3×3 的任意非奇异矩阵，这时候称之为射影变

换、保线变换或单应（homography），即除了直线依然保持直线外，以上的“相似”、“平行”

等性质不再成立。其变换矩阵通常用 H 表示，共有 9 个参数，但在没有更多的信息输入时，

尺度是不可知的。因此可将 h33 设置为 1，故 H 中有 8 个未知量。  
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x Hx x                        1.31 

很容易推广到 3D 的情形。此时，平移将有 3 个参数，相似变换 7 个参数，仿射变换

12 个参数，而最一般的 3D 射影变换有 15 个参数[6]。 

这些几何变换在摄影测量中都有用武之地。如 3D 相似变换可以将立体模型投射到真

实的世界坐标系中；平面射影变换用于求解相对定向参数；平面仿射变换用于内定向、影

像间的粗配准、以及消除有理多项式模型（见 2.2.4 小节）的系统误差。 

表 1 几何变换的层次 



 
 

变换 矩阵(2D/3D) 未知数(2D/3D) 关键不变量 

平移 [I|T] 2×3/3×4 2/3 方向 

刚体 [R|T] 2×3/3×4 3/6 刚性 

相似 λ[R|T] 2×3/3×4 4/7 角度 

仿射 [A] 2×3/3×4 6/12 平行 

射影 [H] 3×3/4×4 8/15 保线 

1.2.3 从 3D 到 2D 的几何变换 

除了 2D 与 2D、3D 与 3D 之间，事实上我们更关心 3D 与 2D 之间的几何变换，即如何

从真实世界映射到平面像片，以及从像片恢复真实世界。这意味着，我们将从普遍的射影几

何，过渡到摄影测量学所面对的特例：透视投影变换（perspective transformation，或称为中

心投影变换）上。 

正射投影 正射投影是最简单的 3D 到 2D 的投影。设 X 表示 3D 坐标，x 为平面坐标，

正射投影表达为： 

x = [λI|0]X                                1.32 

其中 I 为 2×2 的单位矩阵，而 λ 建立两套坐标系之间的比例关系。正射投影是制作数字

正射影像的数学基础（见图 1.1）。 

 

图 1.1 正射投影 

仿射投影 仿射投影是一种特殊的透视投影，由两步构成：物体首先平行地（可平行于

物体中心与相机中心的连线）投影到某个参考平面上；然后，再按照普通透视投影的方式将

参考面投影至影像平面。两种投影联合构成了仿射投影： 
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x X                          1.33 

在图 1.2 中，P、Q 先平行地投影到地形的平均参考面，再投影至影像面 π。事实上，当

地形起伏（即 P、Q 到参考面的距离）远小于物体到相机的距离时，普通的透视投影可看作

仿射投影。因此，这种投影可有效地用作卫星传感器的成像模型。 

 



 
 

 

图 1.2 仿射投影 

透视投影 透视投影或中心投影是物体到平面或线阵相机最普遍的成像方式（如图 1.3）。

在同一坐标系下，中心投影的公式可简单表达为： 

T

1
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=  
 

x                             1.34 

 

图 1.3 透视投影（中心投影） 

而事实上，图像坐标一般采用原点位于左上角的左手系，物体坐标则是右手世界系，此

外还可能涉及一系列中间坐标系。因此，通常物、像两者都需要经过一定的转换，使得两套

观测值位于同一套坐标系下。通常，这样一个坐标系叫做相机坐标系（camera centered 

coordinate）或者像空辅助坐标系。这个规则同样适用于正射投影和仿射投影。一般将作用于

像点坐标 x 的几何变换参数称作为内方位元素，用矩阵 K 表示： 

c=x Kx                                1.35 

这里的 xc指相机坐标，而 x 是我们实际量测的像素坐标。矩阵 K 的参数反映在 1.36 中，

共包含 5 个参数。s 代表两个本应垂直的 x 与 y 坐标轴之间存在剪形畸变，通常可取 s = 0。

若再假设焦距 fx = fy = f，这时相机参数简化为最常见的 3 个：坐标原点(x0, y0)和焦距 f。相机

内参数的精确获取非常重要，因为“精度”是摄影测量乃至整个测绘学科的关键指标之一。

有关相机检校的内容将在 2.4.4 和 6.1 小节介绍。 
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K                             1.36 

与此类似，X 也需从所在的世界坐标系转换到相机坐标系下。两个三维空间坐标系之间

的转换前面已经介绍，就是三维刚体变换： 

Xc = [R|T]Xw                              1.37 

其中 Xc、Xw 分别表示物体的相机坐标和世界坐标，而 R 和 T 统称为外方位元素。最后，



 
 

在同一坐标系中，Xc与 xc只相差一个未知比例因子 λ，联合 1.35 和 1.37，得到： 

x = λK[R|T]Xw = λ X                             1.38 

为消除未知比例 λ，用方程组的前两行分别比上第三行： 

 ;
X Y

x y
Z Z

= =                                1.39 

即又回到了最简单的统一坐标系下的透视投影公式 1.34。进一步地，若相机检校已经事

先完成，并只考虑三个参数 x0、 y0、f；此时令 X = [R|T]Xw，代入 1.38 得到： 

0 0- ; -
X Y

x x f y y f
Z Z

= − = −                           1.40 

在摄影测量中，1.40 比 1.38 和 1.39 更常见，称作共线条件方程，是单像解析的几何基

础，本书第 2 章的内容将围绕该方程展开。注意焦距 f 是一个大于 0 的物理量，前面加上负

号是为了和世界坐标系的 Z 轴方向一致。现在考虑相机参数未知的情形。根据 1.38，将相机

内、外方位元素写在一起： 

P = K[R|T]                               1.41 

P 称为相机矩阵（camera matrix），如果忽略比例因子，P 矩阵精确表达了中心投影下物

像间的几何关系；换句话说，中心投影的几何关系由相机矩阵决定。 

为了方便描述卫星等传感器载体的运行状态，需要涉及众多的中间坐标系，远比两个三

维坐标系之间的转换复杂；我们将在第 2 章详细介绍。 

 

1.3 数学基础 

摄影测量学所面对的两大对象分别是：图像和坐标观测值。图像，一般指在全色、彩色、

近红外等波段拍摄的像片。因此涉及一系列图像处理技术，比如平滑去噪、边缘提取、重采

样、立体匹配等等。在本节中，我们将相关的图像处理技术，纳入到“线性时不变系统”这

个统一的数学体系下。线性时不变系统的特性和优势，将有助于更好地理解一系列图像处理

技术。 

观测值，通常指某个物体的图像坐标、世界坐标，以及与尺度、位置、姿态等几何相关

的观测数据，如 GPS、IMU 读数。这些观测值通常满足 1.2 节中的某个几何模型。不过，任

何观测值都不可避免地存在误差。微观误差来自量子世界的不确定性，宏观误差来自观测者

自身（包括人和仪器）。在求解几何模型时，首先需要考虑随机噪声的处理，最小二乘平差

是处理静态观测数据的经典方法。除了随机误差，另外两类常见误差分别是粗差和系统误差。

粗差，指那些偏离当前数学模型的观测值；而系统误差，指由于数学模型自身不符合物理真

实而产生的整体性偏差。我们将在最后两个小节简要介绍粗差和系统误差的处理方法。 

1.3.1 线性时不变系统和图像处理 

线性时不变系统 如果只用一个数学概念概括摄影测量所涉及的图像处理方法，并将它

们紧紧地联系在一起，那一定是“线性时不变系统”。满足线性叠加原理的输入输出系统称

之为线性系统，即 



 
 

L(ax1 + bx2) = aL(x1) + bL(x2)                       1.42 

其中 xi表示输入，L(·)表示线性作用符号，a、b 为常系数。 

在一个系统中，若输入与输出之间的作用不受时间起始点的影响，称作时不变系统： 

T(x(t)) = y(t) => T(x(t - t0)) = y(t - t0)                  1.43 

其中 T(·)表示时不变作用符号，x(t)、y(t)分别是 t 时刻的输入和输出。同时满足叠加性

和时不变性的系统称为线性时不变系统。 

在信号处理中，有个非常重要的函数，即单位脉冲响应函数 δ(k)，只有 k = 0 时，δ(k) = 

1，其他情况为 0。系统的离散输入 x(n)能够写成 δ 的累加形式： 
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x n x k n k
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=−

= −                            1.44 

读者可自行验证等式 1.44 的正确性。此时，设线性时不变系统的作用符为 h(·)，输出为

y，则： 
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                     1.45 

注意第四个等式用到了函数 δ 自身的特性；而第五个等式是我们相当熟悉的约定写法，

即卷积。因此，一个线性时不变系统一定能由卷积表达。反之同样成立，即能由卷积表达的

系统也一定是线性时不变系统，故卷积拥有线性时不变系统的所有特性。卷积的一个重要特

性是结合性（等同于乘法的结合律），设输入为 f（可以是函数，也可以是变量），若有两个

卷积 g、h 先后作用于该输入，则有： 

 ( ) ( )h g f h g f  =                             1.46 

图像去噪 卷积不但在信号处理，而且在数字图像处理中也是一个重要的概念，区别是

处理对象从一维扩展为二维。我们从常见的图像去噪开始。从相机拍摄，直到形成数字图像，

各个步骤中都可能产生噪声，最基本的是点噪声。假设(2k+1)×(2k+1)的白色图像中混杂了 1

个灰色像素，最直观的想法是把它平均掉。设置一个同样大小的模板，每个像素由相同的权

系数 1/(2K+1)2 组成，平均后得到一个新的图像 F： 
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                           1.47 

这样一个将一幅图像（或图像子块）与一个权系数模板对应求和并累加的过程就是（图

像处理中的）卷积。显然，这个模板可以根据不同的情形取合适的权值，它被称为卷积的“核

（kennel）”。如果这个卷积是被用于去噪，我们一般称之为（线性）滤波。给定一个核 Hij，

普遍意义下的二维卷积定义为： 

,

,

ij i u j u uv

u v

F H I− −=                             1.48 

上述的均值滤波，在平滑掉噪声的同时，也对数据进行了模糊处理。一个可能更好的模



 
 

板取法是：越靠近像素中心，权重越大，而越靠近边缘权值越小。这样既保证滤除可能的噪

声，又保证中心像素的优势地位。符合这种条件的，最著名的就是高斯卷积核： 
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它的离散形式为： 
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这里的 σ 指高斯分布的标准差。如果 σ 很小，如小于 1 个像素，那么它几乎不能起平滑

作用，相应地，如果 σ 增加，它会使得图样越来越平滑，如图 1.4 所示。高斯卷积在图像处

理中有着极其重要的地位，除了作为线性滤波器，卷积在图像处理中应用相当广泛，比如边

缘提取。 

   

图 1.4 高斯滤波器 (a) σ = 0.8  (b) σ = 3  (c) σ = 5 

 

图 1.4 梭贝尔算子模板 

边缘提取 边缘提取事实上就是将一个对边敏感的模板作用于原始图像上。图 1.5 是著

名的梭贝尔算子。梯度是与边缘密切相关的概念，定义为： 
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x x                        1.51 

在离散图像上，式中的微分可由差分代替。计算梯度时特别需要考虑图像的噪声，因为

高频噪声在差分图像上更加突出。故梯度表达式一般作用在高斯滤波后的图像上： 

( ) ( * ( ))J G I =x x                          1.52 

由于差分和卷积都是线性时不变系统，满足结合律，上式也可写作： 

( ) ( )( )* ( )J G I = x x x                        1.53 

可见计算高斯滤波图像的梯度依然是一个卷积操作。根据 1.49， 
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x              1.54 

有时候，我们希望继续计算梯度图的极值点，即通过计算梯度的梯度，得到更特殊的边



 
 

缘。将梯度看作山脊，到达山顶前不会改变方向；一旦跨过顶峰，方向（正负号）发生改变，

因此山顶的极值点也被称作零交叉点（zero crossings）。许多边缘提取算法就是基于零交叉

点；求取梯度的梯度这种操作，也有个专业的名词，叫 Laplacian： 

2( ) (( )( )* ( )) ( )( )* ( )J G I G I   =  = x x x x x                1.55 

注意第二个等式同样需要用到线性时不变系统的结合律。卷积核 2G 称作 Laplacian 

of Gaussian (LoG)： 
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x             1.56 

LoG 不只用于边缘提取，它也是许多“块”特征提取算子的核心，如 SIFT（见 5.1.2 小

节）。之所以应用如此广泛，有其理论上的原因：它是最低阶的各向同性算子（各向同性即

旋转不变性）。在 SIFT 之前，也涌现了很多著名的特征算子，比如 Moravec 和 Harris，这些

算子都不满足各向同性的条件，容易受到方向性和噪声的干扰。 

除了按照 1.56 计算 LoG，还可用另外一种卷积操作近似计算，即 Difference of Gaussian 

(DoG)。DoG 是对两幅高斯滤波图像（分别对应 σ1、σ2）求差： 

 
1 2 1 21 2( , , ) ( ) ( ) ( )DoG I G I G I G G I     = − = −                1.57 

观察 1.55 与 1.57，两者形式上差异明显，事实上，它们的分布无论在空间域还是频率

域，看上去都非常相似。如果事先已经得到了不同分辨率的高斯滤波图像，采用 DoG 来近

似计算 LoG 就很方便。 

图像金字塔 除了平滑和边缘提取，高斯卷积也可以用来生成多尺度金字塔图像，称作

高斯金字塔，在摄影测量中有着重要的应用。例如，借助高斯金字塔，就能采取由粗到精的

搜索策略，加快图像匹配速度（见 5.2 节）；能在最佳分辨率上寻找和定位感兴趣的物体或

特征（见 5.1 节）；能够满足超大图像的实时浏览——想象一幅 100,000×100,000 pixels 的彩

色图像，全部读取需要 30G 的内存，而你的显示器分辨率仅仅 1920×1080 pixels，实际上每

次只要读很小一块图像就够了，这为金字塔技术的发挥留下广阔的空间。 

建立金字塔首先需要一个低通卷积核 h，作用于当前图像 h*I。以降低锯齿效应；然后

每隔 r 个像素采样，生成高一层的金字塔。最常见的情况是 r = 2，即每层金字塔的长和宽各

降低一倍，图 1.5 中共有三层金字塔，原始层一般称为第 0 层 l = 0，向上依次为 l = 1、l = 

2。9 像素的一维对称卷积模板 h 的形式如： 

  4 3 2 1 0 1 2 3 4   

0 位置即像素中心，一般具有最大权值。除了高斯卷积核外，下表是一些常见卷积核（用

来填充模板 h）。其中，线性卷积核的效果最差，连续的 sinc 函数是最佳的卷积核（根据采

样定理）。不过，在处理（离散的）图像时，离散 sinc 核的效果并不一定好于其他模板。 

表 1 几种常用的卷积核 

N 线性 二项式 三次 离散 sinc JPG2000 



 
 

0 0.50 0.3750 0.5000 0.4939 0.6029 

1 0.25 0.2500 0.3125 0.2684 0.2669 

2  0.0625 0.0000 0.0000 -0.0782 

3   -0.0625 -0.0153 -0.0169 

4    0.0000 0.0267 

 

 

图 1.5 图像金字塔 

图像匹配 最后，卷积也对应着摄影测量中的关键技术：图像匹配（详见第 5 章），即寻

找立体像对中的同名特征点。上世纪的摄影测量教材有时将匹配也称作“相关

（correlation）”，因为当时相关是应用最广的匹配方法，它事实上是卷积的一个变种，定义

为： 

 
i i

n

I I  =I I                               1.58 

其中 I 和 I′是像素窗口的灰度向量，相关即向量对应元素的求积并累加，用来判断两个

窗口的相似程度。在匹配中最常用的是归一化相关（normalized correlation）： 

 
( ) ( )

NC
 −  −

=
 − −

I I I I

I I I I
                          1.59 

其中 I 表示向量均值，||·||为欧式距离。显而易见，NC 事实上就是两个向量的余弦，值

域自然在-1~1 之间。若两个向量之间完全线性相关，即 I = λI′ + u，则相关值 NC（也称为相

关系数）达到最大，由此可见 NC 具有完全的抗亮度线性变化的能力。当 λ 为负时，称作负

相关，在匹配中很少考虑这种情况，故 NC 值域通常在 0~1 之间。 

图 1.6 是一个模板匹配的例子。假定在数据库中存储了各类传统航摄像片的框标。当处

理某类像片时，匹配算法自动从数据库中找到对应的模板（图 1.6a），并在真实的像片中对

应大致的位置处（图 1.6b 是四个角）逐个像素搜索并定位相关系数最大的框标，用于内参

数矩阵的检校。 



 
 

 

 

 

 

 

图 1.6 框标的模板匹配 (a) 两种典型框标模板 (b) 含有框标的航摄图像 

NC 是一种简单实用的匹配方法，但缺陷同样相当明显。它难以处理非线性亮度变化，

更糟糕的是几乎不具备抗几何形变的能力。它要求立体像对不存在旋转和缩放，以及更复杂

的几何变形。这些看似严苛条件在上世纪的航空摄影规范中得到保障：拍摄时需位于同一高

度、航偏不超过 3°，旋偏不超过 6°。针对当时的情形，规范无疑是合理的。不过随着研究

的发展，我们已经拥有更精巧的匹配方法以处理一系列的几何形变（详见第 5 章），这些约

束也随之自然失效。 

1.3.2 最小二乘平差 

最优估计（optimization or optimal estimation）几乎出现在所有的科学和工程领域，它是

一种将观测值误差和模型误差进行最佳分配的策略。无论是用数据点拟合一条直线、求解共

线条件方程、或拟合复杂的地球表面，通常都能归结于一个最优估计问题。数学家高斯在为

汉诺威公国进行土地测量时，提出了最小二乘平差。这是测绘中最优估计的经典方法，至今

仍然被广泛采用。它的出发点是：观测值多于待求未知数的个数，属于超定方程的求解；观

测值属于偶然误差或随机误差，并服从高斯分布。 

首先为什么是二乘（squared）？回顾范式的定义：ρ(x) =||x||p 称作 p-范式，二次范式 L2

（p = 2）即通常意义下的二乘。最小二乘意味着最优估计的准则是平方和最小：min||x||2。最

小化范式 L1（p = 1）、甚至 L0.5（p = 0.5）显然也在理论上可行。幸运的是，L2下的最优化问

题可以转化为解线性方程组，解空间是凸的（vertex），并有一个全局最优解。其他的范式可

没这么走运，它们的解空间是非凸的（non-vertex），不但需要非线性迭代，同时可能陷入局

部最优解。 

设 x 为 n 维未知变量，F(x) = [f1(x), . . . , fm(x)]T是它的函数，我们需要找到一组最佳的

x，使得下式成立： 
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min ( )
2x

F x                              1.60 

若 F(x)是线性的，即可写作 Ax+b 的形式，那么求解就非常直接。将||F(x)||2 看作复合二

次函数，它的极值点出现在导数为 0 的位置，即： 



 
 

 
T ( ) 0A Ax b+ =                             1.61 

稍作变形： 

 T TA Ax A b= −                              1.62 

故 L2 下的最优估计成为解线性方程组 1.62。ATA 是一个正定对称方阵，可以通过求逆

或消元的方式解得 x。一些常用的线性模型，比如仿射变换，就可以采用 1.62 解求。通常，

我们假定观测值是同精度的，函数 fi(x)也是等精度的。但在某些情况下，最优化问题中混杂

着两类精度不等的观测值，我们就需要更普遍的目标函数： 

21
min ( )

2x
P F x                             1.63 

P 代表权矩阵，是一个对角线矩阵（注意通常假定观测值之间是相互独立的），反映观

测值间的相对精度。例如，有两类观测值，第二类观测值的精度只有第一类的一半，那么权

值可以这么设定：P1 = 1，P2 = 0.25。注意到我们将权矩阵写在二次范式之外，因此权与精度

之间是平方关系。求解式 1.63，最后得到线性方程组： 

T TA PAx A Pb= −                            1.64 

以上就是线性模型的最小二乘解法。然而，现实世界中更多的模型是非线性的，比如透

视变换，此时就需要用到非线性最小二乘技术。将 F(x)用泰勒级数展开至一次项，即：F(x+Δx) 

≈ F(x) + J(x) Δx。这里的 J(x)是 F(x)的一阶导数，它是一个 m×n 的矩阵，并按照 Jij(x) = ∂jfi(x)

取值。m、n 分别代表方程个数和未知数个数。此时最小二乘再次成为一个线性问题： 
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min ( ) ( )
2x

J x x F x +                           1.65 

仿造式 1.62，立即解得： 

 
T T( ) ( ) ( ) ( )J x J x x J x F x = −                        1.66 

在式 1.65 中我们截断了二次项以上的展开项，因此作一次近似解算是不够的，一般需

要数个步骤的迭代：用解得的 Δx 不断修正 x，即用 xk+1 = xk+Δxk 计算新的 J(x)和 F(x)，并再

次求解式 1.66，直到满足限定条件。其中一个常用的限定条件是： 

 
1 Tk

k

i

i

x

x

+





                               1.67 

其中上标 i 代表参数向量 Δx 的任意一个分量。T 是给定的阈值，根据不同的应用设定。

例如，在采用共线条件方程求解外方位元素或相机矩阵时，10-5 数量级可保证良好的求解精

度。 

这种非线性的最小二乘迭代解法，在数学上叫做高斯-牛顿法。H(x) = J(x)TJ(x)由于非常

重要而拥有诸多名称：Hessian 矩阵、信息矩阵、设计矩阵、法方程系数矩阵。而 g = J(x)TF(x)

称作法方程的常数项，它是目标函数式 1.60 的一阶导数，即梯度。正常情况下，我们可以

通过求其逆解得 Δx。不过，如果一个方阵的对角线元素为 0，求逆不可实现；如果对角线元

素接近于 0，那么求其逆元也接近病态问题。这时，若加入一个被称作正则化的项，变相地

对 Hessian 矩阵的对角线作进一步约束，则最优化问题变为： 
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min ( ) ( ) ( )
2x

J x x F x D x x + +                    1.68 

对应的解是： 

 
T T T( ( ) ( ) ( ) ( )) ( ) ( )J x J x D x D x x J x F x+  = −                1.69 

这里正则化项中的 D(x)通常取 J(x)TJ(x)对角线元素的根方差，而 μ 控制着 Δx 的步长，

μ 越小，步长越大，μ = 0 即传统高斯最小二乘。这种方法被称作 Levenberg-Marquardt (LM)

算法[7]。它根据迭代前后目标函数 1.60 的变化量与近似目标函数 1.65 的变化量之比而不断

改进 μ，从而保证解的收敛性。 

在传统的航空摄影测量中，式 1.66 完全够用，因为航空摄影保证了“宽基线”和良好

的网型结构，很少出现方程组病态的问题。不过，放眼到其他的摄影平台，情况就不太一样：

如卫星平台，就会出现基高比(相邻帧之间的连线与高度之比)极小的问题。这时我们可在

H(x)的对角线元素上加入一组非 0小量，保证解得收敛性。这种策略称为岭估计法，它和 LM

算法的原理是相通的。 

以上就是针对范式 L2 下的最优化所发展起来的一套完善的数学方法，广泛应用于摄影

测量学。当然，最小二乘法也可以用其他的数学手段等价描述。比如说：广义逆，有兴趣的

读者可参考相关文献。 

最后一个问题是：其他范式下的最优是否具有研究的价值？事实上，随着数学技巧的进

步，解非线性方程的能力越来越强，现在人们可能更青睐 L1（可通过一定的技巧直接转化成

凸函数），甚至 L0.x 下的最优化问题了！另一方面，非线性方程并不一定就必须用非线性最

小二乘求解。包括本书在内的很多最优化问题，都可以同时用线性和非线性方法来求解。关

键在于：一个低维参数空间的非线性问题，往往能映射为高维空间的线性问题。如果非线性

问题很复杂，那么这种映射将会深受欢迎；否则，两类解法通常都是合适的。 

1.3.3 粗差的处理 

最小二乘并不属于抗差算法（robust algrithm）。抗差指抵抗粗差的能力，而粗差（outlier

或 gross error）是明显偏离数学模型的观测。最小二乘假定观测值符合高斯分布；在现实条

件下，该条件往往无法满足。以最直观的直线拟合为例，若观测值中只混进一个粗差，采用

最小二乘平差将得到明显错误的结论。对粗差的恰当处理，是保证最终平差结果正确性的先

决条件。我们介绍两类常用的粗差处理方法。 

以平面上的直线拟合为例，直线可由两个点确定，模型参数 m = 2。一种直观的想法是，

随机抽取两个点，若这两个点都是内点（inliers），即符合模型的观测，那么它们将确定正确

的直线 l。将其余的点代入该直线，内点将符合直线方程 xl = 0，而粗差由于不满足直线方程

（xl ≠ 0）而被检测出来。这种探测粗差，并同时计算出正确模型参数的方法称之为随机采

样一致性检测方法（RANSAC）[8]。它的核心，就是如何寻找这两个内点。 

令观测值个数为 n，n >> m；并假定内点的比例是 w。若我们每次随机抽取 m 个点，在

抽取 k 次的情况下，得到 m 个点恰好都是内点的概率 p： 

p = 1 - (1 - wm)k                             1.70 



 
 

为保证结果的可靠性，p 取 0.99（或更大），若此时 w = 0.25 （即粗差高达 75%），m = 

2，算得 k = 71。在现代强大的计算能力下，这个循环数量完全是可以保证的。 

给 k 赋值之后，开始循环。每次随机抽样 m 个点，计算一次直线参数，将剩余的候选点

代入直线方程，若其值等于 0（或非常接近于 0）判断为内点，并计算内点数量。循环结束

后，内点数最多的，作为最佳集合。最后，用所有内点再次计算最终的直线参数。 

RANSAC 原理简单、易嵌于入，在摄影测量和计算机视觉中应用广泛。但它的缺点也

相当明显。由于采样步骤，RANSAC 只能处理低维参数空间中的粗差，也不能处理时间序

列等动态模型中的粗差。另外一种常用的误差处理方法叫做变权法（varying weight methods

或 weight decaying methods）。在 1.3.2 小节中我们讨论了如何为两类已知精度的观测值赋权

（见 1.64）。而现在这些经验不再适用，我们并不知道粗差出现在何处。不过有一点很清楚：

粗差的位置一旦确定，就可把这些粗差的权设为 0，让它们在求解中不起任何作用，以达到

剔除粗差的目的。这就是变权法的基本思想，它的核心是通过迭代的方法来逐步探测哪些是

真正的粗差。 

依然用直线拟合的例子。首先，假定所有的观测数据都是内点，权值 pi都设为 1，计算

一次直线 l。由于存在粗差，这个 l 显然是不正确的，求解后的平差中误差 σ 将很大。然后，

我们经验地推测，这个权值应该由 σ，观测值 xi对应的残差 vi等参数决定。由概率统计的基

本知识和经验，可设计不一样的权函数，历史上也确实出现了许多效率相当的权函数。其中

一个常用函数是： 
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                 1.71 

其中，pi为第 i 个观测值迭代后的新权值，ri 是观测值的多余观测分量，ri = trace(QvvP)i，

trace()是求矩阵的迹，IT 为迭代次数。矩阵 QvvP 在测量误差处理中非常有名，它反映了改

正数 v 与观测误差 F(x) - J(x)Δx（有关 F(x)和 J(x)的定义请查看式 1.65）之间的关系： 

 ( ( ) ( ) )vvv Q P F x J x x= −                           1.72 

其中 Qvv 是观测误差的斜因数阵： 

1 T T 1( ) ( ( ) ( )) ( )vvQ P J x J x PJ x J x− −= −                   1.73 

每次迭代后，统计量 Ti 将发生变化，粗差的统计量越来越大，对应着权值 pi越来越小，

最终对平差结果不产生影响，达到剔除粗差的目的。 

变权法的研究在上世纪八、九十年代达到高峰，目前仍广泛应用于光束法平差中。但在

简单模型中（参数少，采样空间小），基本已经被 RANSAC 取代。有两个重要原因。第一，

相对于 RANSAC，变权法较为复杂，权函数的设定又是经验性的，但效果却不比 RANSAC

好；第二，它自身的理论缺陷至今没有解决：它以数据中只有 1 个或少量几个粗差为理论前

提，且认为他们之间相互独立。而观测数据中可能含有大量粗差并相互影响，实际计算中常

常牵一发而动全身，导致变权法求解并不稳定。不过，即便如此，只要数据集中粗差数量相

对较少，两种方法的效果是几乎相当的。 



 
 

粗差处理在摄影测量中是必不可少的一环。比如我们在 1.2.3 介绍的共线条件方程，除

了像点观测值可能含有粗差，GPS/IMU 测得的外方位元素、地面控制点也都可能有粗差。

在第 5 章，我们将介绍图像匹配，即由计算机代替人眼自动识别的同名点，更可能存在大量

识别粗差。本小节介绍的两种方法，对这些情形都是行之有效的。 

1.3.4 系统误差的处理 

除了随机误差、粗差之外，我们还经常涉及的一类误差，称为模型误差，或系统误差。

顾名思义，模型误差就是模型自身不能代表物理真实而呈现的系统性偏差。例如，在大质量

恒星附近，牛顿光学（认为光沿直线传播）将产生可观的偏差，我们就需要相对论这个更加

严格的模型。 

正如从平直宇宙观到相对论，修正系统误差的根本方法是提出更严密的模型。现代的数

学模型往往由一个或多个变量的函数方程表达。比如我们前面举过的例子：光的大气传播是

一条由大气密度分布所确定的曲线，该曲线遵从费马最小光程原理。假定大气密度分布已知，

我们就可以用变分法计算光的传播路径。显然最小光程原理是比小孔成像更严密的模型。虽

然大气密度动态变化，但是学者们也曾提出一些经验方程，作为比直线传播更精确的物理模

型。 

本专业的第二个模型误差的例子是相机的检校。主要误差来自光学镜头。最开始镜头的

制造者被光的色散效应难倒。想象一束白光进入镜头，由于不同波长的光具有不同的折射率，

而在像面上形成发散的彩色光。这是一个明显的系统误差。后来被光学折射方程及对应的物

理制造工艺修正：采用一组镜头而非一个镜头。目前我们不再需要考虑光的色散，但是由于

工艺限制，我们仍然需要考虑：CCD 坐标轴的夹角（是否垂直）、镜头的径向畸变和切向畸

变（详见 2.3.3 节）、标称焦距的校正等等。在胶片时代我们往往还要考虑胶片和底片的压平

与变形。 

第三个模型误差的例子是关于有理多项式模型（Rational Function Model, RFM）[9]。在

卫星摄影测量中，由于线阵成像的特殊性（很难精确计算每条扫描线阵的方位元素），我们

可以用 RFM 来代替严格成像模型。但这种几何上的强行拟合势必引入一些模型误差；此时，

通常在像方坐标中加入一个仿射变换，以修正 RFM 模型，得到更好的模型定位精度（详见

2.2.4 小节）。 

从这些例子中我们总结模型误差处理的两个原则：首先，如有可能，直接建立更严密的

物理模型；其次，物理模型复杂时，采用几何拟合模型，并可以再次引入其他几何模型（这

些几何模型间一般满足线性叠加的关系）获得更好的模型精度。我们遇到实际问题时再展开

叙述。 

1.3.5 最大似然，最大后验及贝叶斯定理 

我们可以用最小二乘来拟合一条直线或者求解相机矩阵；也可以用更具普遍意义的最大

似然估计（maximum likelihood estimation, MLE）。最小二乘平差事实上是最大似然估计的特

殊形式。最大似然估计是求某个模型的参数 θ，使得出现当前观测 x 的概率最大： 

argmax p(x|θ)                              1.74 

式 1.74 与最小二乘的区别在于，MLE 并不假定观测符合高斯分布，因此是比最小二乘



 
 

更宽泛的形式，可以处理二项分布、指数分布等其他数据类型。由式 1.74 还可进一步区分：

概率函数与似然函数的区别。如果 x 是已知观测，θ 是参量，这个函数就称为似然函数

（likelihood function），它描述某个模型参数能够观测到 x 的概率。反之，如果 θ 是确定的，

x 是参量，这个函数叫做概率函数（probability function），它描述给定模型下 x 出现的概率。 

我们简要介绍 MLE 的求解方法。首先，和最小二乘相同，假定每一个观测值 xi 独立。

此时，观测到整个数据集的概率最大就对应于观测到每个观测值的概率之积最大。式 1.74 可

写成连乘的形式： 

argmax Πp(xi|θ)                              1.75 

其中 Π 代表连乘符号。以观测值符合高斯分布为例，我们可以进一步确定 MLE 中概率

p 的形式： 

 

2

2

( )1
( ; , ) ( )

22

ii
x u

p x u 


−
= −

                      1.76 

其中 u 和 σ 分布为高斯分布的均值和标准差。和最小二乘类似，我们要计算该概率的极

值。注意到取对数不影响极值的位置，我们首先对式 1.76 取负的自然对数： 
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                      1.77 

式 1.77 是一个二次函数。显然，计算式 1.77 的最小值，已经退化为一个最小二乘的问

题。当然，如果采用其他的观测值的概率分布，其形式就稍有不同，但解法的流程基本一致。 

另外一个常见的术语：最大后验概率估计（maximum a posteriori estimation, MAP），是

对最大似然估计在贝叶斯定理下的一种推广和修正。它是指根据观测 x，求解一个最优参数

θ，使得式 1.78 成立。 

argmax p(x|θ) p(θ)                            1.78 

MAP是求MLE与模型 θ先验概率的乘积最大。MAP的含义可以从贝叶斯定理来理解。

贝叶斯定理反映了先验概率和后验概率间的计算关系： 

 ( )
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p

 
 =                         1.79 

在一般的贝叶斯定理中，θ 和 x 可以互为观测和参数。在 MAP 中，x 通常表示已知观

测，因此 p(x) = 1。所以式 1.79 实际上求的是后验概率 p(θ|x)，即： 

argmax p(θ|x)                              1.80 

这是最大后验概率名称的由来。在实际应用中，具体选择 MLE 还是 MAP 取决于未知

参数 θ 是否具有可靠的先验信息。例如，对于一个普通的硬币，我们可以假设出现正面和反

面的概率各为 0.5。在投掷 10 次的前提下，如果出现了 7 次正面朝上，则最大似然估计对

“出现正面的概率”估值为 0.7，而 MAP 的估值则为 0.56。而当我们对模型的先验分布一

无所知时，即先验分布是一种均匀分布，这时 MAP 与 MLE 的估值相等。因此，MLE 是一

种特殊的 MAP。 



 
 

MAP 是贝叶斯推理的关键部分。贝叶斯推理蕴含了时序和连续的意义。它的优势在于

处理动态数据时无需大量的初始数据；而是在获得新数据后实时、迭代地更新“信念”（belief，

这个术语事实上就是一个概率）。其基本流程是：首先有一个关于先验的信念。例如，假定

车辆在笔直的公路上近乎匀速行驶，你可以根据起始点 x0 和速度 v 估算汽车的大致位置

belief = p(x|x0,v,t)，可认为模型 x = x0 + vt 符合高斯分布，这是先验知识。随着行驶距离的增

长，x 的估计误差会增大。这时在 t 时刻接收 GPS 数据 gt，通过 GPS 观测值计算后验分布

p(x|gt)，如假定 x = gt 且符合高斯分布，更新车辆的位置，并作为下次更新的先验。这个循环

可不断持续，同时不断更新信念，获得车辆的行驶路径。在第 4 章我们将给出更详细的应用

实例。 

1.3.6 变分法* 

回顾微积分，它教会我们如何在一个或多个离散参数的条件下，求解函数的极值。如最

小二乘就是微分的直接运用：求得一组最优参数，使得 L2 下的函数导数为 0。但是，很多情

况下，我们需要考虑连续参数。例如：如何根据最小光程原理如何求得光线的传播路径？此

时变量是连续的路径而非离散参量，微积分的处理方法自然失效。而变分法突破这个界限，

它寻找“表达式”的极值。这个表达式通常称作泛函，它的参数不再是离散参数，而是连续

变量，即函数。与此对应，求解对象不再是一组代数方程，而是一组微分方程，其难度亦大

大增加了。 

我们考虑如下简单积分： 
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这里的 F 依赖于未知函数 f 及其导数 f'。假定函数 f 的两个端点已经固定并取值为：f(x1) 

= f1和 f(x2) = f2。我们的目标是解求使泛函 I 取得极值的函数 f(x)。基本技巧是：首先假定找

到了一个极值解 f(x)，那么我们希望 f(x)的微小变化，不会导致 I 发生很大的变化。 

具体地，设 η(x)为一个连续光滑的测试函数。如果 f(x)使得 I 得到极值，那么，对于一

个微小量 e，当 f(x)变换为 f(x) + eη(x)后，I 将与 e2 成正比。显然，如果是与 e 成正比，就可

以通过加入 eη(x)调整泛函的大小，即 I 并未取得极值。事实上，我们希望在 e 趋近于 0 时，

I 的导数为 0，即： 
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= =                                  1.82 

并满足边界条件：η(x1) = η(x2) = 0。将测试函数代入表达式，得到： 
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设函数 F 可微，将 1.83 中的 F 展开至一次项： 
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其中，ω 为高次幂。简便起见，令 Ff = ∂F/∂f，Ff' = ∂F/∂f'，将式 1.77 代入 1.76 得到： 

 
2

1

( )
x

f f
x

I F e F e F dx  
= + + +                     1.85 



 
 

根据 1.82，对上式求导，并令求导结果中的 e = 0，得到： 
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根据分部积分公式，1.86 的第二项可写作： 
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考虑到边界条件 η(x1) = η(x2) = 0，等式右边第一项为 0。再将式 1.87 代入 1.86，得到： 
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对于所有的测试函数 η(x)，上式都成立。故可推得： 

 0f fF F
dx




− =                                1.89 

式 1.89 即变分问题中著名的欧拉方程。 

光的直线传播和小孔成像是摄影测量学的物理基础。有了变分法，我们结合费马光程原

理试图证明：光在均匀介质中的传播确实是一条直线。 

费马光程原理论断：光在均匀介质中的传播时间（最短）： 
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而我们待求的未知函数是空间曲线，故首先要建立时间和曲线的关系： 
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这里 c 为光速，v 为光在介质中的传播速度，n 是该介质的折射率。不失一般性，考虑

二维的情形。每个点用(x, y)表达，x 为自变量，y(x)当作待求函数，根据 1.91 进一步推得： 
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根据式 1.81，f'即为 y'，且 

 
21F n y= +                                 1.93 

代入欧拉方程 1.89，并考虑到不含 y 项（即对 y 的导数为 0），得到： 
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继续整理得到： 
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由于 1.95 中的根式项恒大于 0，故必有： 
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该二阶微分的一般形式就是 y = ax + b！这是一条直线，若继续代入边界条件： 
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                                 1.97 

就可立即获得满足最小光程原理的最优曲线：一根通过 A(x0,y0)、B(x1,y1)两点的直线。 

变分法在摄影测量中的应用远不止此。我们可以对未知函数的个数进行推广，即待求的

未知数是一系列函数： 
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同理将得到一组欧拉方程： 
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其中 i 为未知函数的个数。 

但本专业更感兴趣的，是对函数 f 独立变量的推广。考虑 f 含有两个独立变量 x 和 y 的

情形，此时，积分表达式为： 

( , , , , )x y

D

I F x y f f f dxdy=                           1.100 

式 1.100 中 fx 和 fy 分别是 f 对变量 x 和 y 的导数。这时未知数是函数 f(x, y)，使得 I 最

小。基本解题思想与一维变量的表达式一致：引入测试函数 η(x, y)，令 eη(x, y)与 f(x, y)对应

相加；且假定，在闭区域 D 的边界 L 上，测试函数的函数值为 0。 

此时，1.100 变为： 
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用泰勒级数展开 F： 

( , , , , ) ( , , , ) ( , , , )

( , , , ) ( , , , )

x x y y x y x y

x x y y x y

x y

F x y f e f e f e F x y f f e F x y f f
f

e F x y f f e F x y f f
f f

   

  


+ + + = +



 
+ + +

 

   1.102 

并代入 1.101： 
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式 1.102 对 e 求导，求导后令 e = 0，得到： 
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根据确定的边界条件，考虑格林积分定理， 
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具有将区域 D 改变成边界 L 的能力： 
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由于在边界 L 上，η(x, y) = 0。故 1.106 进一步等价于： 

 ( ) ( )
x y x yx f y f f f

D D

F F dxdy F F dxdy
x x

   
 

+ = − +
              1.107 

将其代入式 1.107，得到： 
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由于上式对于任意测试函数 η(x, y)成立，必有： 
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这同样是一个偏微分欧拉方程。对照式 1.89，会发现欧拉方程的形式相当统一，因此可

以简单推广至多个独立变量的情形。 

除了为我们的专业基础——光的直线传播——提供一个坚实的数学证明，变分法也将大

大拓宽许多研究方向的思路。摄影测量的一个重要目标是对三维物体进行模型重建；其中的

关键一步是采用立体像对密集匹配的方法获得模型表面。目前的主流策略是基于能量最小化

原则，其变量是离散的视差（见 5.3 节）。而变分法为我们提供另一个思路：将离散的像素

看作连续的表面，将能量函数看作泛函表达式，那么，密集匹配问题变成：求取一个含有 2

个变量的连续曲面函数，使得能量最小。此外，对于视频成像，若将连续的摄站看作是三维

空间的一维流形，就可以采用变分法直接求解摄像机的定位问题。与此相比，传统的方法则

是间接地通过离散的关键帧和几何内插实现。 

 

1.4 数学工具和平台 

1.4.1 代数运算工具 

Matlab 是一款著名的数学运算商业软件。摄影测量所涉及的绝大多数几何和代数运算，

如矩阵的乘法和求逆、函数的微分，完整的光束法平差和后期的误差统计等等，均可通过

Matlab 实现。此外，Matlab 还可实现图像和图形的 2D 和 3D 显示。Matlab 的不足是它执行

效率相对缓慢，并且收费。其他的一些开源软件如 scilab、Octave，也提供类似的计算功能。 

如果致力于摄影测量软件的高性能开发，可以采用一些关于线性代数和矩阵运算的开源

代码库，而非上述的软件系统。一些著名的代数运算库包括：BLAS (Basic Linear Algebra 

Subprograms)、LAPAK (Linear Algebra PACKage)等等。 

1.4.2 OpenCV 库 

摄影测量除了几何处理和误差分析（一般可归结为代数运算问题）外，就是视觉图像

的处理。如果从头开始，学习和编写诸如图像读取、存储、卷积和滤波，将是一件繁琐费事



 
 

的工作。幸运的是，从 1999 年开始，一项称为 OpenCV 的跨平台开源计算机视觉库成为图

像处理入门的最佳平台。开源的 OpenCV 可以运行在 Linux、Windows 和 Mac OS 操作系统

上。它由一系列 C 函数和少量 C++类构成，同时提供了 Python、MATLAB 等语言的接口，

实现了图像处理和计算机视觉方面的很多通用算法。至今（2017 年 8 月）的最新版本是 3.3。

针对摄影测量，以及相关的计算机视觉研究领域，OpenCV 可以辅助并实现以下功能：特征

提取、图像匹配、滤波和平滑、机器视觉、图像分割、运动跟踪，等等。 

1.4.3 深度学习平台 

以上针对数学运算的 Matlab 以及针对图像处理的 OpenCV，已经在摄影测量学中流行

并普及开来。而深度学习平台，将要在摄影测量领域流行并普及。从 2015 年开始，深度学

习已经渗透到科学研究的各个角落，摄影测量学也概莫能外。与计算机视觉和机器学习学科

极强的相关性，使得摄影测量成为深度学习浪潮下最为受益的专业之一。在第 7 章中，我们

将详细介绍深度学习在摄影测量中的应用，如各类专题制图以及 3D 重建；两者都是传统摄

影测量多年来所面对的挑战性问题。 

目前，已经有数个开源的深度学习框架可供初学者快速入门。著名的框架包括：谷歌的

TensorFlow，Facebook 的 Caffe，以及 Torch、MXNet 等等。不过，即使要把其中一个系统彻

底熟练掌握也需要较大的精力投入和时间成本。然而，每个框架各有千秋，目前还没有哪个

框架能够完全胜出。建议摄影测量的学生和研究人员可先大致了解这些框架，并最终选择适

合自己的 1 至 2 个框架。 

  

https://baike.baidu.com/item/Linux
https://baike.baidu.com/item/Windows
https://baike.baidu.com/item/Mac%20OS
https://baike.baidu.com/item/%E5%9B%BE%E5%83%8F%E5%A4%84%E7%90%86


 
 

【课后习题】 

1. 在摄影测量中，我们的研究对象之一是平面间的射影变换（1.1.2 小节）。如对一平面摄影，

物像之间需满足射影变换；同时用 2 台相机对同一世界平面（如墙上的画）摄影，两张图像

也必须满足射影变换。请思考为什么满足射影变换？ 

2. 在传统摄影测量中，从 3D 到 2D 的透视变换由共线方程表达，即一个代数分式；在计算

机视觉中，这种透视变换由一个矩阵（相机矩阵）、或两个矩阵（内方位元素矩阵和外方位

元素矩阵）的乘积表达。你更喜欢那种形式？谈谈你的观点。 

3. L-M 算法是传统高斯-牛顿法的拓展。它能处理一些 Hessian 矩阵接近奇异的问题。通过

进一步阅读原始文献（参考文献[7]），写一篇千字以内的读书心得。 

4. 安装 OpenCV 最新版本，并用数码相机给你的同学拍照；利用 Opencv 中的边缘算子算法

提取他（她）的轮廓。 

5. 几何变换的层次是贯穿本书的主线之一。请熟练写出从平移到射影变换等各类 2D 几何变

换的矩阵形式。并考虑：这些变换导致的（图像上的）几何变形对图像处理有何影响？ 

 

  



 
 

2 单像解析 

一个物理学家，需留意方程两边的量纲是否一致；一个化学家，要保证方程两边能够配

平，而一个解析几何学家，自然要把方程建立在统一的坐标系下。 

解析，或解析几何，指借助笛卡尔坐标系，用代数方法研究几何对象之间的关系和性质

的一门几何学分支。笛卡尔坐标系是数学史上的伟大发明，第一次，几何与代数被统一到完

美的框架下。单像解析，就是研究单张像片、所拍摄的物理世界以及光学传感器三者间的几

何关系；并在统一的坐标系下建立代数方程。 “单像解析”在计算机视觉中也称为“单目

视觉”，两者在几何意义上等价。本章首先介绍各类坐标系统，这些系统既包括具有明显物

理意义的坐标系，如“图像坐标系”，也包括为了数学上的方便而引入的抽象坐标系，如“像

空辅助坐标系”。然后，我们介绍坐标系间的相互转换方法，并建立物、像、传感器之间的

代数关系式，即成像几何方程。最后，根据三类参数（物点、像点、传感器内外方位元素）

的先验知识，介绍单像解析在实际工程中的应用。 

 

2.1 坐标系统 

2.1.1 图像坐标系 

用于拍摄图像的传感器形式多样。最普遍的是面阵列 CCD 或 CMOS 相机，包括普通数

码相机、单反式相机、和专业相机。专业相机一般也被称作量测相机，它的镜头畸变小，并

且提供精确的畸变参数和内方位参数。普通数码相机和单反相机一般不提供或只提供粗略的

相机参数。摄影测量中第二类常用相机是线阵相机，它的成像器件是一根 CCD。为覆盖 3D

世界，CCD 线阵通过连续扫描的方式（推扫或旋转）获取完整的场景。第三种是曲面相机，

包括鱼眼相机、全景相机等。它所拍摄的图像存在明显的曲面畸变，用于观察、定位时，可

能需要额外的几何处理步骤。 

图像坐标系指出某个像素在数字图像上的位置。对于面阵相机和曲面相机拍摄的数字图

像，其上任意一点 P 显然可以由两个参数刻画。在图 2.1 中，共有两套平面坐标系。其中，

(I, J) 表达图像左下角为原点的像素坐标系中的任意一点，以 pixel 为单位，(I0, J0) 称作像主

点，它是相机中心在像平面上的投影，f 是焦距，d 为每个像素的实际大小，单位一般是 mm。

(x, y)是以像素平面的中心建立的坐标系，称为像平面坐标系，以 mm 为单位；像主点在这套

坐标系下的坐标为(x0, y0)。当然，(x, y)以及(x0, y0, f)也可取像素为单位，此时 d = 1。如果不

考虑镜头畸变，两套坐标系之间的转换关系可通过 d 连接： 
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(a) 像素坐标系                        (b) 像平面坐标系 

图 2.1 图像坐标系 

考虑镜头的畸变的情形将在 2.1.2 小节中介绍。 

线阵相机只需 1 个参数，即(0, y)；它是面阵相机的特殊形式，如图 2.2 右侧的线 CCD。

不过，在推扫过程中，CCD 扫描线随着摄影平台的运动连续成像，因此拍摄的依然是二维

图像。如图 2.2 所示，Sk表示 k 时刻扫描线投影中心的位置，ok 是 k 时刻扫描线的主点，f 为

焦距，光线 lk 成像于 pk。对于推扫式二维图像，x 坐标值不再为 0，该值用于表达各扫描行

间的时间延续关系，在 t 时刻有： 

xk = x0 + at                                 2.3 

式中，x0 为 x 坐标原点，a 表示单位时间内扫过的距离。反之，从 x 坐标值也可反推成

像时刻： 

t = t0 + b(xk - x0)                              2.4 

式中 b 表示每行影像采样时间。t0是坐标 x = x0时的成像时刻。需要注意的是，每一行

的积分时间并非完全相同，因此式 2.3 和 2.4 并非完全严密。 

 



 
 

图 2.2 推扫式图像成像示意图 

 

2.1.2 传感器坐标系 

从图像坐标系到传感器坐标系（或称相机坐标系）是二维图像平面到三维直观世界的自

然转换。我们在 1.2.3 小节中已经介绍，这个坐标系是联接 2D 像素坐标与 3D 世界坐标的纽

带。一般地，原点取在传感器中心（投影中心），x、y 轴分别与像平面坐标系平行，以前也

被称作像空间坐标系。从像平面坐标 x 到相机坐标系 xc的变换为： 
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00

0 0 1

x

c y c

f s x

f y

 
 

= =
 
  

x Kx x                          2.5 

式 2.5 与式 1.36 完全相同，其中内参数矩阵 K 通过相机检校获得。若令剪形畸变 s = 0，

焦距 fx = fy = f，面阵相机的传感器坐标简化为(x - x0, y - y0, -f)，线阵相机的传感器坐标是(0, y 

- y0, -f)。然而，对于曲面相机而言，虽然物理焦距是一个固定值，但它并不等同于三维笛卡

尔坐标系下的 z 坐标。例如，球面相机的等效焦距（球半径）为 f，但它的 z 坐标却在-f~f 之

间变化。可将传感器坐标系记作(x, y, z)，表示更普遍的情形。同时曲面相机的内参数也无法

仅用式 2.5 表达，需要借助一定的投影变换，我们在后继的 2.2.3 和 2.3 节中详细讨论。 

2.1.3 平台坐标系 

汽车、无人机、卫星等载体上除了相机之外，可能还有许多传感器，比如 GNSS、IMU、

激光雷达等等。为描述各传感器之间的相对位置关系，需要确定一个固定的坐标系，称为平

台坐标系或本体坐标系 xb。此时传感器坐标到平台坐标的转换即两个直角坐标系间的相似

变换： 

[ | ]b c=x R T x                               2.6 

例如，在车载移动测图系统中，可选定 GPS 相位中心为原点，车头正前方为 X 轴，正

上方为 Z 轴，再根据右手系确定 Y 轴。而相机、激光器等在平台坐标系中的坐标和方位可通

过检校获得。 

2.1.4 局部切平面坐标系 

地球虽然是球体，但其巨大的半径保证了局部区域的平坦性。而且，在数学计算上，球

面坐标远比平面坐标复杂。因此，建立局部平面坐标系将极大地简化计算并保证精度。通常，

局部笛卡尔坐标系可任意选定，在计算机视觉中一般称作“世界坐标系”。而摄影测量中的

切平面坐标系则要求：以选定的地面点为原点，过该点与地球面的切平面为 X-Y 平面，Z 轴

从球心指向天空。 

一种常用的切平面坐标系来自于高斯投影系统。高斯投影坐标是 X 轴指向正北，Y 指

向正东的平面左手系。Z 轴可选大地高，即地面点到参考椭球的高度，或水准高，即地面点

到平均海平面的高度。在局部区域（往往数百平方公里以内），将该坐标系看作切平面坐标

系，并将左手系转换成右手系：选择 Y-X-Z 顺序作为新的切平面坐标系 X'-Y'-Z'。局部切平

面坐标系在航空摄影测量中广泛使用，有时也称为地面摄影测量坐标系。 



 
 

2.1.5 地心直角坐标系  

地心直角坐标系是以地球质心为原点的地固系，Z 轴指向地球北极，X 轴指向格林尼治

子午面与地球赤道面的交点，并按照右手系确定 Y 轴。除了用 m 为单位的直角坐标表示外，

有时也由经纬度和大地高表示，即(B, L, H)。两者虽然等价，但(B, L, H)并非直角坐标系，

实际运算时需要转换为地心直角坐标系。常用的参考椭球系包括 1984 年全球大地系统

（WGS84）与 2000 国家大地坐标系（CGCS2000）。 

 

2.2 普通光学相机的成像模型 

2.2.1 平面相机 

在式 1.37~1.40 中，我们已经介绍了平面相机的成像模型：三维世界到二维平面的透视

变换。这里根据 2.1 节介绍的坐标系统进一步展开。假定相机已经过标定，即检校矩阵 K 已

知，仅考虑两个坐标系：相机坐标系和世界坐标系。R 和 T = [XS, YS, ZS]分别是世界坐标系

到相机中心旋转矩阵和平移，像点的传感器坐标为 x = (x, y, z)，可从 x = K-1x'得到，x'为像

素坐标；对应的世界坐标为 X = (X, Y, Z, 1)，将世界坐标平移、旋转到相机坐标系后，两套

坐标仅相差一个尺度因子，即： 

x = λ[R|T]Xw                                 2.7 
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式 2.8 中包含三个代数等式。分别用 x、y 等式除以 z 等式，消除比例因子，将得到 2 个

独立方程。在平面相机中，z = -f，在线阵相机中，z = -f 且 x ≡ 0。此外需要留意 R 和 T 的

描述，若其定义为：相机在世界坐标系中的参量，则 x = λ[R-1|-T]Xw。 

运动平台上的成像模型涉及更多的坐标系转换。假定物点量测于地心直角坐标系。首先，

将地心直角坐标平移至相机中心；然后，从该坐标系顺序地旋转至平台坐标系、传感器坐标

系；2.9 中
b

gR 、
c

bR 分别是大地坐标系到平台坐标系、平台坐标系到相机坐标系的旋转矩阵。 

 [ | ]c b

b g=x R R T X                               2.9 

注意 2.9 并非唯一的表达形式，实际情形取决于对 T 的诠释。设
b

gT 是地心直角坐标到

平台坐标的偏移矢量，而平台到相机的偏移矢量为
c

bT 。将 x 视为齐次坐标，此时， 
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令 x 再回到一般坐标，得到： 

 [ | ]c b c b c

b g b g b= +x R R R T T X                          2.11 

可见在齐次坐标下坐标系间的转换问题将非常方便。此外，注意 2.7 与 2.11 的相似性。

事实上，只要是两个直角坐标系之间的转换，都可忽略各过渡坐标系间的复杂相对关系，简

化为 2.7 的形式。 

2.2.2 线阵相机 



 
 

对于线阵相机，式 2.7 和 2.11 完全适用。此时 x ≡ 0，是一维 CCD 线阵的成像方程。事

实上，我们的处理对象是由时间积分形成的二维图像。建立一个二维成像模型（一般称为轨

道模型），显然更加方便。问题在于：任一 CCD 扫描行具有自身的外方位元素，不同于面阵

相机，严格的二维成像模型并不存在。因此，常用的轨道模型只是几何上的模拟，通常隐含

（不一定可靠的）基本假设：平台运行平稳。普通的卫星遥感图像，每条扫描线间很少有拼

接上的错位，这是由外太空的低干扰保证；与此相反，航空、低空机载平台所拍摄的原始扫

描图像，则受到大气扰动、发动机震颤而产生不同程度的目视扭曲。 

二次多项式是卫星摄影测量中常用的轨道模型。在式 2.12 中，外方位元素 Xt= {Xs(t), 

Ys(t), Zs(t), φ(t), ωs(t), κs(t)}，6 维向量 A、B 是对应的仿射系数。包含 t = 0 时刻初始状态 X0

在内，共计 18 个未知参数。类似地，也可用更多的仿射参数对平台的速度、加速度进行多

项式拟合。仅对卫星平台而言，短时间内多项式对真实外方位元素的拟合误差非常微小，因

此部分文献也将其称为严格轨道模型。 

 
2

0t t t= + +X X A B                             2.12 

第二种典型的轨道模型是马尔科夫随机模型。马尔科夫随机模型假定：运动平台的当前

状态（指平台的外方位元素、速度、加速度等）仅仅由上一时刻状态决定，而与更早的状态

无关。显然该假设对应一个递推关系。设 t = 0 时刻外方位元素值已知，马尔科夫随机模型

表达为： 

1t t t−= + X X V                               2.13 

式 2.13 中，V 代表三维空间的线速度和角速度，Δt 为相邻 CCD 扫描线之间的积分时

间。相对于连续轨道模型 2.12，马尔科夫模型 2.13 是离散状态空间下，外方位元素随速度

参量更新的递推形式。马尔科夫模型可能更符合物理直观，不过在短时间内，外方位元素变

化很小，即系数 A、B 不变，因此式 2.12 具有形式简单的优势。当然，在假定速度参量不变

的前提下，马尔科夫模型等价于一次多项式模型。 

在卫星测绘中，我们所得到的初值一般是处理后的每条 CCD 的外方位元素，较少从加

速度等原始观测值出发；故 2.12 使用更加广泛。但在地面移动测图系统，如机器人、无人

车中，速度时刻变化且可由原始加速度计和陀螺仪观测值积分得到，情形正好相反。 

至于线阵旋转式相机，我们把它归类于全景相机，并在 2.3.3 小节详细介绍。而连续扫

描图像的“切片”，即称为“景”的单幅图像，常用的成像模型是有理多项式，详见 2.2.4 小

节。 

2.2.3 鱼眼相机 

鱼眼镜头广泛应用于测绘、交通和安防系统，如商场监控、防盗门、街景拍摄、机器人

导航等。鱼眼镜头是球面的一部分，它们对光的折射和传统镜头并不相同。传统平面相机的

成像几何模型如图 2.3(a)所示，物、像、投影中心三点共线，入射角 α 等于折射角 β。而鱼

眼相机则是向内折射，以显示更大的场景。这种效果相当于从低密度介质进入高密度介质，

如光线进入水中；入射角 α 不再等于折射角 β，如 2.3(b)。α 与 β 间的几何关系，反映了鱼



 
 

眼镜头自身的物理特性，即对光线的折射程度[10]。 

 

 

图 2.3 共线投影（a）和鱼眼投影（b） 

针对特定鱼眼相机的物理特性，可采用某种投影模型进行数学上的拟合。以下为几种典

型的投影模型[10]： 

（a）等距投影。特点是入射角与半径呈线性关系，若量测了像点坐标 x = (x, y)，并计

算半径 r = (x2+y2)0.5后，可线性地恢复真实光线的入射角 α。 

r = f∙α                                  2.14 

（b）等积投影。顾名思义，该投影保证了立体入射角（可想象成锥点位于投影中心的

光锥）与其在影像上的投影面积之比为常数，而与入射角的方位无关。 

r = 2f∙sin0.5α                              2.15 

（c）正交投影。入射角的正弦与半径成比例，反映了从球面到投影平面的投影是正交

的。 

r = f∙sinα                                2.16 

（d）球极平面投影（球面立体投影）。选定球面的南极或北极为投影中心，将球面上

的点一一投影至与南北极连线垂直的平面上。这种投影具有保角特性，即共形；但距离变化

较大。 

r = 2f∙tan0.5α                              2.17 

在这些模型中，等距投影和等积投影应用最为广泛。正交投影在图像边缘处变形非常大

而较少采用。 

选择某个投影模型，就可以进一步推导鱼眼相机物、像间的成像几何模型。以等距投影

为例，设物点的世界坐标为 Xw，物体到相机的旋转矩阵和平移矢量分别为 R、T，则其传感

器坐标 X = [X, Y, Z] = λ[R|T]Xw，代入 2.14： 

2 2
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X Y
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+
+ = =                    2.18 

注意到入射光、折射光在或像平面上的投影共线，投影角相等（或相差 180°），即

Y y

X x
= 。继续展开得到： 
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这就是等距投影下的鱼眼相机成像几何方程；对于其他的投影方式，同理推导可得。这

是否带来一点困扰：如果物像间的几何关系不再满足三点共线，以共线条件方程为基础的一

整套摄影测量解析方法还适用吗？当然是适用的！我们所涉及的所有的参量，内、外方位元

素和物点坐标都是不变的，唯一区别只是参量前面的系数需要根据特定情形做出改变。此外，

还有另外一种可供选择的方法，使共线条件方程仍然适用：将这种鱼眼形变看作是透视投影

的几何畸变，用一组畸变参数去强行拟合三点共线，即将鱼眼镜头的图像投影为一个虚拟的

理想平面图像（可参考 2.4.4 小节）。 

2.2.4 通用几何成像模型 

在 1.2.3 小节中，我们介绍了仿射投影模型（少量文献称为平行光投影模型），另外一种

重要的通用几何成像模型是有理函数模型（Rational Functional Model, RFM）[11]。“通用”

意味着：无论像点和物点间的几何变换如何复杂、传感器的内参数是否已知，而只用一组参

数去拟合物像间的对应。最简单的 RFM 是一阶分式，本质上等价于直接线性变换（Direct 

Linear Transformation, DLT）： 
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                        2.21 

事实上，2.20 就是 1.38 的一般性形式，此时内参矩阵 K 与外参矩阵[R|T]无法区分。若

并不关心相机内参，而只在意物像间的直接对应，2.20 就是一种简洁并且严格的几何模型，

并在近景摄影测量和计算机视觉中大量应用。如果深入追究，就会导致一个问题：既然 2.20

可看作更一般的成像模型，那么，任何一个 3×4 矩阵所代表的直接线性变换，一定是透视变

换吗？事实上，只有当 3×4 矩阵前三列所组成的子矩阵的行列式不为零时，两种变换等价。 

式 2.21 中包括 11 个未知参数，可用 6 组以上的控制点，根据 1.3.2 小节介绍的最小二

乘法得到最优解。此外，摄影测量和计算机视觉的大量实验表明，若事先将像点坐标和物点

坐标进行规则化操作（regularization），通常会提高解算精度。规则化采用以下规定： 

（1） 重心化。将像点坐标的原点平移到坐标重心，然后计算重心化坐标，即， 
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                         2.22 

并同样对地面坐标(X, Y, Z)进行归一化。 



 
 

（2） 尺度各向同性化（isotropic scaling）。选择一个恰当的尺度，使得所有点到原点

的平均距离为 2 ， 
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x y n + =                          2.23 

（3） 以上两个步骤实质上就是二维相似变换（见 1.2.2 小节）。最终，得到归一化坐

标， 
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或 

 ( | - ) =x E u x                             2.25 

注意，实际应用中一般不直接对地面点坐标作三维相似变换。因为 Z 坐标的大小与 X、

Y 坐标往往不在同一个数量级上。例如，航天图像覆盖数百平方公里，而高程差仅数十米。

我们可对 X-Y 平面作一次相似变换，而对 Z 坐标专门作一次相似变换。 

重心化和尺度归一化的优点体现在：很好地限制了那些误差较大，且距离中心较远的观

测值的影响，从而提高精度（注意到 2.21 中参量 Li 的系数是坐标值，相当于权重，坐标值

越大，对平差结果影响越大）。基于以上理由，有些文献认为规则化在 DLT 中并不是可选择

的操作，而是必不可少。 

除了一阶 RFM，即 DLT，三阶分式模型是线阵相机中应用最广的 RFM。将不超过三阶

的多项式写作： 
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        2.26 

其中 mi 为整数，其和不超过 3；三阶多项式共有 20 个未知参数。根据爱因斯坦约定，

张量求和省略求和符号（可参考 3.4.2 小节）： 
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0 0 0

m m m
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= = =

= =                   2.27 

故三阶 RFM 模型可写作： 
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                   2.28 

类似直接线性变换，这里(rn, cn)、(Xn, Yn, Zn)分别是图像坐标和地面点坐标的归一化形

式。根据摄影测量中的惯例，这里归一化仍然采用相似变换，但坐标中的尺度，都是只针对

自身的坐标分量（而不是 XY 平面），即将前面规则化的第二步 2.23 替换为： 

2
( )

i

x n =                              2.29 

式 2.28 中共有 80 个参数，考虑到 b19 和 d19 可约化为 1，实际参数为 78 个。需要 39 个



 
 

以上的控制点进行最小二乘求解。 

一般而言，参数越多，过度参数化可能性越高。参数间的强相关性意味着法方程系数阵

接近奇异，导致求解结果可能不稳定。为应对这一现象，卫星摄影测量中常采取两种策略。

一是增加虚拟控制点。实际作业中地面控制点数量可能比较稀少，此时可通过“虚拟控制点”

解决，也称作地形无关方案。建立虚拟控制点，或者说，虚拟控制格网，需要事先已知轨道

模型的参数（参考 2.2.2 小节）。首先，设定一系列相互平行的虚拟高程面，每层按照格网的

形式取格网点为控制点。根据轨道模型参数，将控制点投影至像片，获得对应的像片坐标。

有了足够的控制点和像片坐标，就可计算 RFM 模型参数。在图 2.4 中，hi 代表 i 层控制格

网，3 层控制格网上的虚拟控制点被投影至影像空间（实际投影光线方向各异，这里简单采

用竖直线表达）。严格来讲，地形无关方案只是用 RFM 去拟合已知成像模型，不能算真正的

模型求解。高分辨率卫星遥感图像的供应机构，可能出于商业理由，提供 RFM 模型参数以

取代严格模型参数，就可采用地形无关方案。大量实验表明，三阶 RFM 的像方拟合精度优

于 0.1pixel 的数量级（针对不同的类型的遥感卫星图像略有区别），故并不会损失模型精度。 

 
图 2.4 地形无关的虚拟控制格网 

第二种解法称为地形相关方案，仅利用真实的控制点求解未知参数。一般采用称作“岭

估计”的方法，以解决在控制点较少的前提下，有可能导致法阵接近奇异的问题。岭估计法

与我们在 1.3.2 小节介绍的 LM 算法原理相通，都是试图在对角线元素上加入一个控制迭代

步长的微小量。为描述方便，我们将 LM 算法再写一遍： 

T T T( ( ) ( ) ( ) ( )) ( ) ( )J x J x D x D x x J x F x+  = −                    2.30 

在 LM 中，D(x)通常取 J(x)TJ(x)对角线元素的根方差，在这里，岭估计法简单地设 D(x)

为单位阵，而 μ 控制 Δx 的步长。在不知道最优步长的前提下，可以取一系列的离散点，分

别用这些离散的 μ 值解式 2.30。然后，评价哪个 μ 最好往往采用“L 曲线法”[12]。令： 
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以 η(μ)为横轴，ξ(μ)为纵轴，用这些离散点拟合一条关于参数 u 的曲线。在该曲线上，

使得曲率最大的 μ 值即为待求最优岭参数（回顾求任意光滑曲线的曲率公式并注意到 μ 才

是真正的变量）： 
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每次迭代时，运用 L 曲线法得到一个最优参数，并回代到 2.30 求得对应的 Δx，直到迭

代收敛。 

当然，也可以用线性最小二乘来解 2.28。将分母乘到等式右边并简单变形： 
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显然这是一个关于 78 个参数的线性方程组。此时无需初值和迭代，但我们同样可以采

用岭估计得到一个可能更好的解算结果。 

有时，直接用 78 参数的 RFM 作为线阵相机的成像模型依然会残留一些系统误差。这

些系统误差往往通过一个额外的像方仿射变换{e0, e1, e2, f0, f1, f2 }修正： 
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这些仿射参数并非与 RFM 参数同时求解。通常，RFM 参数已经得到，再根据少量地面

控制点（大于 3 个），来进一步求解仿射参数以提高定位精度。 

三阶 RFM 模型已经在卫星线阵相机的定位中得到了广泛而成功的应用。是否能将通用

成像模型应用于面阵相机？通常，科学研究可以用简单的拟合模型替代复杂的物理模型；而

用复杂的拟合模型去取代简洁的严格物理模型，实为以繁代简之举，故并不值得提倡。 

 

2.3 全景相机的四种成像模型 

全景相机正逐渐受到测绘、计算机视觉、机器人等研究领域的青睐和广泛应用，google、

百度等互联网公司所采集的街景图像通常也基于全景相机。所谓全景图，指覆盖全方位360°，

或者水平方向 360°的图像。不过，在制造工艺上，完美的球面镜或柱面镜仍存在一定的困

难，目前的全景相机一般需要借助特别的工艺或数学上的小技巧。根据成像方式的差异，大

致分为三大类：折反射（catadioptric）系统、多镜头组合系统（multi-camera rig）和旋转式

扫描系统。前者需要镜子（Mirror）；后两者只需要镜头（lens），可归结于折射式系统（dioptric）。

以下我们分别介绍理想球面镜以及这三类全景相机的成像机理和模型。 

2.3.1 理想的全景相机 

理想的全景相机的成像面可看作数学上完美的球面（或柱面，本书以球面为主）。其原

点（投影中心）在球心。图 2.5（a）示意了全景相机的理想球面成像模型，表达了球心 S、

球面像点 u，及对应物方点 P 三点共线的几何关系。 

首先，计算图像上任一点所对应的传感器坐标。根据式 2.35 得到像素(x, y)对应的球面

极坐标： 
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这里 W 和 H 分别是图像的宽和高，φh 是水平角，在-π ~ π 之间，φv 是竖直角，在-0.5π 

~ 0.5π 之间。然后，伸出右手，以右手系“右前上（依次为 X-Y-Z 轴）” 顺序为例，将极

坐标转化为笛卡尔坐标 x′ = (x′, y′, z′)： 
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这里 r 为球半径，即等效焦距。此时，像点 u（对应传感器坐标 x′），物点 p（对应世

界坐标 Xw），以及球心三点共线： 

x′ = λ[R|T]Xw                              2.37 

R 和 T 分别为旋转矩阵和偏移矢量。这就是被广泛采用的理想全景球面成像模型，其形

式与传统平面相机的成像方程非常相似。区别在于，这里 z′不再是常数，但受到球面几何约

束： 

      
2 2 2 2x y z r  + + =                             2.38 

这表明 2.37 中依然只有 2 个独立方程。 

 

图 2.5 (a) 理想全景相机模型 (b) 多镜头组合全景相机模型（引自[13]） 

2.3.2 多镜头组合式全景相机 

多镜头组合式全景相机（口语中也称多拼全景相机）由一系列独立、固定的鱼眼镜头组

成，多个镜头独立成像，再拼接为全景图。如图 2.5（b）所示，每个镜头具有各自的投影中

心 C，在制造上很难保证与球心 S 完全重合。可见，物理上的三点共线是 C、uc和 P′。这是

独立镜头的成像方程。若按分镜头独立计算自然可行，但失去了全景成像的意义。如果将实

际像素坐标 uc投影到某个指定半径的球面上，得到 u，所有的独立图像坐标就可投影至统一

的球面坐标。当然，这种方法需要谨慎地选择球半径，并不可避免地引入了拼接误差；这也

是多镜头组合式成像本质上的弊端。 

第一步，将独立相机的图像坐标转换为统一的全景球面坐标。式 2.39 描述了如何根据

单相机像点 uc（其坐标用 x 表示）计算全景球面像点 u（其坐标依然用 x′表示）。式中，Ki

表示第 i 个鱼眼镜头的内部标定参数矩阵，主要包含镜头畸变差、CCD 畸变差、焦距、主点



 
 

等（相机检校请参考 2.4.4 小节）；Ri 和 Ti 分别表示第 i 个鱼眼镜头投影中心在全景坐标系

中的旋转矩阵和偏移矢量；Ki、Ri、Ti 通过严格的多相机相对标定之后即为固定值；m 为球

面半径 r 所确定的比例系数，联合球面方程 2.38 可同时解得 m 和 x′。 

 i i im = +x R K x T                             2.39 

从图 2.4（b）可看出，用于表述共线条件方程的光束是 CuP′而非 SuP。那么，我们首先

表达真实的射线（x′ - Ti），并将其平移至统一的球面坐标（加上平移量 Ti），得到共线条件

方程： 

 ( ) [ | ]i i w + − =T x T R T X                        2.40 

现在考虑 Ti 是微小量；将其取为 0，则 2.40 在形式上等同于理想模型。如非精密测量

的需要，也可以直接用理想球面成像模型，两种模型的差异是非常微小的。不过，对于一些

试验型的自制全景相机，Tr 可能较大，此时采用严格的多镜头组合成像模型将是较好的选

择。图 2.6 是 6 个独立鱼眼相机图像和拼接而成的全景球面图像（按式 2.34 展开在平面上）

的示例。 

   

图 2.6 独立鱼眼图像和全景图像 

2.3.3 旋转式全景相机 

给定线阵列 CCD，绕着竖直固定转轴做圆周运动并成像，就获得 360°水平柱面图像。

如图 2.7 所示。在图 2.7（a）中，指定某时刻线阵成像为第一列，并按照成像时刻展开，获

得平面图像，所在坐标系是以左上角为原点的像素坐标系（i, j）。在图 2.7（b）中，物体 P

成像于线阵列 x = (0, y, -f)，f 为圆柱半径；且与圆柱中心（即投影中心）三点共线。设 X-Y-

Z 为传感器（圆柱）坐标系，则可建立像素坐标和传感器坐标 x′ = (x′, y′, z′)之间的关系： 
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其中， 
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px、py为像元在行和列方向的大小，θ 为到第一列线阵的旋转角，RZ表示绕 Z 方向的旋

转矩阵，N 为线阵列像元个数。 



 
 

从传感器坐标系 X-Y-Z 到世界坐标系，依然是用刚体变换[R|T]表示；联合 2.41 得完整

的成像方程： 
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R R T X                          2.42 

其中，Xw为物点的世界坐标系齐次坐标。 

在静态摄影中，旋转式全景相机表现堪称完美。它不需要任何拼接步骤，故不存在多镜

头组合相机中棘手的拼接误差。与此相对，在高速摄影时，则必须考虑运动补偿。对于外太

空作平稳飞行的卫星平台而言，线阵扫描的运动补偿相对简单；而对于颠簸行驶的汽车平台，

却难受到欢迎。 

 

图 2.7 旋转式全景相机（引自[14]） 

2.3.4 折反射式全景相机 

折反射全景相机包括两个组分：镜子和透镜。镜子首先折射周围的光至透镜，透镜再实

现成像。图 2.8 示意了抛物镜（parabolic mirror）与镜头组成的折反射全景系统。 

 

图 2.8 折反射式全景相机（引自[15]） 

除了抛物面，镜子也可制成其他形状，如双曲面、椭球面等。这些椭圆曲面可由两个参



 
 

数(ξ, ψ)来描述。在表 2.1 中，d 为两个焦点间的距离，4p 为通径。 

表 2.1 各类椭圆曲面的表达形式 

参数 抛物面 双曲面 椭圆 平面 

(ξ, ψ) (1, 1 + 2p) 
2 2 2 2

2
( , )

4 4

d d p

d p d p

+

+ +
  

2 2 2 2

-2
( , )

4 4

d d p

d p d p+ +
 (0, 1) 

折反射成像机理可用三步表达。首先，依然将世界点 Xw通过旋转和平移，转换为镜子

坐标 x = [R|T] Xw。第二步，将镜面上的一点 x，投影至平面 P1： 

  
2 2 2( ) ( , , )h x y z x y z= = + + +x x                  2.43 

参数 ξ 由具体的镜面形状决定。其逆变换为： 
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其中，
2 2 2 2 2(1 )( )r x y z = − + + ，

2 2 2 2r x y z= + + 。第三步，将平面 P1 上的点，

根据共线条件方程一一对应地投影至相机平面 P2： 
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其中，Kc 为相机内检校矩阵，Rc 为镜面到相机的旋转矩阵。这三个步骤建立了某个世

界点 Xw，由特定形状的镜面反射，再经镜头成像的几何流程。公式的推导从略，读者可参

考[15]。 

目前，多镜头组合式全景相机应用最为广泛，并已经得到商业化推广。在上世纪末，德

国公司曾经生产过旋转式全景相机，但并未得到更多的应用；而折反射式全景相机，由于复

杂的成像机理和制造工艺，应用相对更少。 

 

2.4 单像解析的一些补充 

2.4.1 空间后方交会和解法 

无论是面阵、线阵还是曲面相机，成像模型都包含三类参数：像点观测值、物点观测值、

相机模型参数。其中，利用像点观测值和对应的世界坐标，求取相机模型参数的过程，称作

空间后方交会（space resection）。单片空间后方交会一般假定内参数 K 已知，因此未知数仅

是外方位元素，故也称为外定向（exterior orientation）。 

x = λK[R|T]X = λPX                          2.46 

无论是物理成像模型或者通用成像模型，都可选择线性或非线性最小二乘法，并借助一

定数量的控制点{xi, Xi}进行解算。通常，在摄影测量中更倾向于采用非线性最小二乘法。参

考公式 1.39 和 1.40 可知（全景相机只需要将焦距-f 换成观测值分量 z），在 2.46 中只有两个



 
 

独立方程；未知数是外方位元素 M = {XS, YS, ZS, φ, ω, κ}，故至少需要 3 对控制点。式 2.47

是其代价函数，反映“几何误差”，直观表示观测值 x 与投影值 PX 在 L2 下的误差最小（2D

欧式距离最小）。其求解方法我们已经在 1.3.2 小节介绍。 

 
2

min ( - )i i
M

i

 x PX                           2.47 

若采用线性最小二乘，或奇异值分解（Singular Value Decomposition, SVD），就需要将

[R|T]或 K[R|T]直接看作未知数。假定 K 未知，此时要直接求解 3×4 的相机矩阵 P。P 中共

有 12 个参数，但尺度因子可设为 1，故只有 11 个未知数，需要列出 11 个以上的线性方程

组求解。根据 DLT 方程 2.20 和 2.21，将 2.21 继续变形： 
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        2.48 

写成矩阵形式，并最小化： 

2
min

L
i

 AL                           2.49 

其中 L 是 11 个未知数向量，A 是系数矩阵；式 2.49 称为“代数误差”。在大多数情况

下，几何误差和代数误差区别很小。考虑到摄影测量是一门非常注重“精度”的学科，除了

保证解的精确性外，具有明确的几何意义也是重要一环，因此几何误差模型 2.47 广受青睐。

当然，几何误差模型需要迭代，因此初值的好坏、收敛性、是否陷入局部最优都是需要考虑

的问题。 

采用线性最小二乘或 SVD，从 2.49 中解出 L 后，在一定条件下，可从 P 矩阵恢复内参

数矩阵和外方位元素矩阵，称为“相机矩阵的分解”。简便起见，采用先平移，再旋转的投

影方式 x = λR(X - C)，相机在世界坐标中的坐标为 C = (Xc, Yc, Zc)T。第一步先恢复相机的位

置 C。显然，相机中心的投影为 0，即 PC = 0。将 P 写作列向量形式[P1, P2, P3, P4]，并对 P

矩阵进行 SVD 分解，得到： 
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第二步，假定内参矩阵 K 为上三角阵的形式且对角线元素为正，见 1.36；将相机矩阵

进一步写作 P = K[R|-RC] = [M|-MC]。根据 RQ 分解，将 M 分解为上三角阵 K 与正交矩阵 R: 

M = KR。如此则从相机矩阵 P 中恢复了内外方位元素。注意，若 K 非上三角矩阵，则无法

分解出内外参数矩阵，因为 P 可以有无穷多种分解方法：P = (KR1)(R1
T[R|-RC])，其中 R1为

任意单位正交矩阵。 

最后考虑相机矩阵 K 已知。此时，2.46 变形为： 

x' = K-1x = λ[R|T]X = λDX                       2.51 

依然可根据 2.49 解得 D，并直接得到外参矩阵[R|T]。 

2.4.2 共线条件方程的正算和反算 



 
 

若将世界坐标和相机参数作为输入，根据共线条件（曲面相机根据特定的投影方式）求

取像点坐标，一般称作“反算”。例如，若事先建立了城市井盖的数据库，对于相机当前拍

摄的某个井盖，可通过成像几何模型方便地计算它在图像上的坐标。在现代移动测量系统中，

相机的位置和姿态可从 GPS/IMU 组合导航系统直接获得。这种从图像中直接定位目标的方

法，可大大减少诸如井盖数据库管理和维护等工作中的人工作业。 

“反算”的另外一个重要的应用是对光照的模拟。根据双向反射模型，设定物体（如路

面）的反射特性，就可以得到真实物体在不同光照条件下的对应图像。例如，根据该模拟，

可研究同一场景在阳光和夜晚灯光下的自动配准问题。 

反之，若将像点坐标和相机参数作为输入，求取对应世界坐标的过程，称为“正算”。

然而，如果只有单根光线，深度是无法确定的。但如果我们事先已知地形，或者目标的三维

模型，也可与（像点和相机中心所确定的）光线实现交会，从而得到对应的物点坐标。进一

步地，可将像片上的辐射亮度，作为纹理拼贴到地形或三维模型上，称为模型的着色或渲染。

如果我们有两张以上的像片，就能直接交会出世界点，称为“前方交会”；本质上就是三角

测量。这部分内容将在第三章详细介绍。  

2.4.3 灭点与灭线 

灭点（vanishing point）是透视投影中非常特殊的点。它是现实世界中无穷远点在像片上

的投影。例如，两根现实的铁轨，相交于无穷远；在像片上，延长两条铁轨（一般不再平行），

相交于一点，就是“铁轨方向的”灭点。再如，建筑物立面间的铅垂线相互平行，它们在像

片上投影的交点就是“竖直方向的”灭点。后者在摄影测量中有个专业的名词：“像底点”。

现在，考虑任意方向 d 的灭点，这是平行于 d 的所有直线在无穷远处的交点。借助齐次式，

该无穷远点可表达为 X∞ = (d, 0)。代入到透视变换方程 1.38，得到： 

 [ | ] = =v K R T X KRd                          2.52 

可见，如果我们确定了方向 d，并且量测了灭点的像片坐标 v，就可利用灭点的几何成

像模型 2.52，求解内外方位元素。特别地，铅垂线的方向已知，而且其灭点必然出现在垂直

航空摄影像片内，因此铅垂线的灭点在航空摄影测量中是一个较可靠的约束条件。此外，注

意到方程 2.52 与相机的位置无关，如果我们已知相机内参数，就可用灭点方程求解角元素；

若 K 未知，也能用类似 2.4.1 小节的 RQ 分解得到 K 和 R。 

在 1.2.1 小节提及：灭线是无穷远平面在像片的投影。确定一条直线需要 2 个点。比如

在地平面上的方形地砖，分别延长其相互垂直的平行线段，得到两个灭点，其连线就是“地

平面方向的”灭线（如图 2.9）。任何与地面平行的平面，其灭线也都与地面的灭线相同。故

灭线只由平面法向量决定，与位置无关。该特性与灭点类似。假定任意平面的法向量为 n，

将其平移至恰好经过投影中心 C（如图 2.10），推导得到： 

 
-T=l K Rn                                2.53 

这就是灭线所满足的透视成像方程。除了地平面，窗户、墙壁、栅栏等具有平面特性、

且易提取两组平行线的物体，都可作为计算灭线的潜在目标。 

 



 
 

 

 

图 2.9 两组平行线得到的灭线 

 

图 2.10 灭线由平面 n 与像平面交会得到（引自[16]） 

灭点和灭线的几何性质一般应用于平面相机。当然，针对曲面相机和全景相机，灭点灭

线依然存在。但由于线段被投影成了曲线，需要在平行线的提取方面做更多的前期工作。 

2.4.4 相机检校 

传统航空摄影测量所用的量测相机，具有极高的工业检校精度，因此我们一般将内参数

作为常量。不过，随着非量测相机在无人机、倾斜飞机和地面移动测量平台中的广泛应用，

事先进行相机检校工作，成为提高定位精度的必要手段。用于相机检校的控制点布设主要有

两套方案。最好的检校场是具有错落景深的 3D 物理检校场，布设点、线、面等各类易于识

别的靶标，且靶标在局部坐标系中的位置精确测定；这种方案代价较大。第二种方案是利用

平面检校场。可以是真实的，如在平板上制作一副国际象棋棋盘，因为棋盘上格网点坐标便

于确定；也可以是虚拟的，如在显示器上显示一副棋盘。后一种方案相当廉价，且大量实验

表明，其精度也能接近物理检校场，因而逐渐成为非高精度检校的主流。 

一般用上三角内参矩阵 K 或三元组(x0, y0, f)来表达内参数。在 2.4.1 小节中，已经介绍

了在 K 未知时，如何根据一定数量的控制点，先计算相机矩阵 P，然后再恢复 K。事实上，

K 或(x0, y0, f)并不能完全表达镜头的变形。目前，常用的相机检校方法是附加参数法，在(x0, 

y0, f)基础上，附加一组额外参数，进一步拟合镜头畸变，主要是径向畸变和切向畸变： 
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式中， 
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其中(x′, y′)为像片坐标的原始量测值，ki 为径向畸变参数，pi 为切向畸变参数，dx = (dx, 

dy)即附加相机畸变参数。含有畸变参数的几何成像模型（以平面相机为例）为： 
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                             2.55 

式 2.55 含有 6 个外方位元素，3 个内方位元素，和 5 个畸变参数，共计 14 个未知量。

可利用 7 个以上的控制点，采用非线性最小二乘求解。由于内、外方位元素、畸变参数之间

都存在相关性，仅用单张像片求解精度较低。在实际应用中，往往使用数十个以上的控制点，

以及多视角拍摄的一组像片，由光束法平差整体解算（详见 4.2 节）。注意在 2.55 中每多拍

一张像片，并不引入新的内参数和畸变参数，而只是增加了 6 个外方位元素。 

式 2.55 的附加参数模型对鱼眼相机检校也同样有效。而对于多镜头组合式全景相机，

除了检校独立鱼眼镜头自身的畸变参数外，还需要检校各镜头到全景投影中心的方位元素。 

  



 
 

【课后习题】 

1. 假定：卫星平台上的三类传感器，相机、星敏感器和 GPS；后两者测得自身的姿态和位

置。像片上有一控制点，其坐标在高斯投影坐标系下。建立你认为恰当的坐标系及其转换关

系，反映该点的物像间的几何关系。 

2. 检校你智能手机上的相机。在屏幕上显示规则格网棋盘，作为控制点。根据式 2.54 检校

内方位元素和畸变参数。你可以拍一张或少量图像，按照 1.3.2 的最小二乘平差来求解，并

分析平差精度。 

3. 根据一些边缘提取算子（如 Canny）可提取航空图像上的边缘。再进一步拟合直线（如用

Hough 变换）。假定该图像内、外方位元素已知，如何判断这些直线属于建筑物边缘的铅垂

线？ 

4. RFM 模型一般被用于拟合卫星推扫式影像的成像几何。如果卫星采用普通框幅式成像方

式，是否需要采用 RFM？你的理由？ 

5. 借助 360°成像和无缝拼接的优势，全景相机在地面移动测量系统中得到广泛应用。然而，

由于制造工艺的限制，最常用的全景相机由多个镜头拼接而成。试考虑：如果采用水平方向

的 5 个独立镜头来组成全景相机，如何确保拼接误差最小？ 

6. 证明式 2.53。 

  



 
 

3 立体几何 

从单目视觉到双目视觉，涌现更多的几何特性。最关键的，是可通过两张像片恢复和重现真

实的世界场景。可将整个场景看作“点”的组合。如果获得部分未知点的坐标（连同像片外

方位元素），就完成了测量中的定位任务（专业词汇叫加密）；如果获得整个场景的坐标，就

完成了精确的 3D 测图。本章首先介绍立体像对所满足的相对几何关系，即核线几何；然后

根据这种几何关系，计算场景的 3D 模型坐标。然而，模型坐标并不能告诉我们橙子究竟在

哪棵树上？有多大？为了恢复真实的场景，至少还需要一个三维相似变换，也可能相差一个

投影变换。因此本章最后介绍如何通过绝对定向和前方交会，从立体模型恢复到真实场景。

此外三视几何的内容也作为独立的一节介绍。 

 

3.1 普通核线几何 

 

图 3.1 核线几何 

核线几何，或称对极几何（epipolar geometry），是立体像对间的内在几何关系。立体像

对，指不同地点拍摄、含有共同场景的两幅像片。核线几何独立于真实场景的结构，只取决

于像片间的相对位置和相机内方位元素。参考图 3.1，世界点 X 发出的两条光线，分别通过

两个相机中心，并与相机中心的连线 CC'（称作基线）共面，该面称作为核面；核面与像平

面相交的交线称为核线，基线与像平面的交点称为核点（或极点）。下面根据该图中的几何

关系推导核线方程。 

仅靠两张像片无法确定相机的绝对位置，不妨令左图像的相机中心 C1 = 0、旋转角 R1 = 

I，内方位参数为 K1，投影矩阵为 P1=K1[I | 0]；右片为 P2=K2[R | T]。 

首先从像素坐标 x'算得相机坐标 x = K-1x'。x 也称为归一化坐标，因为此时内参矩阵 K

等价于单位阵；相应地，K-1P = [R | T]称作归一化相机矩阵，它消去了内方位元素的影响，

只剩（增广）外参矩阵。再考虑到基线 C2 – C1 = T，将右片像点坐标和基线旋转至左片坐标

系下，根据三线共面，三矢量叉积为 0： 

 
1 1

1 2 1 2( , , ) ( , , ) 0− −− = − =x R x R T Rx x T                    3.1 



 
 

展开得到： 

 2 1 2 1 2 1( ) ([ ] ) 0  = = =x T Rx x T R x x Ex                   3.2 

这里的[]×代表叉积，定义同 1.10。E 是 essential 的首字母，称作本质矩阵；这是一个秩

亏矩阵，它完全表达了立体像对间的几何位置关系。 

再介绍核线几何的另外一种推导方法。令 λ1x1代表左片光线上任意一物点，将其旋转至

右片坐标下，则有： 

 2 2 2 1 1 = = +x P R x T                             3.3 

式中 P2 是该物点在右片坐标系下的坐标。借助叉积的性质消去平移项： 

2 2 1 1[ ] [ ]  =T x T Rx                              3.4 

 左乘 x2，得到： 

T T

1 2 1 2 2 2([ ] ) [ ] 0  = =x T R x x T x                       3.5 

消去尺度 λ1 即得到式 3.2。这种推导方法称作“投影轨迹法”。因为我们是从左像片的

光线上任意选择一个物点出发，并将其投影至右像片。任意尺度 λ1 确定不同的虚拟世界点

（真实的物点自然也包括在内）。 

由图 3.1 看出，对于左片上任意一像点 x1，由射线 λ1x1 与基线确定的核面，相交于右片

的核线 l2，因此 l2 上的任意一点，都满足核线几何关系 3.2，而不仅仅是 x1 的真实同名点 x2。

因此，核线几何本质上是像点与对应核线之间的映射，反映点与线之间的几何关系，即

1 2→x l ，这种映射是一种奇变换（singular correlation），并恰好由本质矩阵 E 决定，即： 

2 1 2 2

2 1

0= =

 =

x Ex x l

l Ex
                             3.6 

同理可得，右片上任意一点所对应的左核线为： 

T

1 2=l E x                                 3.7 

本质矩阵由右片相对于左片的平移 T 与旋转 R 所决定，共有 6 个独立参数。事实上，

由于两张像片只能恢复相对位置关系，像对间的绝对距离未知，即本质矩阵的自由度是 5。

普遍的做法是设置 X 方向的平移量 tx永远为 1。剩下的 5 个独立参数{ty, tz, φ, ω, κ}称为相对

定向元素。传统摄影测量教材一般只介绍相对定向元素；不过本质矩阵无论在数学上的简洁

性，还是易于理解方面都更胜一筹。例如，基于相对定向元素的代数式难于记忆，并且，若

需要写出核线 li，就要从共面条件方程再次推导。而基于本质矩阵则简洁明了：像点的核线

就是本质矩阵与相机坐标的乘积。从数学形式上也是如此：二维矩阵比起离散的标量更方便

概括和书写。 

以上推导假定相机的内参数已知，但许多实际情形中并非如此。如果相机并未事先检校，

就要将 K 看作未知数，并推导出更普遍的核线几何方程。将 x = K-1x'代入 3.2 得到： 



 
 

1 1 1 1

2 2 1 1 2 2 1 1 2 1( ) 0− − − −= = =K x EK x x K EK x x Fx                3.8 

F 是 fundamental 的缩写，称作基础矩阵。两张任意的立体像片，甚至只是像片的一部

分，相对几何关系就由 F 决定。不过，基础矩阵这个名字的由来，也因为它的几何约束能

力，即核线约束，在图像匹配中扮演了一个基本的角色。 

和本质矩阵一样，我们也能轻松推导核线表达式： 

1 2

T

2 1

l

l

=


=

Fx

F x
                              3.9 

下面简单探讨本质矩阵或基础矩阵的求解。对于本质矩阵，通常有两种解法。第一种是

将 E={e1,…,e9}的 9 个元素都看成未知数，由于尺度（基线长度）不可知，可令 e9 = 1，然后

将 3.2 列成 1 个线性方程，并借助 8 对以上的同名点，由线性最小二乘或 SVD 解出 E。 

线性方程解法相当简便。但有时候我们需要确切知道右片相对于左片的旋转矩阵。从 E

中恢复偏移量 T 和旋转矩阵 R 是可行的，但数学上比较复杂，并存在解的多义性。第二种

方法就是采用非线性最小二乘。将 5 个相对定向元素{tx, ty, φ, ω, κ}看作参数，代入到 3.2，

利用 5 对以上同名点进行求解。两种方法各有优势，视具体情形而定。 

不过，对于基础矩阵 F，由于内方位元素也包含其内，内方位元素与相对定向元素无法

区分，就没有必要写成 5 + 3 的单变量组合。直接利用 8 对以上同名点，由线性方程组求解

3.8。这个解算过程同样可称作“直接线性变换”。注意这里的 DLT 是 2D 图像之间的变换；

而第二章中介绍的 DLT 是 2D 与 3D 之间的变换。 

由本质矩阵或基础矩阵所表达的核线几何，在摄影测量和计算机视觉中发挥着重要的作

用。第一个应用就是约束匹配。因为同名点必然位于同名核线上，只要获得了基础矩阵或本

质矩阵，就可以直接写出核线表达式，将二维的搜索区间约束到一维核线上。我们将在 5.3

节详细介绍。 

第二个重要应用是制作核线立体像对。核线立体像对是制作 DEM 的前期产品，同时也

更利于人工判读。这部分内容在 3.5.1 节中介绍。 

第三，它能够恢复场景的 3D 模型。可以在这个 3D 模型中量测角度、平行、距离比等

相对几何量；也能结合绝对定向（见 3.5.2 小节），完成图像的地理定位后，量测坐标、尺度、

方向等绝对几何量。 

 

3.2 线阵相机的核线 

线阵相机的核线与面阵的区别在于每个扫描行都有自身的投影中心。即便如此，三线共

面依然存在，投影轨迹法也依然适用，即式 3.2 依然成立。不过应当注意到，此时的右片的

外方位元素，是当前同名点的外方位元素，即三线共面或投影轨迹仅仅针对当前同名点有效。

将 3.2 式作一点修改： 

2 1 2 1([ ] ) 0j j j = =x T R x x E x                       3.10 

 下标 j 示意像点 x2 所在的扫描行。此时，我们无法直接将 3.10 写成 3.6 的直线方程形



 
 

式，核线由各扫描行外方位元素决定，而不再是直线。将核线表达为一系列独立的矩阵 Ej意

义不大；为得到更具几何意义的关系式，可选择从式 3.3 开始，根据投影轨迹： 

 
2 1 1

2

1
( )j j


= +x R x T                             3.11 

考虑到 x1 ≡ x2 ≡ 0，用 3.11 的第一行 X 方程除以第三行 Z 方程，得到： 
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 其中 Rj1、Rj3 分别表示矩阵 Rj的第一行和第三行。再用第二行的 y 方程除以第三行，最

终得到： 
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如果考虑左片的方位元素不再是[I | 0]，而是[Ri| Ti]，其中 i 代表像点 x1 所在的扫描行，

那么有： 
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                       3.14 

从 3.14 可见，线阵相机的核线不但不再是直线，本质上还是一系列离散点！结合到实

际情况（特别是在卫星平台上），外方位元素相当平滑，可将这个离散点集看作一条平滑曲

线；视不同的卫星图像，以及立体成像模式 （同轨立体或异轨立体），选择合适的多项式模

型。较常用的是 2~4 阶多项式，有时用直线拟合也能取得很好的精度。一个特例是采用简化

线阵轨道模型。省略式 2.12 中的二次项，并假定角元素不随时间变化，代入 3.13，将得到

一条形如 a1x2 + a2x2y2 + a3y2 + a4 = 0 的双曲线。对于航空平台，受气流影响较大，线阵列图

像自身相邻扫描行间都可能存在扭曲变形。此时密集取样，并分段拟合，往往是一个较好的

解决方法。 

倘若采用 RFM 作为成像模型，自然也可以推导基于 RFM 的核线模型。根据投影轨迹

法以及 RFM 参数，可得到左右像片的同名核线。一般地，在图像范围内也是一条非常接近

于直线的曲线段。考虑到严格成像核线模型的复杂性，基于 RFM 的核线模型得到了更广泛

的应用。 

最后请留意：有些文献认为共面条件与投影轨迹确定核线的原理不同。这并不恰当，两

种推导方法几何意义上完全等价，无论是线阵相机或者面阵相机。只是在线阵中，我们需要

注意，将当前（虚假或真实的）同名点的外方位元素取为其所在扫描行的方位元素。 

 

3.3 全景相机的核线 

曲面是球面的一部分。不失一般性，以全景球面成像为例，介绍曲面相机的核线。共面

条件依然存在于全景立体像对中。图 3.2 中虚线描述了基于理想成像模型的共面关系，即理

想球面中心点 S 和 S′、全景像点 u 和 u′、及物点 P 满足共面条件。设平移量为 T = [Tx Ty Tz]T，



 
 

R 为立体像对的相对旋转矩阵，光线 Su 为 x1 = [x1 y1 z1]T、光线 S′u′为 x2 = [x2 y2 z2]T，根据三

线共面的几何关系同理推得： 

2 1 2 1([ ] ) 0 = =x T R x x Ex                          3.15 

理想全景相机的本质矩阵与 3.2 完全相同，唯一的区别是像点坐标位于球面上。在平面

相机中，x1 = [x1 y1 f] T意味着 l 代表一维直线；而这里 x = [x y z] T多了一个可变的 Z 维度，

故 l 代表二维平面。将此平面方程写作： 

2 2 2 0 0ax by cz+ + + =
                         

 3.16 

其中系数 a、b、c、d 由本质矩阵确定：a = Tyz1 - Tzy1，b = Tzx1 - Txz1，c = Txy1-Tyx1，

d = 0。不过，考虑到像点必在球面上，全景核线事实上是由 3.16 截球面方程 2.37 得到的、

一条通过球心的大圆，故仍然称其为核线而非核面。 

多镜头组合相机的核线几何则要复杂许多。设 t1，t2 分别是全景球心 S、S′与独立镜头

C、C′的偏移量，事实上每个独立镜头 i 的偏移量各不相同，这里为书写方便省略 i 指标。

左像片光线上任一点可表达为：P1 = t1 + λ1(x1 - t1) = t1 + λ1x1′，在右片坐标系中的坐标为 RP1 

+ T；同样，右片同名光线上的任意一点为：P2 = t2 + λ2(x2 - t2) = t2 + λ2x2′。真实的基线 CC′

在右片坐标系为：Tc = t2 + λ3(-T + Rt1 - t2)。繁琐的基线形式使得利用三线共面推导非常复杂，

故宜借助投影轨迹法。可知存在 λ1、λ2使得 P1 = P2，即： 

t2 + λ2x2′ = RP1 + T = λ1Rx1′ + T + Rt1                  3.17 

在实际移动测量系统中，一般 T 在 m 级而 t1 在 cm 数量级，假定 T >> Rt1，进一步简

化， 

[T]×(t2 + λ2x2′) ≈ [T]×(λ1Rx1′ + T) = [T]×(λ1Rx1′)               3.18 

左乘 x2′，进一步整理得到： 

λ1x2′([T]×R)x1′ = x2′[T]×t2                         3.19 

式 3.18 即多镜头组合式全景相机的核线几何方程。由于偏移量 t2 的存在，本质矩阵 E 

= [T]×R 所对应的共面方程的等式右边将不再为 0，而是一个微小量 λx2′[T]×t2。由于该值与

像点坐标和各镜头自身的偏移量相关，特别是偏移量，导致（统一全景坐标系下的）核线将

在图像的拼接处发生断裂，且核线所在的平面也不通过球心。与图像拼接误差类似，核线断

裂同样是多拼全景相机的主要缺点之一。其应对方法是尽量减少镜头与全景球心的偏移量，

保证 3.18 右侧近似为 0。 

仿照普通相机本质矩阵与基础矩阵的关系，可将内参数（这里是像素坐标到球面坐标的

投影，即式 2.34 与 2.35）代入 3.16 并继续展开： 

 
2 2

sin( ) cos( ) arctan( ) 0p p pa x b x c y
w w h

  
+ − =            3.20 

式中，(xp, yp)为像素坐标，(w, h)为图像的宽和高，系数 a、b、c 同 3.16。可见这是一条

由三角函数所决定的曲线。 

 



 
 

 

图 3.2 理想全景图像的共面条件（虚线）与严格全景图像的共面条件（实线） 

 

3.4 三视几何 

3.4.1 基于线的三视几何 

相对于那些拥有复眼的动物，人眼可算相当低配。海洋中的虾蛄，除了可见光，还能看

到红外线、紫外线和偏振光；更为神奇的是，它具有三目视觉的能力。相对于双目视觉，三

目视觉的定位更加准确稳定。我们知道，双目几何要求同名光线位于同一核面上；但是，双

目几何只是点到线的映射。除了那个正确的同名点，核线上的所有非同名也都满足核线几何。

但三视几何却要求三条同名光线必然交于同一点，因此是唯一的。 

对于双目视觉或双像解析，其基本的代数元素是矩阵（基础矩阵或本质矩阵），而对于

三目视觉，由于矩阵无法表达具有 3 个分量的实体，新角色“三焦点张量”闪亮登场。正如

基础矩阵所扮演的角色，三焦点张量由三张像片的内外方位元素决定，并反过来确定三者的

相对几何关系。三焦点张量与基础矩阵同时也有明显区别：双目视觉是点到线的映射，而三

目视觉是线到线的映射。我们从线的成像出发，理解三视几何关系。 

 

图 3.3 基于同名线的三视几何（引自[10]） 

如图 3.3，空间的一条直线 L 分别投影至三张像片，得到 l1、l2、l3，这三条直线称作同

名直线。简便起见，省略内参数，设三个摄站的相机矩阵分别为：P1 = [I | 0]、P2 = [R2 | t2]、

P3 = [R3 | t3]，那么每个相机中心与对应的像片上的直线各自形成平面： 
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由于三面共线，故 π1、π2、π3 三者相关，即存在实数 α、β，使得： 

 1 2 3+  =                               3.22 

根据矩阵最后一行，有 0 = αt2l2 + βt3l3；改写为 α = kt3l3，β = -kt2l2，其中 k 为未知的尺

度。代入前两行，并忽略 k，得到： 

T T T T T T T T T T

1 2 2 3 3 3 3 2 2 2 2 3 3 3 3 2 2 2 2 3 3( ) ( ) ( ) ( ) = + = − = −l R l R l t l R l t l R l l t R l l t R l       3.23 

直线 l1的每个分量即： 

2 3 2 3

T T T T T T

3 3 2 2 2 3 2 3 3 2 2 3( ) ( ) ( ) ( )
i i i iil R R R R= − = −l t l l t l l t l l t l               3.24 

其中 Rji 表示 j 张图像旋转矩阵的第 i 行。引入新的记号： 

 
T T

2 3 2 3Ti i iR R= −t t                              3.25 

这里 Ti 是一个 3×3 的矩阵。则每个线元素分量可简洁地写作： 

T

2 3Ti il = l l                                 3.26 

若将记号 Ti 的三个分量记作{T1, T 2, T 3}，那么， 

T

1 2 1 2 3 3[T ,T ,T ]=l l l                             3.27 

参数 Ti 完全表达了三视几何中同名线之间的几何关系。注意这里{T1, T2, T3}并不是 3×9

的平面矩阵，而是 3×3×3 的立体。故这种{Ti}表达方式并不确切，数学上的严格表达是 3 阶

张量。 

3.4.2 三焦点张量* 

张量是一类多线性映射，在材料力学中很常见，但在摄影测量中很少涉及。本书引入张

量，一方面，如同本质矩阵对应立体几何，三焦点张量完美对应三视几何的数学模型；反观

传统摄影测量学中，将三像解析称作“带模型连接的相对定向”或者直接采用“光束法平差”，

注意这两个术语分属于“动作流程和解法”，并没有表达几何本质。另一方面，三线阵相机

目前在航空航天摄影测量中得到了广泛应用，如何描述这种三视相机的内在几何，普及有关

张量的知识，在实际应用中也显得必要了。 

标量是 0 维，矢量是 1 维，矩阵是 2 维，那么张量就是 3 维或更高维度的推广。一个魔

方可以看作 3×3×3 的单元立方体。为表达立方体内的 27 个元素，具有 2 个指标的矩阵 M = 

{mij}显然不够用。最直接的方法就是加入一个指标指向第三个方向：T = { Tijk }，并称作为

三维张量。指标在上与在下是有区别的。假定一个三维坐标系的原始基向量为 ei (i = 1, 2, 3)，

通过变换矩阵 H 得到了一组新的基向量 ei′。容易验证，同名点坐标的变换公式为：x2 = H-1 

x1；而同名线的变换公式为：l2 = Hl1。按 H 变换的指标称作为“协变”并写作下标，按 H-1

变换的指标称为“逆变”并写作上标。三焦点张量是一个混合协变与逆变的张量
jk

it ，它在



 
 

三视几何中具有明确的意义。 

为了符号简洁，重新设第二、三相机矩阵分别是 P1=[
i

ja ]、P2=[
i

jb ]，逆变指标 i = 1, 2, 

3 代表矩阵的行，协变指标 j = 1, 2, 3, 4 代表列。第一台相机仍然是 P0=[I|0]。同时，点和线

（分别对应逆变和协变）都用齐次坐标表示为 x = (x1, x2, x3)、l = (l1, l2, l3)。根据式 3.25，三

焦点张量等于 

4 4

jk j k j k

i i it a b a b= −                            3.28 

根据三焦点张量改写 3.26，,二、三张像片的同名线对应第一张像片的同名线： 

T T T

1 2 3 2 3 2 3

, ,

jk jk jk

i j k i j i k j i k

j k j k

l l l t l t l l t l= = =                   3.29 

这里 lij 表示第 i 张像片上的第 j 个线分量，i = 1, 2, 3，j = 1, 2, 3。注意张量的写法，根

据爱因斯坦约定，省略指标 j、k 的求和符号，但实际计算时不能遗漏。从 3.28 看出，三张

像片间的几何关系完全由相机矩阵决定，这与双目视觉完全一致。 

事实上，除了同名线之间的对应，我们可能更加关心点之间的同名映射。双目视觉仅

是点到线的映射，三目视觉也可以是点+点到点的关系，即一对同名点映射到第三个同名

点上。和同名线间的几何关系推导类似，借助点、线、面之间的几何关系，可得到： 

 1 2 3[ ] [ ] 0i jk

ix t  =x x                             3.30 

式 3.30 中省去了对指标 j、k 的求和符号。若仍然采用 Ti记号的矩阵形式，可得： 

2 1 3[ ] ( T )[ ] 0i

i

i

x  =x x                           3.31 

由此可见，无论是点之间的对应，还是线之间的对应，三目视觉的基本几何关系由三焦

点张量决定。只要按照式 3.28 得到该张量，那么就可直接计算（第三个）同名点或同名线。

在摄影测量中有个专门词汇叫做转点（point transfer），就是把特征点转刺到相邻像片上。当

方位参数已知时，根据 3.30 进行转点就非常方便了。自 2012 年开始，中国相继发射了资源

三号、高分系列等具有三线阵光学成像能力的高分辨率资源卫星。事先经过严格检校的三线

阵相机，其相机矩阵 P0 、P1 、P2 精确已知，可立即获得三焦点张量；为后继的图像匹配、

立体像对生成、三维重建提供了较好的初始条件。 

对于任意拍摄的三张立体像对，无法直接获得三焦点张量；但可由一定数量的同名线或

同名点，根据 3.29 或 3.30 进行解算。
jk

it 中含有 27 个元素，如果都看作独立参数（除了一个

全局尺度），需列出 26 个以上的线性方程组，直接线性求解。事实上，27 个元素中，只有

12 个是独立的（后两张像片的方位元素），故也可以列出关于这 12 个参数的非线性方程组，

进行最小二乘迭代解算。在同名点、线的数量足够的前提下，线性解值得推荐。 

张量计算已经是一件普及的数学工具，现代的计算机工程环境都包含张量计算。C++等

程序语言支持 m×n×k 等多维数据的定义，Matlab 等数学软件也支持直接的张量运算。 

 

3.5 核线几何的一些补充 



 
 

3.5.1 核线立体像对 

核线立体像对是测绘中重要的中间产品，它指在基线方向上水平拍摄得到的两张像片。

将存在旋转和平移的原始像片纠正为这样一对“理想”像片，可保证左右核线一一对应，上

下视差为 0。因此核线立体像对可用于人工判读（眼基线是水平的），以及一维影像匹配、生

成视差图等。 

 

图 3.4 核线立体像对（引自[17]） 

如图 3.4，立体像对的原始像平面为 π1 和 π2，要投影到统一的像平面 π′上，该平面与基

线 OO′平行，并保证任意物点 P 的同名核线 l1与 l2位于 π′的同一行，即消除上下视差。要确

定投影平面（即纠正平面），需要 2 个参数。一个是 π′与基线 OO′的距离，该参数反映纠正

图像与原始图像之间的尺度比。调整该参数的大小，将改变纠正立体像对的分辨率。通常，

为了和原始图像尽可能一致，该距离可以取相机的焦距。第二个参数是 π′的法向量（与基线

OO′垂直）在空间的角度。该参数反映你需要一幅“正视角”还是“俯仰视角”的纠正图。

通常的选择是正视，即选择左片的主光轴、或左右主光轴的均值为法向量方向。 

确定了纠正平面 π′，就可根据基础矩阵或相对定向元素，将原始图像逐行投影、采样到

新的图像上。此时，同名点 p1 和 p2 被投影至 p1'和 p2'。设它们的坐标分别是(x1, y1)与(x2, y2)，

则该同名点的左右视差为 d = x2 - x1。设基线长度为 B，那么物点 P 在纠正像片上的深度为：

Z = -B/d。特别地，在纠正像片的左片坐标系下，P 点的三维坐标为： 

XP = -(B/d)x1                              3.32 

其中 x1 = (x1, y1, 1)是左片的齐次坐标。显然，若获得视差图 d，3.32 就是针对核线立体

像对的三维重建方法。 

以上制作核线立体像对的流程同样适用于鱼眼相机和全景相机。但要注意：生成核线立

体像对的方法并不唯一。例如：投影面与基线平行并非必要条件。可设计恰当的投影面，保

证重采样后，纠正像片的每行一一对应即可（见习题 2）。 

 

3.5.2 立体模型的绝对定向 

核线几何只能恢复像片间的相对位置关系。从相对的立体模型到绝对地理参考的转换，



 
 

是测绘中的一项重要工作。这个转换可借助具有地理参考的地面控制点（ground control points, 

GCP）完成。但首先，我们需要建立一个数学模型，表达 GCP 的立体模型坐标与绝对坐标

之间的一一对应关系。确定这一关系的过程叫做绝对定向（absolute orientation），而我们所

用到的数学模型通常是三维相似变换（3D similarity transformation）。 

像点的立体模型坐标，或简称模型坐标，是通过相对定向元素，进行三角测量所获得的、

针对该立体模型的 3D 坐标。在上一小节，我们介绍了如何在核线立体像对上，由左右视差

d 直接计算物点 P 的模型坐标。而在普通立体像对上的 3D 模型坐标计算，即三角测量中的

前方交会，详见 3.5.3 小节。 

三维相似变换指欧式空间的旋转、平移和缩放，共计 7 个参数。许多年来，传统摄影测

量教材不经证明地宣称模型坐标与地面坐标之间一定能由三维相似变换表达。这是一个经验

性的错误。事实上，三维相似变换并不一定是正确的绝对定向模型，要分成两类情况讨论。

第一种情形是相机已经经过检校，即 K 矩阵已知。将三维相似变换写作： 

 
T0

S


 
=  
 

R t
H                                 3.33 

其中 R、t、λ 分别表示旋转、平移和缩放。设模型点 X 被投影至左右像片得到 x1 和 x2，

相机矩阵分别为 P1，P2，且 P1 = K1[R1|T1]，将模型点 X 进行一次三维相似变换，即 HSX，

同样对相机矩阵作相同的变换，即 P1HS
-1（注意协变和逆变的区别）。显然，x1 = P1X = (P1HS

-

1)( HSX)。这表明三维相似变换后依然满足核线几何。继续将 P1HS
-1 展开得到： 

 
1 1 1

1 1 1 1 1 1 1[ | ] [ | ]S S

− − − = =P H K R T H K R R T                     3.34 

式 3.34 表明，对相机矩阵作一次三维相似变换不会影响到内方位元素。在 K 已知的条

件下，三维相似变换就是立体模型坐标到绝对地理坐标之间的变换模型。 

第二种情形是关于未检校的相机。如果对于内方位元素一无所知，那么我们无法将 K 从

相机矩阵中区分开，此时物点的真实坐标与模型坐标之间的差距是一个 15 参数的透视变换

H4×4。也就是说，对于未检校相机拍摄的立体像对，即使在做完相对定向之后，绝对定向的

过程依然需要最普通的 3D 透视变换模型。另外一种理解方式是：一对真实的平行线，在未

检校的立体像对上不再平行。此时无论是仿射变换或相似变换都无法纠正这种变形，只有最

普通的透视变换上场才行。 

求解 15 参数的 H 矩阵或 7 参数 HS 矩阵的过程依然是根据控制点观测值列出误差方程

组并采用最小二乘求解，这里不再敷述。 

3.5.3 前方交会和立体重建 

摄影测量的重要任务是恢复整个三维场景或场景中感兴趣的点、线、面的地理坐标。通

过相机矩阵计算物体三维坐标的过程，称作前方交会。这和大地测量完全一致，只不过是控

制点和方向角的功能由相机矩阵取代。设左右像片的像点坐标为 x1、x2，3D 坐标为 X，相机

矩阵为 P1，P2，则， 

 1 1 1 2 2 2 = =X P x P x   



 
 

式中含有两个未知比例尺因子，但可以列出 3 个线性方程；直接用线性最小二乘或 SVD

求解即可。前方交会虽然简单，但这些交会出来的 3D 点，由于相机矩阵的差异，对应不一

样的立体重建层次[10]。 

a. 透视立体重建。将相机矩阵展开写成 P = K[R|T]。若 R、T 是由立体像对的相对定

向所得，并且 K 未知，那么，根据前方交会所恢复的立体场景，就是透视变换下的

立体模型。也就是说，与绝对地理参考下的场景差到一个完整的透视变换。 

b. 相似立体重建。如果相机内参矩阵 K 已知，重建的立体场景就是三维相似变换下的

立体重建，与绝对坐标下的场景差一个相似变换。 

c. 绝对立体重建。如果 R、T 是真实的外方位元素，K 已知，那么该立体场景就是地

理参考下的三维重建，和实物完全相当。 

在大多数摄影测量作业中，恢复真实的相机矩阵，并获得参考坐标系下的立体模型往往

是主流，特别是在制图中。不过，三维相似变换下的重建，也有非常重要的应用。由于它与

实物只差到 1 个相似变换，通过人眼，可以重现直接的、非失真的场景构造。此外，也能在

立体模型上量测我们所关心的几何参数，如线、面之间的平行与垂直、相对距离、相对尺度

等等。 

 

  



 
 

【课后习题】 

1. 我们知道：同一相机拍摄的立体像对可以用基础矩阵 F 表达其几何关系。现假定：用一

台平面相机、一台鱼眼相机对同一物体拍摄了一个立体像对。它们是否依然满足 F 矩阵的关

系？如果不满足，请推导它们的相对几何关系。 

2. 大部分商业线阵卫星图像的核线能达到 1 个像素以内的精度。向你的任课教师或指导教

师要一个卫星立体像对（如 IKONOS 或 ZY-3）和对应 RFM 参数，也可从网络下载开源数

据。结合投影轨迹法、RFM，并设计一个良好的投影平面（如平行于地面），生成核线立体

像对；并通过量测一系列同名点，分析核线精度。 

3. 立体模型的绝对定向包含几个层次？其对应的几何模型分别是什么？ 

 

  



 
 

4 运动成像平台的定位方法 

在摄影测量教材中，关于多像解析的章节，通常命名为“光束法区域网平差（bundle block 

adjustment）”或“空中三角测量（aerial triangulation）”。在计算机视觉教材中，通常命名为

“从运动恢复结构（Structure from Motion, SfM）”。而在机器人学中，有一个称作“同时定

位与地图构建（Simultaneous Localization and Mapping, SLAM）”的名词与此对应。三者意义

虽有区别，但大致相通。事实上，从三张像片向后，我们仍可将它们之间的几何关系用“四

焦点张量”、“n 焦点张量”表示，但这种方法不再具有很强的应用意义——张量的形式过于

复杂（甚至三焦点张量也可用方程组代替）。因此，通常将这个严格的几何关系用文字表达

为更直接的目标：如何同时得到多张像片的方位元素以及像点观测值的模型坐标。在航空摄

影测量时代，实现这样一个目标的过程，叫做“空中三角测量”；相应的解算方法，就是“光

束法区域网平差”。科技发展，日新月异。现在，我们处理的序列图像来自各式各样的平台

和移动测量系统，服务的目标也不再局限于测绘地形图；所对应的算法自然也不再局限于光

束法平差这样一种静态方法。本章将从一个更大的格局上来审视多像解析：我们从运动的成

像平台（静态只是运动的特例）出发，为多像解析建立新的、更宏观的数学模型，即贝叶斯

框架下的动态最优问题。然后，针对这样一个普适的模型，引出三种经典解法，分别是：光

束法平差、卡尔曼滤波和粒子滤波。这三者是现代摄影测量、机器人学、导航与控制等学科

在定位定姿、自主导航方向的经典方法。 

4.1 贝叶斯框架下的通用定位模型 

4.1.1 光束法平差的缺点 

最小二乘估计模型最优参数直观、简洁、有效，解决了测量中的大量实际问题，作为主

流算法从 19 世纪初高斯等数学家的发明和完善开始沿用至今。在上世纪下半叶，基于非线

性最小二乘的光束法平差甚至是解析摄影测量时代最具代表性的名词。光束法平差指将式

1.60 中的抽象函数 F(x)具体替换为共线条件方程的最小二乘平差方法。光束法平差主要缺点

是，需要苛刻的初始条件和控制条件、并对粗差敏感，这限制了它的应用能力和范围。因此，

在以前的航空摄影测量规范中，往往通过制定严厉的限制条件，包括像片旋角、控制点布设，

使得后继平差解算得以正确执行。 

传统的摄影测量一般将研究目标（摄影平台或拍摄的图像）当作静态处理。例如，在光

束法平差中，平差单元 fi(x)是相互独立的光线束，平台间的相对运动和时间次序通常忽略。

事实上，相对于静态，运动是更加普遍和实际的概念，它反映了拍摄序列中帧与帧之间的几

何联系。例如，采用 IMU 测量了 t 和 t + 1 时刻运动平台的姿态，由于陀螺存在累积漂移，

其绝对角度可能不精确，但是，相邻时刻间角度的差异则非常稳定，这个差值代表角度的运

动。如果将此类表达运动的几何条件代入到光束法平差方程里面去，我们称作为“带约束条

件的平差”。而在卡尔曼滤波和粒子滤波中，运动方程则是不可或缺的主角。 

基于以上理由，我们从更宏观的数学框架，即贝叶斯理论出发，重新构建多像定位模型。

贝叶斯理论是有关概率和不确定性的完善的体系，它采用更精确的语言：概率密度分布（不



 
 

仅仅是高斯分布）来描述不确定的观测或信息；可建立一个更完善、更普适的动态多像解析

模型。该模型既涵盖平差，并引导出相近的研究分支，即滤波。通过平差与滤波之间的区别

与联系，将有助于消除和弥补两者自身固有的缺陷。 

4.1.2 通用定位模型 

在时间序列下的贝叶斯最优估计中，我们将运动平台所获得的信息划分为两类：一类是

传感器对物体的观测，通常就是物点在像点上的光学构像，满足共线条件方程，如果是激光

测距，需满足距离方程；这些观测值统一用 S 表示。另一类，是有关平台或传感器运动的数

据（通常称为 odometry），如里程计、IMU 记录的加速度和速度，表现为位置和姿态的增量，

满足运动方程，用 G 表示。而解空间是所有时刻相机的位置和姿态 L（即[R|T]，像点的世界

坐标可由 L 导出）。为描述方便，设定上标 t 表达 1:t 所有时刻；而下标 t 表达当前时刻，那

么全局定位问题即在这两类约束条件下，使得下列条件概率达到最大： 

 ( | , )t t tp L S G                                 4.1 

当然，在很多具体应用中，如自动驾驶汽车、导游机器人、家用机器人助手，只关心当

前时刻平台的状态，这时可仅考虑当前状态最优： 

( | , )t t

tp L S G                               4.2 

在摄影测量中通常考虑 4.1 的最优解。式 4.1 虽然具有最普遍的意义，但没有闭合解，

因此我们需要引入更多的假设条件。第一个假设是观测值独立，即所有的像点、加速度、角

速度等观测，个体上相互不相关。第二，假定平台的运动轨迹符合一阶马尔科夫链，即当前

平台的状态仅由上一时刻的状态决定。这两个假设事实上非常宽松（传统光束法平差需要更

苛刻的前提假设）。根据贝叶斯准则，对式 4.1 进一步展开： 

( ) ( )1 1| , , | ,t t t t t t

tp S L G S p L S G − −
                       4.3 

在式 4.3 中，η 等于
1 1( | , )t t

tp S S G− −
，为归一化常量（即不包含变量 Lt）。在第一个后验

概率中，由于观测值 St与 St-1 相互独立，故条件 St-1 可省略；且根据马尔科夫特性，在 Lt已

知的前提下，当前时刻的观测 St 独立于之前的状态 Lt-1，因此 4.3 可进一步简化为： 

 
1( | , ) ( | , )t t t t

t tp S L G p L S G −
                         4.4 

式 4.4 中的第二个后验概率同样由贝叶斯准则因式化，得到： 

      ( ) 1 1 1 1| , ( | , , ) ( | , )t t t t t t t

t t tp S L G p L L S G p L S G − − − −
               4.5 

在第二个后验概率中，Lt只与 Lt-1相关而与之前的状态无关；在第三个后验概率中，由

于当前的几何约束 Gt无法影响 Lt-1；式 4.5 进一步简化为： 

 ( ) 1 1 1 1

1| , ( | , , ) ( | , )t t t t t t

t t t tp S L G p L L S G p L S G − − − −

−               4.6 

注意到 4.6 的最后一个后验概率的形式事实上就是 t-1 时刻的全局解，因此可以进一步

写作递归的形式：  



 
 

( ) ( )1

1| , | , ,t t t

t t t t

t

p S L G p L L S G −

−                      4.7 

在观测值独立与运动平台符合一阶马尔科夫随机场的假设条件下，式 4.7 是序列图像全

局定位通用的、严格的统计模型，且并不要求观测值符合高斯分布。我们将 ( )| , t

t tp S L G 称

作传感器模型（sensor model），如果采用光学相机，那么就对应共线条件方程。由于 Lt 已知

时，运动约束可以忽略，则传感器模型简化为 ( )|t tp S L 。将 ( )1

1| , ,t t

t tp L L S G−

− 称作运动模型

（motion model），一般地，Lt-1 到 Lt由 t 时刻陀螺仪测定的加速度进行一次和二次积分获得，

故只需要知道 Gt 就够了，传感器观测值 St-1 也不起作用，因此运动模型可以进一步简化成

( )1| , tt tp L L G−
。故式 4.7 可写成更加简洁的形式： 

            ( ) ( )1| | , tt t t t

t

p S L p L L G −                         4.8 

这就是在两类宽假设条件下的，针对运动平台的贝叶斯最优估计模型。下一步工作是如

何求得一组最优参数 Lt，使得式 4.8 的概率最大。通常，三类经典解法，最小二乘平差、卡

尔曼滤波和粒子滤波，都可由 4.8 推导而得。关于从贝叶斯准则导出通用定位模型，可进一

步参考文献[18~20]。 

 

4.2 光束法区域网平差 

4.2.1 基本方法 

光束法区域网平差一直是摄影测量中多像解析的主流解法。它的数学基础就是最小二乘

法，它的几何模型就是共线条件方程（式 1.38~1.40），它的一般前提是已经量测了多张像片

上的同名像点（称为连接点）。具体地，式 1.38 表达通过像点、物点、相机中心的一根光束；

如果我们将式 1.60 中的 F(x)具体化为式 1.38，就成为“光束法区域网平差”或简称“光束

法平差”。它保证在 L2 上，其解（即像片内外方位元素和连接点物点坐标）使得所有像片

上的所有同名光线，对对交会于物点，如图 4.1。 

 

图 4.1 地面点 A、B 所发出的同名光线严格相交 

图 4.1 是一种直观的解释。现在我们从通用模型 4.8 出发推导最小二乘解。为了最小二

乘平差能够奏效，我们必须加入第三个假设：观测值符合已知的高斯分布。因为最小二乘自



 
 

身并没有抗差能力。对于一个光学相机，时刻 t 的任意第 i 个观测值的概率应该满足如下高

斯分布： 

 ( ) ( )( ) ( )( )
T

11
| ~ exp

2

i i i i i

t t t t t t tp S L S g L R S g L− 
− − − 
 

               4.9 

其中，exp 是指数符号， ( )i

tg L 这里代表第 i 个像点的共线条件方程的计算值，即当前

模型参数计算获得的期望；
i

tS 代表像点坐标观测值，Rt是对应的方差。同理我们可以指定运

动方程和方差：u(Lt-1, Gt) 和 Dt。对式 4.8 取自然对数的负数，得到： 
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−

−

−
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             4.10 

注意到平方项，这显然就是 L2 下的最优化问题。第二子项是相对运动模型。4.10 称为

带相对约束的光束法平差（relative bundle adjustment）。注意到光束法平差是一种全局性策

略，和时间 t 无关，故可以省略 t 指标。令像点坐标观测值残差 ( )i

i

i

t tS Lv g−= ，V = [v1, 

v2,…,vn]，权值 P = R-1，令运动方程残差 ( )1,i t t tc L u L G−= − ，C = [c1, c2,…,cn]，权值 Pc =D-1，

可将 4.10 写成经典的平差形式： 

 
T Tmin( )cV PV C PC+                            4.11 

常数项对解算不起作用，故省略。如果忽略 4.11 中的第二子项，就完全退化成光束法

区域网平差。以上证明了：只要在通用的运动平台定位模型 4.8 上加入“观测值符合高斯分

布”的限制条件，就能得到最小二乘解。 

为叙述方便，这里仍采用 1.32 节的公式书写方式，介绍光束法平差的过程和细节；用

一句话概括，光束法平差就是“稀疏带状矩阵的优化求解”。在光束法平差中，每根光束构

成了基本平差单元 fi(y)。假定有 p 个相机、q 个像点，变量 y 含有两类参数，分别是 p 个相

机的方位元素与 q 个点的世界坐标，记作 x = [x1, . . . , xp, m1, . . . , mq]，设 xi 的维度是 c，通

常是 6（或 9），即相机的 6 个外方位元素（或加上 3 个内方位元素）；mi 的维度 s = 3。由于

相机与像点一一对应的特性，将式 1.66 中的 Hessian 矩阵进一步简化： 

 T
( )

B E
H x

E C

 
=  
 

                             4.12 

其中，B 是块状对角矩阵，对角线上共有 p 块，每块大小为 c×c，其余元素为 0（因为

一根光线上不可能同时出现 2 台相机）；C 也是块状对角矩阵，共 q 块，每块大小 s×s，其余

元素为 0（因为一根光线上不可能同时出现 2 个像点）。E 记录两类参数的相关性，若 j 像点

在 i 相机上，那么 Eij（大小为 c×s）才有非零值，否则全为 0。在图 4.2 中，共有 5 张像片，

5 个像点。像片之间、像点与像片之间的关联皆由实线连接，其对应的 Hessian 矩阵的结构

显示在右侧，B 矩阵的大小为 5c × 5c，C 矩阵大小为 5s × 5s。例如：m4不出现在 x5 表示的

像片上，故对应的方框为空（白色）；m3只出现在 x3 上，故只有对应的方框有非零元素（灰



 
 

色）；x1 与 x5 都有 m5 的像，因此对应的框非空。 

 

图 4.2 Hessian 矩阵的结构 

将法方程重新改写为： 

 
T

B E x v

E C m w

     
=     

     
                          4.13 

其中常数项-g = [v w]。运用高斯消元法消去未知数 Δm，得到： 

 
1 T 1[ ]B EC E x v EC w− −−  = −                       4.14 

消去 Δm 的原因有二，其一是像点的数量一般远远大于像片的数量，我们乐于消去未知

数多的项；其二是对 C 求逆更快，即 3×3 矩阵求逆要比 6×6（或 9×9）矩阵求逆快得多。这

种消去一类未知数的方法在摄影测量中叫做法方程的改化，在计算机视觉中叫做 Schur 

Complement。根据简单的矩阵分块和高斯消元，将(pc + qs) ×(pc + qs)的线性方程组，消减到

只剩 pc×pc，节省了一大笔内存和时间的开销。根据 4.14 解出 Δx 后，再回代 4.13 解出 Δm。 

x1 x2
x3

x4x5

x1 x2 x3 x4 x5

x1

x2

x3

x4

x5

 

图 4.3 改化方程系数矩阵的结构 

改化法方程 4.14 的系数阵结构如图 4.3 所示。与 Hessian 矩阵相比，像片间的原有关联

关系保持不变；且，若某个物点同时出现在两张（或更多）的像片上，则也为这两张（或更

多）像片建立了关联，其对应的块不再为 0，如 x1 与 x5 都有 m5 的像，因此对应的框非空。 

既然 3D 点建立了像片之间的联系，一种常用的 Hessian 矩阵的填充方法就以 3D 点为

基本单位。现在以 c = 6、s = 3 为例，来填充改化法方程的结构。 

算法 4.1 改化法方程系数阵的填充流程 

______________________________________________________________________ 

1. 开辟 n×n 块内存空间，每块大小 6×6，即 6n×6n，n 代表像片数。置 0。 



 
 

2. 对于任一 3D 点，设它所对应的像片集合为 D，且 iD，并置临时变量 c = 0。对于 i 像片

上的光束 fi(y)： 

2.1 计算偏导数 Jij(x) = ∂jfi(x)，Jik(m) = ∂kfi(m)。并令 Ji(x) =[ Ji1(x), . . . , Ji6(x)]，这是一个

2×6 的矩阵，Ji(m) =[ Ji1(m), . . . , Ji3(m)]，这是一个 2×3 的矩阵； 

2.2 自法化。计算 b = Ji(x)TPJi(x)，c += Ji(m)TPJi(m)，ei = Ji(x)TPJi(m)，将 b 这个 6×6 的

矩阵，填充至对角线的第 i 块（“填充”指：逐元素在原有数值上累加），其中 P 为

2×2 的权矩阵，一般为单位阵；“+=”这里表示累加至 c。 

3. 对于任意像片 i，jD：  

3.1 互法化。计算- ei c-1ej
T，这也是一个 6×6 的矩阵，将其填充至第（i, j）块。注意包

含 i = j 的情形。 

4. 按 2、3 步骤处理完所有 3D 点。 

_______________________________________________________________________ 

以上填充流程叫做“逐点法化”。至于常数项请读者自行推导和填充。 

一般地，若像片的数量只有数百张或更少，我们按算法 4.1 填充改化 Hessian 矩阵后，

可以直接来解 4.14。在航空摄影中，如果测区范围覆盖数千影像，可以采取分块作业的方式，

将测区划分为更小的块。但随着传感器技术的进步和摄影测量自身发展的需要，往往需要处

理容量更大的像片，比如，地面移动测量系统可能一次拍摄数十万张像片，利用 Internet 上

的图片对某个著名景点进行光束法平差的规模可能达到百万之巨。解算式 4.14 需要更好的

手段。其中最常用的数学工具是稀疏矩阵。 

改化法方程的系数阵 S = B - EC-1ET通常是一个非常稀疏的矩阵。如前所述，如果 j 像

点不在 i 像片上，那么对应的非对角线元素为 0；而对于某张像片，它所能看到的范围是非

常有限的。例如，某测区共有 1000 张像片，每个 3D 点最多出现在 6 张像片上，那么稀疏

率将高于 99%。直接对 6000×6000 的矩阵求逆目前暂不现实，但通过稀疏矩阵技术，我们只

需要对非 0 值赋予一个检索表，用 1%的空间来存储它们。然后再通过 Cholesky 分解等成

熟的技术求解稀疏线性方程组。Matlab 等主流数学工具都支持稀疏矩阵运算，且执行上述指

令的时间甚至不到秒级。 

最后，如果我们锲而不舍、刨根问底，就会发现系数阵 S 可能不是稀疏的！比如，上述

的 1000 张像片，都是对同一物体（如埃菲尔铁塔）摄影，那么 S 的稀疏性就大大下降了。

对于一个稠密矩阵进行稀疏化不会带来多大的收益；我们需要更有技巧的算法，如共轭梯度

法（Conjugate Gradients method, CG）[21]。要理解 CG 算法，同时要了解牛顿法和最速下降

法。这些纯数学上的成熟方法（包括上述的 Cholesky 分解），请参阅“大型线性方程组求解”

的相关数学著作中的专业性介绍。 

这就是基本的光束法平差流程，即含两类（可分离的）参数的方程组的最小二乘求解。

注意它是时间无关、全局最优的。与卡尔曼滤波和粒子滤波相比，它往往具有更好的精度，

不过，它也需要最苛刻的初始条件和控制条件。 

4.2.2 光束法平差的初值 

非线性最小二乘平差需要较好的初值。对于光束法平差而言，它的初值包括：像片的外



 
 

方位元素和像点的三维坐标。获取初值的方法包括以下几个步骤。 

（1）构建条带自由网。回顾第二章，立体像对之间满足核线几何，核线几何关系可以

通过图像匹配获得（详见第 5 章）。若已知本质矩阵或相对定向元素{ty, tz, φ, ω, κ}，就可获

得第二张像片相对于第一张像片的位置和姿态。同理，根据第二张像片与第三张像片间的核

线几何，得到三片相对于二片的位置和姿态，依次类推。固定第一张像片，写成递归的形式

就是： 

0 0

1, 1 1 1, 1,

[ | ] [ | ]

[ | ] [ | ( )]i i i i i i i i i i− − − − −

=

= +

R T E 0

R T R R T R T
                 4.15 

其中[Ri-1,i | Ti-1,i]表示 i-1 像片与 i 像片之间的相对方位元素，设定 T0,1的 x 分量，即 tx ≡ 

1；而[Ri | Ti]为全局外方位元素（相对于第一张像片）。从第三片开始，tx不再为 1，它反映

了立体模型间尺度的变化。这个过程，也称作“连续相对定向”。最后，利用前方交会（见

3.5.3 小节），由全局的方位元素[Ri | Ti]得到像点的模型坐标。 

需要留意的是，在连续相对定向的过程中，除了同名点，一般是没有外部约束的。故，

根据误差传播规律，同名点的误差将传递给像片的方位元素，然后这个方位元素，连同新的

观测值的误差，将不断地放大并传递给下一摄站。一般地，用误差椭圆来形象表达不确定性。

在图 4.4 中，实心的椭圆表达方位元素的不确定性，空心的椭圆代表像点模型坐标的不确定

性。 

 

图 4.4 连续相对定向中不断增大的误差椭圆 

 



 
 

 

图 4.5 两条航带示例。航带内重叠约 70%，航带间重叠 30%。 

（2-1）构建区域网（如有必要）。若是规则的区域网，即成像区域由多个条带组成，两

个条带间存在足够的重叠（一般为 30~60%），如图 4.5 所示。可根据条带间的同名点的模型

坐标，并用三维相似变换（式 1.28）建立条带间的几何关系。三维相似变换共需 7 个参数，

用 3 对以上的模型坐标即可根据最小二乘平差解算。和构建单条带网类似，以第一个条带的

像片外方位元素和模型坐标为基准，其他航带都转换到第一条带的坐标系去。即： 

1, 1, 1, 1

1, 1 1 1, 1,

[ | ]

[ | ] [ | ( )]

i i i i i i i i

i i i i i i i i i i

 − − − −

− − − − −

=

= +

X R T X

R T R R T R T
                  4.16 

 这里 λi-1,i 和[Ri-1,i | Ti-1,i]表示 i-1 条带与 i 条带之间的三维相似变换参数。[Ri | Ti]为全局

外方位元素（相对于第一条航带），Xi 为全局模型坐标。注意第 i 条带所有像片的外方位元

素和模型坐标都需要根据式 4.16 转换。 

（2-2）构建不规则区域网（如有必要）。如果是非规则的区域网，我们需要采取不同的

策略。图 4.4 是一条车载移动测图平台在城区街道的拍摄路线。若我们不考虑时而发生的闭

合（loop closure），那么根据误差传播规律，外方位元素和模型坐标误差将不断扩大，数千

张图像的累积误差甚至会使“初值”失去意义。事实上，一旦我们检测出闭合（一般也是通

过图像匹配的方法），如在第 500 张像片检测到与第 100 张发生闭合，那么第 500 张的误差

将被修正到和第 100 张的误差接近（根据相对定向得到的相对偏移量），因此可以极大的约

束误差的传播。 

（3）概略绝对定向（如有必要）。如果拥有一定数量的 GCP，就能够将所获得的外方位

元素和模型坐标，再经过一次三维相似变换（或透视变换），转换到具有地理参考意义的坐

标系中。首先，需要人工或自动地，在多张像片上识别出 GCP 的位置，并精确量测像点坐

标。然后，根据自由网的外方位元素，前方交会出 GCP 的模型坐标。最后，在模型坐标和

绝对坐标之间建立三维相似变换（或三维透视变换），完成条带网的概略绝对定向，这个步

骤与 3.5.2 小节相同。 

至此，我们就完成了给所有像片的外方位元素和像点的三维坐标赋初值的任务。不过，

要使得最小二乘平差能够正确收敛到真值，一般还需要在方程4.14中加入足够的控制条件。 

4.2.3 光束法平差的控制条件 

光束法平差的控制条件包括两类。之一是带有地理参考的绝对控制条件，包括：GCP，



 
 

GPS 等；之二是相对控制条件，包括：陀螺仪测得的角度增量、激光束测定的距离、以及等

高、平行、垂直等几何约束。两者分类并非绝对，如陀螺仪测得的角度增量可积分为绝对角

度。我们更关注：如何将这些控制条件，写成方程的形式并与光束法平差方程联立。 

首先考虑：如果没有引入任何控制条件，那么至少需要多少像点观测值才可能满足理论

上的平差条件？这个问题称作自由网平差。设拍摄过程中共使用了 n 台相机，m 张像片，且

外参 c = 6、内参 s = 3，此时未知数个数为：3×n+ 6×m。而每量测一个 3D 点，可列出 2×k

个方程（式 1.39），但同时引入 3 个未知数；其中 k 为平均重叠度，即 3D 在像片出现的平

均次数。设量测了 l 个 3D 点，进行平差需要满足关系式：2×k×l > 3×n+ 6×m + 3×l。 

此外，需要注意像点在像片上应有良好的布局。可采用均匀分布的 9 点或 13 点法；也

可采用 18、26 点法等，即每个位置的点数加倍。理论而言，足够的像点个数将使得平差能

稳定收敛、并有助于粗差的探测。不过，更多的像点对提升解算精度并无明显提升。 

其次，考虑引入最普遍的控制条件：GCP。GCP 的数学方程依然是共线条件方程；不过，

它的权值与普通光线束不同，记作 PGCP。由于并未引入新的未知数，在填充改化法方程系数

阵时，如果碰到 GCP 所在光线，只需要将步骤（2）中的单位权矩阵 P，改写为 PGCP即可，

其他流程不变。 

再考虑 GPS 观测值。有关摄影平台的 GPS 方程的一般形式是： 

 GPS GPS;= +X Rd T P                             4.17 

其中 XGPS 代表 GPS 观测值；d 指相机中心与 GPS 天线相位中心的偏移矢量，通常事先

通过检校获得；PGCP 是 GPS 观测值的权；R、T 依然是外方位元素。若将 d 看作已知量， 

4.17 就没有引入新的未知数，因此只需将 4.17 线性化，逐张像片建立法方程和改化法方程，

并加入到图 4.3 对应的 6×6 子块中。 

若认为 d 是未知量，那么，法方程和改化法方程的结构都发生变化：在最右边多了一列

边框。（假定 d 在整个摄影过程中保持不变且与外方位元素相互独立）。这个新结构的填充方

式为： 

算法 4.2 含 GPS 观测值的改化法方程的填充 

_____________________________________________________________________ 

1. 和 3.2.1 逐点法化流程相同，填充除边框外的结构。 

2. 求得 d 关于第 i 张像片的雅克比矩阵 Ji (d)； 

3. 计算 gi = Ji(y)TPGPSJi(d)，di = Ji(d)TPGPSJi(d)，它们的大小分别为 6×3 和 3×3。 

4. 将 gi 填充至边框第 i 行对应的位置，将 di 填充至 D。 

_____________________________________________________________________ 

最后，再举两个相对控制条件下的法方程的填充。图 4.6 中共有 3 张像片（三角），4 个

物点（圆），如果量测了摄站 2、3 间的距离（如通过激光测距间接得到），这个约束由于只

和 x2、x3 相关，那么就可将摄站 2、3 外方位元素决定的距离方程线性化并法化后，填充至

原有的法方程中（红色方块）。 



 
 

 

图 4.6 摄站距离观测方程的填充 

另外一个例子是闭环，图 4.7 是 5 张像片组成的不规则区域网。假定第 5 个摄站和第一

摄站再次相遇，并通过同名点计算了两者之间的相对定向元素 R1,5 和 T1,5，则有： 

5 5 1,5 1 1 1,5 1,5[ | ] [ | ( )]= +R T R R T R T                         4.18 

那么，将 4.18 线性化并法化后，填充到对应的改化法方程结构中（图 4.7）。 

 

图 4.7 闭环观测方程的填充 

在实际应用中可能存在更多的约束条件，我们的原则是：假定新的约束条件与共线条件

方程相互独立。也就是说，多约束条件下的光束法平差可写成 4.19 的形式，这是一个线性

叠加的过程。请牢记这个出发点。 

2 2 2

1 1 2 2 3 3
,

1
min ( ( ) ( ) ( ) )

2x v
P F x P F x P F v+ +                   4.19 

如果某约束不引入新的未知数，如 F2，那么就在原始结构上直接加入将新的约束；如果

引入新的未知数 v，如 F3，就在法方程上加上边框，然后依然通过高斯消元，消去像点的物

方三维坐标，得到只含有外方位元素和新未知数的改化法方程矩阵，并加性填充。 

4.2.4 自检校光束法平差 

在 2.4.4 小节我们探讨了相机检校，以处理镜头的系统误差。事实上，除了相机本身，

在整个摄影过程中，都可能引入可预见的误差，比如摄影平台的高频震颤、光线的弯曲、未

能完全消除的相机畸变；以及引入一些不可预见的误差。显然无法为所有的情形都建立严格

的物理模型；无论如何，这些误差最终会反映在像点坐标观测值上。常用的做法是，采用多

项式拟合，直接对共线条件方程的像点观测值进行系统误差改正： 

x + dx = λK[R|T]X                            4.20 

这种附加几何参数的方法叫做“自检校光束法平差”。其中 dx = [dx dy]表示某个多项式
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函数。考虑到附加的 dx 是一个微小量，并不适宜将其看作自由未知数，而应对其施加约束。

最简单的方式是将其视为带权观测值。即引入： 

21
min

2
dx

dx
P dx - L                             4.21 

并与共线条件方程联合求解。通常设 L 为 0 向量，相对像点观测值的单位权，Pdx（的

对角线元素）应设为微小值，如 10-2~10-3。常用的模型包括 3 参数的 Bauer 模型： 

 
2

2

2

1

2

1 3

dx b x y b x

dy b xy b y b x

 = −


= + +

                         4.22 

和 12 参数的 Ebner 模型： 
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  4.23 

这两个模型的参数都是“正交”的，避免了参数间的强相关而导致最小二乘解的不稳定。

因此，这些正交模型比一般多项式更受青睐。 

上世纪八十至九十年代的大量试验表明，自检校光束法平差能够有效的提高空中三角测

量（针对航空平台）的精度。从原理上看，自检校方法的效能依赖于信噪比。只要系统误差

未被淹没在白噪声中，任何平台的平差系统都可通过引入恰当的附加参数，获得精度上的提

升。 

 

4.3 卡尔曼滤波 

自从 1960 年卡尔曼提出他的经典论文：“离散线性滤波的一个递归解”之后，卡尔曼滤

波得到了广泛的研究和应用，特别是在自动导航领域。我们所涉及的卫星成像平台、航空摄

影平台、地面移动测图平台所采用的陀螺导航系统以及 GPS/IMU 组合导航系统，都已将卡

尔曼滤波算法融入其中。虽然在间接使用并强烈依赖这一技术，摄影测量学的专业教材却很

少涉及卡尔曼滤波。这基于过时的理由：若将摄影测量只看作是测绘学科的分支，必须讲究

“摄影测量精度（photogrametric accuracy）”，以保证精确定位的像片能够制作出符合规范的

地形图及其他数字产品。这种状况正得到改变。为了适应各式各样的运动成像平台、为了各

行各业（不只是测绘）所需的专题图（不仅是地形图）、以及公众在定位导航方面的需求，

需要滤波技术从幕后走上舞台，以弥补光束法平差这一虽有全局最优性、但也有高度局限性

的方法。与介绍最小二乘平差类似，我们首先介绍线性卡尔曼滤波，然后介绍针对非线性系

统的扩展卡尔曼滤波（Extended Kalman Filtering, EKF）。 

4.3.1 离散卡尔曼滤波 

卡尔曼滤波首先是滤波的一种。相对于维纳滤波，具有显而易见的优势。维纳滤波要求

已知所有时刻的协方差矩阵，即需要足够的先验知识；然而，这在实际应用中是不现实的。



 
 

在上世纪四、五十年代，研究人员想方设法将维纳滤波应用到在导航领域中，但一直没有取

得突破。若将维纳滤波看作理想模型，卡尔曼滤波则是理想模型的简化。它引入了两个前提

条件，就是我们在构建贝叶斯通用定位模型中引入的两个：马尔科夫随机场假设和观测值独

立分布。引入马尔科夫随机场意味着，当前的状态仅由上一时刻决定，而不需要已知之前所

有时刻的协方差矩阵。因此对滤波模型做了极大简化。观测值独立分布，将使得：对于当前

时刻的方差估计，可由独立的观测方差和预测方差的复合决定（高斯分布的复合依然是高斯

分布）；当前时刻的状态估计，则由复合后高斯分布的均值决定。以下将详细叙述。 

卡尔曼滤波是一个动态、递归的滤波过程，是针对当前时刻的最优解（静态卡尔曼滤波

本质上与光束法平差等价）。依然从通用定位模型 4.8 出发，概述它的基本流程。卡尔曼滤

波将 4.8 中的两个后验概率独立、交替使用。先根据运动模型 ( )1| , tt tp L L G−
计算下一时刻运

动平台的状态，这个步骤叫做预测（prediction）；然后，根据观测模型 ( )|t tp S L ，对预测的

结果进行干预，称为更新（innovation）；如此不断迭代，直到求得当前时刻平台的状态。和

光束法平差相同，卡尔曼滤波同样要求观测值服从高斯分布。 

具体地，对于离散线性卡尔曼滤波，我们将一个递归控制系统的状态转移方程（对应运

动模型）写作： 

xt = Axt–1 + But–1 + w t–1                          4.24 

而将量测方程（对应传感器模型）写作： 

zt = Hxt + vt                                 4.25 

这里，xt∈Rn 为 t 时刻的状态，即 n 维的未知参数，A 表示 n×n 的状态转移矩阵；ut∈

Rl表示系统的可选性外部控制输入，B 是对应的 n×l 维关联矩阵；zt∈Rm为系统的某个观测，

而 m×n 的 H 矩阵关联状态参数与观测值；wt和 vt表示状态转移噪声和观测噪声，并假定其

符合均值为 0 的独立高斯分布，即 w ~ N(0, Q)，v ~ N(0, R)。通常可认为 A、B、H 以及 Q、

R 都是常量。 

在绝大多数情况下，状态参量的真值 x 是不可知的，但它有助于定义我们所需的估计

量。这里，用 x 代表由状态转移方程得到的预测值，用 x̂ 代表由量测方程更新后的估计值。

那么可以分别估计预测值和估计值的精度： 

 
T T( ,( ) ) ( , )t t t t t t tP E x x x x E v v= − − =                      4.26 

T Tˆ ˆ ˆ ˆ( ,( ) ) ( , )t t t t t t tP E x x x x E v v= − − =                      4.27 

现在，建立这样一个方程，将先验的（priori）预测值和后验的（posteriori）估计值联系

起来，它们之间差值是加权后的观测残差，残差即 zt - Hxt。 

 ˆ ( )t t t t tx x K z Hx= + −                              4.28 

式 4.28 中权系数 K 称作增益（gain）。需要选择这样的一个 K 值，使得 4.27 中当前时刻

的方差 Pt 最小。可以采用最小二乘推导，将 K 看作未知数，将 4.28 代入到 4.27 中，注意

4.27 是一个二次式，通过（对 K）求导数，并令导数为 0，得到： 



 
 

T T 1 T 1( )t t t t t t t t tRK PH H PH PH− −+= =                        4.29 

式 4.29 符合我们的直观：当观测方程越来越精确，一直到无误差（R = 0），将得到 K = 

H-1，这表明观测值 zt 得到最大程度的重视，量测残差亦获得完全的修正；反之，当预测越

来越精确，直到 tP = 0，将得到 K = 0，即无增益，一切由预测方程决定。事实上，若令 Ht 

=1，则 K 反映了预测方差与总方差之比。 

有了这些理论基础，现在我们能够把握卡尔曼滤波的整个流程。这个流程可由两组方程

描述，第一组方程代表预测，称作时间更新方程；第二方程组代表更新，称作量测更新方程。

在预测过程中，根据状态转移方程，将前一时刻的状态和方差，投射到当前时刻： 

1 1
ˆ

t t tx Ax Bu− −= +                                4.30 

 
T

1t tP AP A Q−= +                                4.31 

在更新过程中，首先计算增益 K，然后更新系统的状态参数和方差： 

T T 1 T 1( )t t t t t t t t tRK PH H PH PH− −+= =                         4.32 

ˆ ( )t t t tx x K z Hx= + −                              4.33 

( )t t tP I K H P= −                                 4.34 

注意式 4.32、4.33 与 4.28、429 完全相同，这里重复是为了描述卡尔曼滤波两个相对独

立流程的完整性。式 4.34 用来估计系统的验后方差。事实上， ˆ
tx 与 Pt 就是预测误差分布

（4.30 和 4.31）与观测方程（4.25）的误差分布复合后的新高斯分布的均值和方差。从 4.30

至 4.34，按照时间顺序进行预测、更新、预测不断迭代，直到求得当前时刻系统的最优状态。 

最后探讨卡尔曼滤波中的初值设定和参数配置问题。由于是递归方程式，初值状态 x0必

须事先设定；可能有误差，但必须假定该误差符合高斯分布。两个参量，R 和 Q，需要根据

具体的应用经验地设定。对于 R，它反映观测值的量测误差。例如，在移动平台成像过程中，

遇到一个控制点，它（和它的像）符合共线条件方程，而 R 就反应共线方程的量测精度。如

果我们信任这个观测，就给予更高的精度。通常，R 是较容易设定的。因为，即使不在这个

动态的滤波过程中，我们也能通过静态的量测手段，先验地获知 R，并且可以设定为常量。 

Q 代表过程误差或状态转移误差。例如，摄影平台路径由陀螺仪的速度和角速度积分进

行控制，那么 Q 就由陀螺仪的物理精度决定。再比如，如果事先通过像片间的相对定向，获

得了相对位置关系，即状态转移矩阵——在机器人学中常称为视觉测程（visual odometry），

那么，相对定向的精度，就决定了 Q。 

4.3.2 扩展卡尔曼滤波 

细心的读者可能看出，我们在参数设定时所举的共线条件方程的例子，其观测模型并不

是线性的，因此也不符合线性卡尔曼滤波的假设。因此需要继续一步，将离散卡尔曼滤波推

广至能够处理一般的非线性优化问题。这种方法称为扩展卡尔曼滤波，以下简写为 EKF。 



 
 

设状态转移方程由非线性的映射 f 控制： 

xt = f(xt–1, ut–1, wt–1)                            4.35 

量测方程由非线性映射 h 表达： 

zt = h(xt, vt)                                4.36 

4.35 和 4.36 的符号定义同 4.24 和 4.25。在实际应用中，w 和 v 这两个均值为 0 的随机

变量往往并非精确已知。但我们估算初值时，可以将它们作为 0 处理： 

 
1 1

ˆ( , ,0)

( ,0)

t t t

t t

x f x u

z h x

− −=

=
                             4.37 

这里符号定义依然和 4.3.1 节相同， tx 代表先验预测值， ˆ
tx 代表后验估计值。然后，仿

照最小二乘算法，将非线性状态转移方程和观测方程线性化，用泰勒级数展开至一次项： 

1 1 1
ˆ ˆ( )t t t t tx x A x x Ww− − − + − +                        4.38 

( )t t t t tz z H x x Vv + − +                           4.39 

这里 x 依然代表真值，A、W、H、V 分别为对应的雅克比矩阵： 
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                           4.40 

注意这些矩阵都是时间相关的，为书写方便省略了时间指标。仿照线性卡尔曼滤波，我

们需要找到一个表达观测残差与估计值之间的线性关系式： 

ˆ ( )t t t t tx x K z z= + −                               4.41 

这里的 tx 和 tz 由 4.37 计算得到。将 4.41 代入 4.27，求得 K（同 4.32），使得 4.27 表达

的方差最小。 

最后，得到 EKF 两组交替迭代的方程。首先是预测方程： 

1 1
ˆ( , ,0)t t tx f x u− −=                                4.42 

T T

1t tP AP A WQW−= +                             4.43 

然后是更新方程： 

T 1T T T 1( )t t t t t t t t tK PH H PH V PVR H− −+= =                       4.44 



 
 

ˆ ( )t t t t tx x K z z= + −                               4.45 

( )t t t tP I K H P= −                                4.46 

这些步骤和离散线性卡尔曼滤波基本相同，只是事先要将观测方程和状态转移方程线性

化，并求得对应的偏导数矩阵。需要留意的是，EKF 有本质上的缺陷：它只是线性化后，贝

叶斯法则下的最优，而不是原始非线性映射（非高斯分布）下的最优。反观最小二乘，它有

一个额外的修正步骤，由一个线性解加上一个微小增量去不断迭代，以达到原始的非线性映

射下的最优。理论而言，基于最小二乘的平差方法，精度会略高于 EKF。无论如何，这并没

有影响到 EKF 在定位、导航领域极其广泛的应用——考虑到最小二乘平差严苛的初值和控

制条件以及较长的执行时间。 

 

4.4 粒子滤波* 

如果有人给你一些拍摄好的时间序列图像（加上一些控制条件），请你给像片定位，你

可能会尝试光束法平差和卡尔曼滤波；如果两者都没奏效，那就遇上大麻烦了！问题可能出

在：一、观测值中含有（大量）粗差，注意到光束法平差和卡尔曼滤波都要求观测值符合高

斯分布，本身并无抵抗粗差的能力；二、观测模型或运动模型服从强烈的非线性分布，采用

EKF 的线性化处理使得模型偏差过大。此时，救火队长往往就是粒子滤波了。粒子滤波，并

不需要关于观测值概率分布的任何假设，粗差也可看作整体分布的一部分，故自身就是一种

抗差算法；此外，它也可模拟非线性模型的分布。最初，粒子滤波被用作卡尔曼滤波的替代

品，以减少物理空间的消耗（卡尔曼滤波所需要的内存与观测值数量的平方成正比）。然而，

粒子滤波在抗差方面的特性，使其在摄影测量中的应用潜力被逐渐挖掘出来。 

可以用粒子物理理论简单类比粒子滤波。该理论认为：组成物质世界的基本单元：电子、

原子（或夸克）等，由于不确定性原理，其精确位置无法量测。这带来一个问题：如何描述

某个电子的位置 X 呢？或者说，电子究竟在哪儿？量子物理进一步揭示：“该电子会以某

个特定的概率 p(x)出现在某个固定的（或指定的）位置上”，概率 p(x)由狄拉克波函数的振

幅决定。回到平台定位问题：我们所追求的“状态参量”，也是对应一个概率分布而非确定

值；我们所谓的光束法平差或 EKF 的“最优解”，本质上也只是高斯分布中那个“钟顶”

对应的状态（即期望）。如果我们直面问题：状态参量（这里是粒子的位置）的整个概率分

布；那么，粒子物理与粒子滤波如此对应：一系列的虚拟离散粒子对应真实的物质粒子（称

为物质波更恰当），待求的概率分布对应狄拉克波函数。 

4.4.1 蒙特卡洛和马尔科夫链 

如何描述一个非线性方程中状态变量（如位置）的概率分布？如果这个分布相当复杂，

那么蒙特卡洛（Monte Carlo）几乎是一个标准答案。蒙特卡洛指用一系列随机的、离散的状

态去模拟那个真实的、连续的概率分布（当然也包括高斯分布）。根据大数定理，基于蒙特

卡洛的方法可用于解决任何具有概率含义的数学问题——总可以用无限多个离散状态去逼

近真实的连续分布。根据这个定义，我们发现蒙特卡洛实际上是粒子滤波的核心部分。严格



 
 

意义上的“用离散状态去模拟连续概率分布”的统计原理是相对复杂的，我们将在 4.4.2 小

节试做一般性的解释。 

除了蒙特卡洛，我们还需要的另一个数学工具是马尔科夫链，即一维马尔科夫随机场。

马尔科夫链是这样一个随机过程：当前的系统状态仅仅由上一时刻的状态决定，而与其他时

刻无关。既然这是一个关于时间序列的问题，自然和我们的研究对象——运动平台的定位，

建立了对应关系。将蒙特卡洛和马尔科夫随机链结合，我们就得到了马尔科夫链蒙特卡洛

（Markov Chain Monte Carlo, MCMC）。MCMC 是粒子滤波的核心。 

用连续相对定向作一个定性的例子。5 参数相对定向是一个非线性方程，观测值是同名

点的像点坐标，状态变量是 5 个相对定向元素{tx, ty, φ, ω, κ}。由于相对定向元素并非直接观

测所得，事实上这是一个隐马尔科夫模型（Hidden Markov Model, HMM）。假定将第一张像

片固定，根据误差传播规律，由带有随机误差的同名点，所计算的第二张像片的状态变量将

含有误差。如果将相对定向方程线性化，那么最小二乘平差的解，对应高斯分布的期望，精

度矩阵（QXX）的对角线元素，对应高斯分布的方差。采用蒙特卡洛的方法，用一系列离散

化的粒子表示这个过程。在图 4.8 中，共包括 12 个摄站。根据（非线性）马尔科夫随机链，

由第二个摄站的状态参量推导得到第三个（而不必考虑第一个），以此类推。粒子越密，代

表出现的概率越大。在误差传播规律的作用下，粒子的不确定性逐渐增加。这和普遍采用的

误差椭圆的表示方法类似：误差椭圆将不断增大。 

 

图 4.8 MCMC 下的相对定向（引自[22]） 

 

4.4.2 用带权粒子表达概率分布 

本小节对连续概率分布的离散化提供一个简要的数学证明。设：U 为全集，S(U)为概率

分布，s(U)为其概率密度函数；从 S(U)中独立、随机抽取了 N 个点 ui，即 ui ~S(U)，并令点

的权为 wi = f(ui)/s(ui)。其中，f 是某个非负函数，并且 ( )f U dU 存在并有限。那么可以定义一

个关于 f 的概率密度函数： 
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                           4.47 

显然∑ pf (X) = 1。容易验证： 
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事实上，对于任何一个以 U 为变量的函数 g，我们在光束法平差和卡尔曼滤波中，总是

最关注这个函数概率分布的期望（即所谓的最优解）。在“期望”这个意义上，可以证明：

g 可以由一系列离散的带权粒子表达： 
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               4.49 

根据大数定理，最后一个约等式将在 i 趋于无穷时严格相等。由此证明，对于一个复杂

的、非线性的函数 g 对应的复杂的概率分布，可以采用一系列离散点 g(ui)和其对应的权重

来模拟。 

4.4.3 粒子滤波算法 

用于定位和导航的粒子滤波起源于上世纪九十年代后期。从那时起，出现了许多相似的

专业术语：Survival of the fittest，Condensation，MCMC particle filtering，Monte Carlo 

Localization，Mean field particle filtering，等等。目前，研究者倾向于使用 particle filtering，

毕竟 Monte Carlo 是一个更宽泛的概念。 

我们依然从 4.1 这个概率意义下的通用定位模型出发。首先用蒙特卡洛方法来粒子化复

杂的概率分布 4.1： 

( | , ) ( ) { , }; 1,2,3...t

t t t i i

t tp L S G Bel L l w i n=  =                   4.50 

li 表示第 i 个粒子，这里是传感器状态，对应于上一小节中的 g(ui)；wi 表示该粒子对应

的概率，或权重；Bel()代表信度。在定位中，粒子滤波算法面对如下问题：“在时间序列下，

某个粒子（传感器状态的轨迹）以多大的概率出现”。再考虑到我们对概率分布的约定表达，

即一般用其期望表征（同光束法平差和卡尔曼滤波）；这里可由式 4.49 计算得到期望，作为

“最优解”。 

将连续的后验分布离散化后，定位问题从求解 4.1 演变成求解 4.50，即从所有 n 个粒子

中发现一条 1:t 时刻最优的、对应着最大期望的粒子路径。粒子滤波的方法流程和卡尔曼滤

波相似，在状态初始化后，通过不断预测、更新的迭代流程来获得粒子的状态。 

（0）初始化。在迭代之前先设置 t0 时刻的系统状态。与卡尔曼滤波不同，粒子滤波不

需要初始状态精确已知，甚至相差甚远也能正确收敛。若平台初始位置已知，可根据定位精

度，按照高斯分布对 Bel(L0)进行粒子化。粒子化就是要从某个概率分布中随机抽样。具体



 
 

地，这里给出一种从已知高斯分布提取样本（粒子）的方法。首先设定 x1与 x2 服从(0, 1)间

的均匀分布，根据瑞利分布导出， 

 1 22ln( ) cos(2 )x x x= −                        4.51 

式 4.51 服从标准正态分布 N(0, 1)，那么 x×u + σ 服从任意高斯分布 N(u, σ)。通过随机产

生 x1 与 x2，就可实现高斯分布的随机抽样。若平台位置未知，即无先验信息，可假定一个

均匀分布，即设定搜索区间内的粒子权值相等。均匀分布抽样相对简单，这里不再细述。显

然，无论是均匀分布或高斯分布，其采样后粒子的权重之和应为 1。 

（1）预测。首先，从上个时刻的离散化分布中采样粒子： -1 1~ ( )i

t tl Bel L − 。比起从连续分

布中采样，从离散分布中采样要更加简单。在 n 个带权粒子中，权重更大的粒子将被抽取更

多次，反之，权重很少的粒子则较难被抽到。一种简单的采样方法是：将 n 个权值分段排列

在[0, 1]区间，再产生 0~1 间的随机数，落在哪个区间，则抽取对应粒子。而抽取后的 m 个

粒子集合，显然符合均匀分布，即权重相等。通常，在粒子滤波中设定 n = m。 

然后，由该粒子和运动模型预测“当前时刻”的粒子 li，即 ( )1~ | , t

i i

t t tl p l l G− 。类似于 EKF

中的状态转移方程的表达，将运动模型写作函数 f，那么得到 ( )1, t

i i

t tl f l G−= 。再计算加入当

前时刻后的“所有时刻”对应的概率分布： 

( )1 1| , ( )t

i

t t tp l l G Bel L− −                            4.52 

这个分布称之为“建议分布”，因为它只是由预测得到，还未经过观测数据的修正。该

分布与我们的目标分布的差距，即式 4.50 与上式之比： 
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                4.53 

（2）更新。事实上 4.53 等式右边就是观测模型，我们用观测来修正两个分布之间的不

匹配。由于 η 是可忽略的常数，故粒子的权重（或称为重要性因子）服从： 

( )~ |i i

t t tw p s l                                4.54 

在实际计算依然同 EKF 类似，设观测方程用函数 h 表示，则 ( ), t

i i

t tw h l G= 。 

（3）归一化。至此我们得到了 t 时刻第 i 个粒子的状态和权重。假定有 m 个粒子，那

么根据（1）、（2）流程重复运算 m 次。运算完成后，对权重进行归一化： 

1i

t

i

w =                                  4.55 

（4）迭代。按照时间序列不断推进，重复步骤（1）~（3），获得每个粒子的路径，以

及对应的权重，直到最后时刻。 

（5）根据 4.49 计算路径的期望，作为最优解。 

从式 4.50 看出，粒子滤波是从全局最优导出的，而卡尔曼滤波一般从当前最优出发。



 
 

在理想状态下，足够密的粒子将能较好地完成全局定位的任务。更关键的是，由于粒子滤波

并不需要观测的高斯分布假设，因此可以处理一些传统方法无法完成的任务。文献[19]给出

了一个移动测量车利用正射航空图像进行几何定位的例子，在误匹配（参考图像与采样后的

街景图像之间的匹配）高达 80%的前提下依然很好地实现了车辆的精确定位。 

 

4.5 一些补充 

4.5.1 从运动恢复结构 

传统摄影测量通常将多像解析看作一个静态的几何处理过程；计算机视觉一般从更加普

遍的动态出发，且称之为从运动恢复结构（Structure from Motion, SfM）。事实上，SfM 的定

义几乎与多像解析完全一致：根据序列图像同名像点坐标的集合（通常由第 5 章介绍的图像

匹配得到），求解相机矩阵与对应物点坐标。主流的解法大致是：先计算两张图像的基础矩

阵或本质矩阵，再计算三张图像的三焦点张量（摄影测量中常用带连接条件的相对定向），

然后根据重叠的像片计算相互几何关系（即连续法相对定向），最后，用光束法平差不断迭

代调整相机矩阵和物点坐标，得到最优参数。该流程与 4.2 小节介绍的光束法区域网平差基

本相同。当然，在计算机视觉中有时也采用直接的矩阵分解法来求解相机矩阵和物点坐标。

不过这种方法限制较多，如无法处理多张像片、精度不高等等。 

4.5.2 SLAM 与 Visual SLAM  

SLAM 是同时定位与地图构建（Simultaneous Localization And Mapping）的简称，与空

中三角测量、SfM 都有很大的重叠度。这里的 Mapping 与测绘中的精确制图有所区别，它与

SfM 中的 Structure 较为接近，一般指稀疏的结构重建。为何要取这样一个词？部分原因是

上世纪 90 年代开始，SLAM 一般是用激光雷达作为传感器。装载了激光雷达的机器人或车

辆，在完成自身定位的同时，也获取了周围场景的三维点云。到了 2000 年后，基于视觉成

像的 SLAM，即 Visual SLAM 逐渐流行，目前成为了主流。SLAM 原本常用的数学工具是

动态滤波，包括卡尔曼滤波和粒子滤波。毕竟，作为机器人学（Robotics）的子学科，自然

更加注重实时性和载体（或传感器）当前的状态；滤波方法恰好满足了这个要求。此后，全

局的光束法平差逐渐被引入到 SLAM 中。在巧妙设计结构以降低计算量、以及控制粗差的

前提下，光束法能够取得比滤波更好的定位和重建结果。2012 年甚至有人撰文：Visual SLAM, 

why filter [23]？ 

SLAM 与 SfM 和空中三角测量也存在一定差异。通过搭载摄像机而非相机，在 SLAM

中才真正实现了“运动”的概念。每秒 10 帧以及更高频的图像需要更加精巧复杂的预处理

策略，但极短基线的视频帧给图像匹配带来巨大优势；相对于宽基线而言，使得定位的同时

提取场景的密集点云成为可能。 

Visual SLAM 目前已经成为运动平台定位的重要分支，同时和摄影测量密切相关，我们

介绍两类当前最流行的 SLAM 框架：ORB-SLAM 与 LSD-SLAM。 

ORB-SLAM 是基于“特征”的 SLAM 方法中的经典算法。它同时支持单目，双目，RGB-

D 三种模式。RGB-D 相机是一体化的装备，用相机获取图像，用激光获取深度。整个系统



 
 

围绕 ORB 特征进行计算，包括视觉里程计（即连续相对定向）与闭环检测的字典（详见 5.4.1

和 5.4.2 小节）。ORB 不像 SIFT 或 SURF 那样费时，而相比 Harris 等简单特征，又具有良好

的旋转和缩放不变性（关于各类特征，详见第五章 5.1 节）。ORB-SLAM 拥有优秀的闭环检

测算法，而有些 SLAM 系统并不具备。  

在 ORB-SLAM 中使用了三个主要线程：实时跟踪特征点的 Tracking 线程，局部光束法

平差的优化线程，以及全局 Pose Graph 的闭环检测与优化，如图 4.9 所示。其中，Tracking

线程负责对每幅新图像提取 ORB 特征点，并与最近的关键帧进行匹配。如果没找到匹配点

则进行重定位（relocalisation）。然后计算匹配后特征点的 3D 初始位置并粗略估计相机的位

置和姿态，即构建局部地图。Tracking 线程的最后一步是确定关键帧，只有关键帧用于后继

的平差步骤。局部光束法平差线程用于构建更精确的局部地图。首先插入关键帧，验证最近

生成的地图点并进行筛选，生成新的可靠的地图点集。然而使用局部光束法平差重新估计特

征点更精确的 3D 坐标与相机的位置和姿态。最后再对所有的关键帧进行筛选，删除多余的

关键帧。前两个线程共同完成了视觉里程计的功能。第三个线程负责闭环探测和整体优化，

分为闭环探测和闭环纠正两个部分。闭环探测先使用视觉词袋（见 5.4.1 小节）进行探测，

对全局地图中的关键帧进行闭环检测，然后通过 3D 相似变换确定闭环图像间的相对关系。

最后，通过加入闭环约束条件，进行全局平差消除累积误差。由于全局地图中的地图点太多，

所以这个线程只对外方位元素节点所构成的图进行优化，并采用图优化（graph-based 

optimization）的方法。 

 

图 4.9 ORB-SLAM 中的三个主要线程 

LSD-SLAM(Large-Scale Direct Monocular SLAM)是针对单目视觉的 SLAM 方法，但同

时也可以用于双目视觉。与 ORB-SLAM 不同，它采用了直接的图像匹配方法，匹配准则是

最小化像素的亮度误差，因此无需提取特征点；同时，还能直接构建半稠密的地图。这种方

法通常称为直接法（Direct SLAM）。LSD-SLAM 具有较高的执行效率，在 CPU 上就能实现

半稠密场景重建，而其他的单目/双目 SLAM 方案难以实现这一点。因为基于特征点的方法



 
 

只能重建稀疏场景，而稠密重建的方案大多要使用 RGB-D 相机或者使用 GPU 构建稠密地

图。 

LSD-SLAM 也分成三个主要线程：图像跟踪线程 Tracking、深度图估计线程 Depth map 

estimation 和图优化线程 Map optimaization。Tracking 用于连续跟踪从相机获取到的新图像

帧。用前一帧图像帧作为初始姿态，估算出当前关键帧和新图像帧之间的刚体变换群 SE(3)，

以两幅图像中对应像素亮度间的误差最小为约束，从而得到当前帧的位置和姿态信息。在深

度图估计线程中，首先用立体视觉方法和卡尔曼滤波来估计新的深度。同时，对深度进行正

则化，即利用像点邻域的深度信息约束并修正当前深度，这是一种平滑策略。然后，若深度

图更新较多，则将当前帧替换为关键帧。替换时，将有效像点的深度信息通过 SE(3)映射到

新的关键帧上；若不替换，则用当前的深度图更新原有信息。当基线过长时，即相机移动足

够远，也初始化新的关键帧，并把相近的关键帧图像点投影到新建立的关键帧上。地图优化

线程是为了得到全局最优的图像的位置和姿态以及地图。由于单目 SLAM 无法避免尺度误

差累积，在长距离运动之后，会产生巨大的尺度漂移。为了解决这个问题，首先需要将恰当

的关键帧插入到当前地图当中。通过计算 map 与当前帧的距离，确定是否需要插入当前关

键帧。由于可能存在较大的尺度偏移，这里采用 7 参数的 3D 相似变换群 SIM(3)来衡量两帧

之间的变换。当前帧到 map 的匹配是通过寻找所有可能相似的关键帧，并计算视觉相似度；

并对这些帧进行排序，得到最相似的那几帧来计算 SIM(3)。如果相似度高于一定的阈值，该

帧就插入 map 中，并以所有关键帧为节点，执行图优化（通过开源的 g2o 优化算法实现）。 

 

图 4.10 LSD-SLAM 中的三个主要线程 

从 ORB-SLAM 和 LSD-SLAM 的方法和流程中我们看到，SLAM 技术目前的发展集中

于更加精巧的技术细节，包括如何快速处理视频帧、增强系统的稳健性和生成更好的（稀疏

或稠密的）深度图。而定位定姿的基本理论并不超出本章所介绍的范畴，即平差和滤波两种

方法。关于特征点的提取和匹配我们将在第五章详细介绍。以上两种方法中，我们唯一未详

细介绍的可能是“图优化”。事实上，在 SLAM 中所用到的图优化本质上就是最小二乘平差

的另一种称呼而已，只是借用了图的概念。在图 4.2 中，左边的结构就是一个图。为方便描



 
 

述，我们将其显示为图 4.11。图的边代替了“观测方程”，图的顶点就是我们要求的“参数

或变量”。具体地，图 4.11 中有两类边，一类是外方位元素 x 与像点 m 之间满足的共线条件

方程；另外一类是外方位元素 xi之间的三维相似变换方程。而顶点也有两类。三角形顶点代

表待求的外方位元素，而圆形顶点代表待求的像点的世界坐标（3D 坐标）。这样，就实现了

图优化与最小二乘平差之间的一一对应关系。在 ORB-SLAM 中，考虑到太多的像点 m 参与

最终的图优化会非常缓慢，一般只进行外方位元素（三角表示的顶点）之间的边的图优化。 

另外需要补充的是：在SLAM中大量采用李代数，而使得解算简便。如刚体变换群SE(3)，

并没有定义加法，因为加法对群不封闭：相加后可能不再满足 SE(3)。此时，将 SE(3)映射到

李代数 se(3)上，就可实现加法等便捷操作，然后再变换回 SE(3)。 

 

图 4.11 图优化与最小二乘平差的关系 



 
 

【课后习题】 

1. 对屏幕上的棋盘拍摄 10 至 20 张像片。手工在每张像片上选择多于 9 个均匀分布的连接

点（可借助角点提取算法精确定位）。利用这些连接点，根据算法 4.1，填充法方程的结构，

再迭代求解内外方位元素。 

2. 想象和设计一个场景，将光束法平差、卡尔曼滤波和粒子滤波都应用上，以发挥三者的特

点和互补优势。  

3. 阅读 Visual SLAM 的经典文章，理解其与空中三角测量的区别与联系。建议阅读：Orb-

SLAM，graph SLAM， LSD-SLAM 对应文献。写 2000 字的读书心得。 

4. 查阅无迹卡尔曼滤波（Unscented Kalman filter, UKF）文献，比较 UKF 与 EKF 的区别与

联系。 

5. 下载著名光束法平差开源代码：sparse bundle adjustment (SBA)。理解其实现方法、数据输

入等。并将其应用于航空图像或手拍像片（如第 1 题）的定位定姿（连接点提取可采用第五

章的“图像匹配”获取）。 

 

  



 
 

5 图像匹配 

对于同一场景的两幅图片，人眼如何识别它们是否相似？我们首先注意到的应该是那些色彩

变化明显、纹理突出的部分，也就是信息量最大的区域。例如，皑皑白雪下的小村庄，我们

会被村庄吸引，仔细端详房屋的布局，比较两幅图片是否相似，而不是比较那些单调的白雪。

那些含有大量信息的像素，以及由这些像素进行高级抽象得到的函数映射，通常称为“特征

（features）”，通过设计并识别这些特征，并根据一定的相似性准则判断同名特征，就是图像

稀疏匹配的主要内容。本章将从几何不变量的角度，层次性地介绍特征提取的方法；然后分

析特征间相似性的度量方法，并介绍三种经典的相似性测度：相关、距离比、互信息；最后

针对匹配中不可避免的错误配对，简要介绍误匹配的处理理论与方法。本章的第二个部分是

关于图像密集匹配，其目的是为了获取所有像素（而非稀疏特征）的视差，以真实地恢复三

维场景。密集匹配一般是在核线立体像对上完成，因此，它只需要进行一维的同名点搜索，

所采用的匹配方法和稀疏匹配也有细节上的差异。我们将在 5.3 节详细讨论当前图像密集匹

配的主流方法。 

 

5.1 特征与特征提取 

5.1.1 什么是好特征？ 

对图像匹配而言，什么才算是好的特征？首先，它要有一定的信息量。单一像素并不可

靠——在一幅图像中，可能有大量的像素亮度相等；因此我们需要一块存在亮度变化的像素

区域来增加信息量。像素的多少并没有固定的标准，一般而言，数十像素到数百像素之间是

一个较好的选择。其次，它不能具有二义性。线段特征，虽然易于识别，但它只在一个方向

是显著的，它在沿线方向上有许多误对应。因此，一个好的特征起码应该具两个方向的独特

性。我们把在两个方向上都突出的像素块称为“角点”。当然角点也可能有多义性，比如建

筑物的四角彼此类似。我们将在 5.2.2 中详细讨论。 

确定了哪些像素点可以作为特征后，我们需要用计算机的语言去描述它。如何描述很关

键，它将影响后继图像匹配的成功率。因此第二个问题是：什么才是好的特征描述方案？最

直接的方法是采用像素块的亮度值（或光谱分量）。灰度相关就是采用这种方法。由于简单

有效，灰度相关是应用最广泛的匹配方法之一；不过它也有明显的缺点：对噪声敏感、基本

没有抗几何变形能力。目前的主流方法是采用亮度的变化，即梯度，或者梯度的梯度，即二

阶差分，作为特征的描述。大量实践表明，采用梯度（或更高阶差分）效果往往要好于原始

灰度观测值。 

最后，两幅图像中的对应特征可能存在几何变形，这些变形将阻碍我们将其一一配对。

因此第三个问题是：特征是否具有抵抗几何变形的某种不变性？三维物体投影之间的几何关

系是非常复杂的。根据 3.1 节的核线几何知识，即使事先已知核线方程，也不可能有任何一

个特征能描述这个变形（左右视差的任意性）。在绝大多数情况下，考虑三维物体的投影变

换并不现实。退后一步，既然特征一般用几十至几百像素表达，在这样的小区域内，不妨将

特征块看作二维平面处理。这时，我们将能用特定的几何关系来描述投影间的几何形变，即



 
 

平面透视变换（回顾 1.2.2 小节，透视变换的复合依然是透视变换）。即便如此，平面透视变

换依然困难重重：它多达 8 个参数，构建 8 自由度的不变量也有相当的挑战性。事实上，对

一些更“特殊”的几何形变的处理，并由此构建的几何不变量，是图像匹配技术这几十年发

展的最突出的成果。 

除开平移（因为我们会在图像中逐个像素或逐个特征来搜寻同名点）和最普通的平面透

视形变，像片间的几何形变包括：旋转、缩放、仿射。我们将依次介绍三种算子，Harris、

SIFT、Affine-SIFT，它们分别对旋转变形、旋转和缩放变形、仿射变形保持不变。 

5.1.2 Harris 算子 

在介绍 Harris 算子之前，先从“自相关”的角度，再次说明一个好的特征，确实需要至

少两个方向的突出性，这同时也是 Harris 算子的出发点[24]。由 1.3.1 小节可知，相关是线

性时不变系统下的一种算符，即对应像素逐个相乘再累加。自相关指自身与自身的相关，即：

I I ，其中 I 代表图像（或像素块）的亮度向量。理想情况下的自相关性应当是 100%。而

对于真实条件下的立体像对，由于噪声和几何形变，总会存在微小的偏差，经验表明自相关

的精度大约在 0.1~0.3pixel。因此，不妨引入一个相同数量级的微小偏移量Δu，分析不同像

素块在此微小偏移下的自相关表现，以判断哪种类型的像素块更适合作为一个好特征。 

将自相关函数展开得到： 
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其中， ( )iI x 表示在 xi处的梯度，而 A 称作自相关矩阵。根据 5.1，显然 A 完全刻画了

自相关的性质，下一步的工作就是分析矩阵 A 的特性。根据 5.2，我们一眼就能看出：A 阵

其实就是一个协方差矩阵！根据测量学和误差处理等相关课程中的知识，自然联想到，A 的

逆阵，即斜因数矩阵，可用来代表自相关的精度。求协因数矩阵时，可采用奇异值分解 SVD，

将 A 分解成对角阵的形式，并得到两个特征根：  
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这里 λ1不小于 λ2，那么，对角阵对应的斜因数阵中， 
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其中较小的 p1，反映这个像素块 I 能达到的自相关精度（下界）。这是回答“什么是好

特征”的一种关键指标。p1 越大，效果越好。更进一步，一个特征的好坏与自相关矩阵 A 的

两个特征值都关系密切。因为这两个特征根代表相互垂直的两个方向，除了 p1，一个好特征

也要顾及两个方向的突出性。 

万变不离其宗，大多数特征提取算法都以自相关矩阵及其特征根为出发点。比如著名的

Harris 算子，它是这么设计指标的： 

 
2

1 2 1 2det( ) trace( ) ( )    − = − +A A                     5.5 

其中 det(·)代表矩阵的行列式，trace(·)代表矩阵的迹。参数 α 通常等于 0.06。选定邻域

大小（如 8×8 的像素窗口），在图像上逐像素地按 5.5 计算指标，若大于给定阈值，就对应

一个 Harris 特征。为保证特征间的均匀性和分散性，通常将整幅图像划分为局部区域（如

200×200），该区域最大的指标就对应着这个区域的 Harris 特征，并忽略其他的峰值。 

我们这里将 Harris 算子归结为旋转不变算子，正是因为它是从自相关矩阵的特征根出

发。两个特征根对应相互垂直的两个方向。自然地，只要将特征的主方向，旋转到某个指定

的方向（如从左向右的水平方向），就可以消除旋转变形带来的影响。 

5.1.3 SIFT 算子 

SIFT（Scale Invariant Feature Transform），是当前稀疏匹配所广泛采用的特征提取算子

之一[25]。它与 Harris 一样，具有旋转不变性；此外，正如它的名字，主要贡献是进一步完

成了对尺度形变的处理。 

事实上，多尺度金字塔影像匹配是摄影测量学中最常用的方法，用廉价的少量额外空间

换取大量的计算时间。金字塔影像可通过不同卷积核的滤波获得（见 1.3.1 小节）。图 5.2 是

一个立体像对的 3 层倍数金字塔。传统的航空摄影测量，航片通常由同一相机、同一飞机、

在同一高度获取，立体像对的尺度基本一致。金字塔匹配采用自顶而下，层层对应的方式进

行。通常，我们在原始影像上提取的某个特征，但并不知道同名点的确切位置，可能要搜索

n×n 个像素；而在上一层金字塔上，只需搜索 0.25×n2 个像素；如此类推，在顶层金字塔上

往往只需搜索数十个像素。在顶层得到特征的左右视差之后，将其倍乘，在下一层继续搜索

并匹配，一直到原始层。在图 5.1 中，首先在参考图像的原始层中提取了特征（用圆圈表示），

然后逐层传递到顶层，从顶层开始匹配，得到候选同名点（用三角表示）。再以此为匹配初

始值约束，向下层匹配，最终得到原始图像上的同名点。 



 
 

 

图 5.1 金字塔图像匹配 

现在的问题是，如果左右像片，分别是从万米高空的航摄飞机和千米处的无人机摄影所

得，那么两者的尺度显然不一致，金字塔层也非一一对应。假如，航摄像片的原始层恰好对

应无人机的金字塔顶层，我们如何得知？乍一看问题很简单，建立一个双向多重映射，去一

个个试！当然这是可行的，确实也有人这么做过，这种穷举法的大体思路正确，但方法过于

粗糙，并非最终解决之道。 

想象像片中的一元硬币，硬币上的纹络清晰可见。现在夸张地将图片缩小，以致硬币成

为一个斑点；再夸张地将其放大，让“元”字占据整个屏幕。我们说，对于描述一枚完整的

硬币，后两种尺度都是不适宜的。理论上存在这样一个尺度，可作为人眼或计算机识别“硬

币特征”的最佳尺度。对于立体像对而言，即使其原始分辨率差异巨大，但只要同时缩放到

这个特定的“最佳尺度”下，就解决了尺度不变性的问题。如果将尺度看作是除了位置外的

第三维，那么 SIFT 就是在这三个方向都具有稳定性和独特性（distinctive）的算子。尺度不

变的思想很简单，但实现起来还是要由一系列的复杂的图像处理操作来完成。 

SIFT 对位置和尺度处理是紧密联系的。在平面上，和 Harris 使用的自相关矩阵略有区

别，它采用二阶差分矩阵（梯度的梯度），即 Hessian 矩阵来识别位置特征。如前所述，Hessian

矩阵是最低阶的各向同性算子，在图像处理中应用极其广泛。 
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根据式 5.6，计算 H 的迹和行列式。若 trace(H) < 10det(H)成立，则是一个平面特征。 

二阶差分可用高斯差分（Difference of Gaussian, DoG）来近似计算（详见 1.3.1 小节）。

SIFT 首先建立多级“倍数（octave）”金字塔，即每层金字塔的长和宽依次减少一半。对于

任意一层金字塔，分别用 4 种不同卷积核的多尺度高斯滤波进行卷积运算，得到不同平滑度

的滤波图像。高斯核参数 σ 越大，影像越模糊。然后对相邻的高斯滤波图像求差，获得 DoG

图像。注意这里有两个尺度。一个是多尺度的金字塔；另外一个是多尺度的高斯滤波。前者

易于理解，比如前面“硬币”的例子；后者的作用不仅是用来计算 DoG 图像，滤除不同程

度的噪声（即使本非噪声）也会更有利于描述特征。举个例子，一个小伙子脸上长着青春痘，

隔了 2 个月分别给他照了相，青春痘的位置变了。如果用恰当的高斯滤波去滤除痘痘，就能



 
 

提取更好的、利于匹配的脸部特征。 

获得 DoG 图像后，下一步是在 DoG 图像上提取特征。这个特征不但是在当前层（平面）

是“突出的”，而且在不同分辨率的相邻 DoG 层，也是“突出的”极值；这就是三维尺度上

的 SIFT 特征。有个疑问是，既然是倍数金字塔，如果立体像对的尺度差异是 1.5 倍，该如

何处理？与图像处理中的插值算法类似，SIFT 采用二次多项式拟合的方式达到子像素（三

个方向）精度。 

依次对所有的金字塔图像进行以上操作。经验表明建立 3 层金字塔是顾及效果与时间

的最优层数，图 5.2 示意了其中的 2 层倍数金字塔以及 DoG 图像的计算流程。 

 

图 5.2 倍数金字塔和 DoG 图像（引自[25]） 

以上是 SIFT 特征的判别方法，进一步需要对该特征进行描述。在特征所在的高斯滤波

图像层上（而非 DoG 图像），开辟以特征为中心的 16×16 像素块，并逐像素计算梯度值。故

SIFT 特征提取是采用二阶差分，而特征描述采用一阶差分。由于像素中心的权理应比外围

像素的权更大，SIFT 采取随半径递减的赋权方法（也是通过高斯滤波）。然后，16×16 像素

块均分成 16 个 4×4 像素子块；每 4×4 像素子块内加权后的梯度分别累加，得到 8 个方向的

梯度值（1 个 8 维的向量）。 16 个子块共计 128 维，即 SIFT 特征由 128 维的向量进行描述。

对该向量的最大抑制和归一化、 旋转至主方向（同 Harris）等细节操作不再敷述，请参考原

文[25]。 

5.1.4 A-SIFT 与最小二乘匹配 

对于两幅平面立体像对，即使 SIFT 已经构建了近似完美的 4 参数 2D 相似变换，但与

普遍意义上的 8 参数 2D 透视变换间仍有鸿沟。我们真正需要的是透视不变量，但直接构建

它存在计算上的困难。幸好，鸿沟中有块垫脚石，叫仿射变换；更妙的是，在很小的局部区

域（比如 16×16 像素块），仿射变换与透视变换几乎完全等价！该结论使得我们在匹配局部

特征时，只考虑仿射不变即可。目前，已经有多种仿射不变特征算子被陆续提出，这里选择

介绍 Affine-SIFT（简写为 A-SIFT）[26]，它是在 SIFT 基础上建立的针对仿射不变的图像特



 
 

征。 

在介绍 A-SIFT 之前，先探讨另外一种匹配方法：摄影测量中常用的最小二乘匹配[27]。

最小二乘匹配是一种精确匹配的策略，它需要较准确的初始值。这个初始值通常根据一般的

相关匹配得到；而相关能达到的精度一般要低于 0.5 个像素，为了达到更好的精度，最小二

乘匹配作出这样的假设：以初始匹配点为中心，基准图像窗口与待匹配图像窗口之间的几何

变形满足 6 参数的平面仿射变换。若窗口所在的区域是平坦的，这确实是一个正确的假设。

首先将基准图像进行仿射变换，即 u(x, y)→u(ax+by +e, cx+dy +f)，然后根据最大化相关系数

这个极值条件来计算仿射变换参数，以保证图像窗口的一一对应。 

这种直接构建不变量的方法，一般称为“正则化（normalization）”。在 SIFT 算子中，对

于旋转参量同样是采用了正则化方法，如旋转只是一个主方向上的旋转变换。而对于尺度的

处理，采用的是“模拟法（simulation）”，因为需要生成一系列虚拟尺度的金字塔图像。在 A-

SFIT 中，同样采用了正则化与模拟结合的方式。旋转用正则化，其他三个参数用模拟。 

由于平移(e, f)即图像对应特征点的坐标之差，故仿射变换可仅考虑 4 个参数，并可分解

为： 
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   5.7 

其中，ϕ 为图像自旋角，θ = arccos(1/t)为侧视角，φ∈[0, π)为水平角。与 SIFT 相似，ϕ

可用描述子的主方向来对齐，尺度 λ 用金字塔图像和尺度空间特征解决；关键是如何构建 θ

和 φ 这两个视角的不变量，见图 5.3。 

 

图 5.3 仿射变换的参数分解 

在文献[26]中，这两个角都用模拟的方法解决，即将角度离散化，并生成一系列的模拟

图像。其中，设定侧视角 θ 在[0, 80°]之间，由此得到 t∈[1, 4 2 )。根据经验，t 的步长取 2 ，

则 t = {1, 2 ,2, 2 2 ,4,4 2 }，共 6 个取值。而水平角 φ 在[0, π)之间，其步长根据经验设定为

72°/t。即当侧视角越大时，变形越大，水平角需要更频繁地采样。图 5.4 显示了部分视角下

的采样点。在该视点对原图像进行重采样，生成一系列从不同角度看去的原图像的副本。最

终，图像（连同所有的模拟副本）上 SIFT 特征的集合作为该特征的描述。 



 
 

 

图 5.4 部分视角的采样点（引自文献[26]） 

再回到最小二乘匹配。由于它需要很好的初值，且依赖于相关系数的极值条件才能获得

仿射参数，而相关匹配有时并不可靠，这就限制了最小二乘匹配的应用范围。虽然它的计算

量比 A-SFIT 要小很多。 

 

5.2 图像匹配 

5.2.1 几种相似性测度 

提取特征，对其描述，匹配工作业已完成一半；下一步，是要设计两个特征描述是否等

价的判断标准，称为“相似性测度（similarity measure）”。目前，有三个常用测度：相关、

最近邻次近邻距离比、互信息。 

相关指计算连续信号或离散向量之间的相关性。相关性的表达并不唯一，有数个变种，

其中最常见的是归一化相关（见式 1.58、1.59）。归一化使得相关值通常在 0~1 之间，相关

值也称为相关系数（Nomalized Correlation Coefficient, NCC）： 

 1 2

1 2

NCC
I I

I I


=                                 5.8 

其中 iI 表示灰度值的重心化向量，||·||表示向量的欧式距离。归一化相关简洁明确，且具

有对全局亮度变化的不变性；在摄影测量和计算机视觉中应用广泛。不过，它的缺点也很明

显：只有固定的唯一阈值作为同名点判别标准（NCC 通常在 0.6~0.8 之间）。这个单重标准

有时会导致误匹配（false positive）或误剔除（false negative）。例如，设定相关阈值为 0.7，

有一对候选点 NCC = 0.75 被接受，但却虚假的；而另一对真实的同名点由于 NCC = 0.67 被

误剔除。另一种情况则更难处理。假设选定的特征是建筑物窗户，面对大量重复的窗口，NCC

将导致大量的相关峰值，而最大的那个不一定正确。 

最近邻次近邻距离比（nearest neighbor distance ratio, NNDR）对僵硬的单个指定指标和

可能的多峰值匹配都有更好的抗性。它定义为： 

 
0 1

0 2

NNDR
D D

D D

−
=

−
                               5.9 

其中，D0 表示基准特征向量，D1、D2分别表示搜索片上与 D0（在欧式距离上的）最近



 
 

邻和次近邻的特征。NNDR 是一个相对性的阈值，而不是针对亮度或梯度的固定阈值；强调

特征的“独特性（distinctive）”——除了那个“最像的”D1，其他都不像；同时也就避免了

多峰值的问题。它弥补了 NC 的缺陷，提高了匹配的准确性，很多实验也表明 NNDR 要优

于 NC。不过，正是由于这个独特性，也限制了 NNDR 的使用范围。像 SIFT 这样的描述子

本身，是很独特；但很多匹配算法依然采用原始像素值（如模板匹配和许多密集匹配方法），

像素窗口本身并不独特，并易受噪声干扰；这时候 NCC 效果可能更佳。因此，并没有最好

的相似性测度，只有对描述子本身、图像噪声等因素下最适合的测度。 

互信息（mutual information, MI），如同相关，概念也源于信息论，上世纪 90 年代开始

作为相似测度使用。最近逐渐流行于图像匹配、多模型配准（如光学和雷达数据、多种类型

的医学图像）等[28]。理论上，MI 比起 NNDR、NCC，更具普遍的统计意义，它从像素的信

息量（用熵 entropy 衡量）出发： 

 1 2 1 2MI ( ) ( ) ( , )H I H I H I I= + −                           5.10 

H(I)代表信息 I（即图像或图像窗口）的熵： 

 ( ) ( ) log ( )
x

H I p x p x= −                            5.11 

这里，x 是某个具体的亮度值，通常取值为 0~255，那么 p(x)就是该值在整个 I 上出现

的概率；H(I1, I2)代表信息的联合熵： 

1 2

,

( , ) ( , ) log ( , )
x y

H I I p x y p x y= −                        5.12 

同理， p(x, y) 是一对亮度值(x, y) 在对应图像上出现的概率。MI 量测这两个信息的互

相依赖程度，即 I2是否可从 I1 中推断出来（反之亦然）。若两幅图像完全配准，则由信息 I1

能够得到 I2，互信息很高；若信息间完全独立，我们无法从 I1中获得关于 I2的信息，MI 就

很低。这样，它就有点像 NCC，需要指定一个阈值。一般地，NNDR 和 NCC 在稀疏匹配中

应用较广，而 MI 和 NCC 在密集匹配中应用广泛。 

5.2.2 误匹配处理 

匹配的最后一步是尽可能保证正确率。真实场景中，受几何形变、非线性光照、特征描

述算子的表达能力、相似性测度的有效性等影响，误匹配数量可能比正确配对数还高。幸好，

我们所处理的立体像对，并非只有上述辐射信息（灰度或梯度）；立体像对间的几何信息，

恰可作为约束条件，提升匹配的正确率。 

和 1.3.3 小节中的介绍类似，通常将那些正确配对的特征称作内点（inlier），误匹配点称

为外点（outlier），内点应符合一定的数学模型，在立体匹配中就是核线几何。回顾式 3.2：

x1Ex2 = 0，为计算本质矩阵，需要 5 对或 8 对同名点计算相应的未知参数（取决于采用非线

性最小二乘还是线性解法）；而一次匹配往往得到数百或更多的候选点。立体匹配非常适合

于 RANSAC 方法，因为参数空间很小。用 RANSAC 进行粗差剔除如算法 5.1 所示。 

算法 5.1 用 RANSAC 剔除立体图像匹配中的外点 

________________________________________________________________________ 

1. 根据 1.70 计算循环次数 k；设定阈值 Th = 0.5 pixel（根据实际需要），k 维临时变



 
 

量 C[k]。 

2. 循环 k 次： 

2.1 从同名点集任意抽取 5（8）对同名点，用最小二乘（或 SVD）计算 Ei。 

2.2 将所有的同名点代入 x1Eix2，若其绝对值小于 Th，设为内点；否则为外点，

将内点数记录到 C[i]中。 

3.  定位数组 C 中最大值 Cmax所对应的循环计数 i，取出 i 所对应的内点。用所有内

点再次计算 E，并输出。 

———————————————————————————————————— 

以上基于 RANSAC 的粗差剔除方法将消除绝大部分粗差。然而，正如 3.1 节中的介绍，

核线几何是点到线的映射，同一核线上的错误同名点，是无法通过核线几何方程探测出来的。

因此，立体匹配无法完全避免误匹配，只有三张像片或更多才能做到。回顾 3.4.1，三视几何

是点+点→点的映射，若三根光线无法相交于同一点，则必然存在误匹配点。因此，三视几

何所对应的三焦点张量，是能够完全剔除匹配外点的最小几何约束。若不考虑计算量，在序

列图像的匹配中，基于三视几何的粗差剔除（如算法 5.2 所示）更值得推荐。 

算法 5.2 用 RANSAC 剔除三视图像匹配中的外点 

________________________________________________________________________ 

1. 根据 1.70 计算循环次数 k；设定阈值 Th = 0.5 pixel（根据实际需要），k 维临时变

量 C[k]。 

2. 循环 k 次： 

2.1 从同名点集任意抽取 12（26）对同名点，根据 3.30，用最小二乘（或 SVD）

计算 ti
jk。 

2.2 将所有的同名点代入 1 2 3[ ] [ ]i jk

ix t x x ，若其绝对值小于 Th，设为内点；否则

为外点，将内点数记录到 C[i]中。 

3.  定位数组 C 中最大值 Cmax所对应的循环计数 i，取出（或重新计算）i 所对应的

内点。用所有内点再次计算 ti
jk，并输出。 

———————————————————————————————————— 

虽然三视几何能够完全约束同名点，但是有时候也需要考虑更复杂的情形：序列图像中

的像点坐标观测值依然存在外点。这可能来源于某个世界点出现在大量的像片上，例如 10

度重叠；也可能来源于局部阈值 Th 并不能保证全局平差精度的一致性。这时候，检测外点

的任务就无法交给 RANSAC 了：参数空间太大。同样，几何约束关系也不宜采用 n 焦点张

量，而是要用光束法平差。例如，1000 张图像的平差中，有 6000 个外参数。这时候只适宜

采用权衰减法。算法 5.3 示意了采用权衰减法探测匹配产生的像点粗差的流程。 

 

算法 5.3 用变权法剔除光束法平差中的像点粗差 

________________________________________________________________________ 

1. 设定所有同名像点的权值为 P = 1。 



 
 

2. 循环开始： 

2.1 列出所有像点的共线条件方程和法方程，根据最小二乘法求解式 4.13；并

计算平差中误差 σ、每个像点的多余观测分量 ri 和每个共线方程的残差 vi。 

2.2 根据式 1.71，计算每个像点的新权值 Pi。 

  循环结束条件：直到 σ 几乎不再发生变化。 

3.  输出所有像点的 3D 坐标、所有像片的外方位元素。 

———————————————————————————————————— 

 

5.2.3 匹配效率 

通过特征提取和描述，并计算其相似测度以判断同名特征，基本的匹配步骤已经完成；

但我们自然希望匹配算法越快越好。对于特征提取，由于是“逐像素”的并行操作，就可以

引入 CPU 或 GPU 等并行加速算法。一副百万像素的图像提取 SIFT 特征，若采用 GPU 加

速，在普通微机上可将分钟级的处理时间压缩到一秒以下。 

对于特征间相似性测度的计算，需要具体考虑影像匹配算法。若是灰度相关，每个特征

的搜索区间相互独立，就可采取并行算法；若是计算 NNDR，除了并行加速算法外，还要考

虑每个特征要和另外一幅图像的所有特征逐一比较。这是一个典型的计算机查找和排序问

题，因此可引入 Hash 表、二叉树等高效的搜索策略。 

SIFT 匹配采用了一种称作为 k-d 树的搜索算法，以便快速寻找与特征最相近的 k 个候

选特征。想象一个高维（128 维）的大盒子（bin），恰好容纳所有的 n 个候选特征。然后将

这个盒子每次一分为二，直至划分成 n 个小 bin，每个里面住着一个特征。这种一分为二的

划分方式，恰好对应二叉树的结构。具体的划分标准是，保证这个二叉树具有最小的层数。

根据二叉树，可方便地定位待匹配特征在哪个 bin，以及最邻近的 bin。人类大脑很难想象高

维的空间结构，不妨以二维为例。图 5.5 中，8 个候选特征以大写字母表示，十字“+”代表待

查询点，圆圈“°”代表数据点，虚线代表每次划分。特征向量归一化后，水平方向和垂直

方向的值域都在 0~1 之间。第一步，将数据点生成二叉树。为保证二叉树的均衡，首先在水

平方向 d1 = 0.34 处竖切，8 个特征点被分成左右两个部分。这个剖分线，对应二叉树的根节

点（d1, 0.34）。然后在左边竖直方向的 d2 = 0.52 处横切，将 4 个子特征再次一分为二，得到

左节点（d2, 0.54）。依次类推，得到 8 个 bin 和对应的二叉树结构。第二步，根据二叉树的

查找规则，定位待查询点“+”。首先，从二叉树的根节点出发，确定它在根节点的左子树

上，然后在节点（d2, 0.54）的右子树上，最后定位于 D 所在的 bin。那么 D 就是“+”的最

邻近点。第三步，查找次邻近点。SIFT 采用 BBF（best bin first）的策略。因此，与“+”次

邻近的点是 C 而不是几何距离最近的 B，因为 C 和 D 在二叉树（即 bin）上更靠近。次次近

邻点以此类推。 

  



 
 

 

图 5.5 K-d 树中 bin 的划分及二叉树搜索（引自文献[25]） 

 

5.3 图像密集匹配 

完成图像稀疏匹配之后，可根据正确的同名点计算核线几何，并制作核线立体像对（见

3.5.1 小节）。一个重要的后继工作就是根据核线立体，进一步获取所有像素的同名点，通常

称为密集匹配。密集匹配获得的深度图（或称视差图）是后继 3D 重建的关键。在不考虑核

线误差的前提下，密集匹配将是图像水平方向的一维匹配，即只需考虑左右视差。不过，虽

然降低了维度，但工作并不轻松，普遍认为密集匹配要难于稀疏匹配。主要原因是，密集匹

配试图获得所有像素的同名点，而大部分像素，可能在任何意义上都不是一个好的特征。其

次，运算量几何级增长。例如一幅 10000×10000 的普通航摄图像，只要匹配 10 个同名点就

可稳定计算核线几何；但逐像素的密集匹配需要匹配 1 亿个点。不过，随着现代计算机技术

的进步，后者已不再是真正的障碍。利用多核 GPU 或 CPU 加速算法，即使直接运行最耗时

的全局匹配算法（如 Graph Cut）也在可接受的范围内。本节首先探讨密集匹配的建模和简

化，然后介绍密集匹配的一些进展。 

5.3.1 概述 

最直接的密集匹配方法是采用相关等测度，在核线图像上逐像素匹配同名点。显然，这

种像素孤军奋战的方法遇到纹理缺乏区域，或者纹理重复区域，就失败了。此后的研究尝试

加入更多的约束，比如线特征。然而，并非每幅图像都有足够的线特征，即使有，也未必能

一一对应地提取出来。总而言之，这些简单方法是不完备的，缺少一个坚实的、普适的理论

基础，某些情形有效，而另一些情形失效。具体地，问题出在：无论是点还是线，它们都被

认为是相对独立的，故对应的解必定是一个局部最优解。事实上，所有像素之间都相互影响，

一个像素视差的变化，不仅影响附近的像素，甚至可能影响图像上所有的像素。因此好的理

论基础应该是建立这样一种模型：它将导致全局最优，而非陷入局部最优。认识到这一点后，

可以列出这样一个理想化的全局最优模型： 

 arg max ( , , )p
f p

NC p f d                           5.13 



 
 

其中，NC(a, b, d)表示分别以 a、b 为中心的 d×d 像素窗口间的归一化相关系数，fp 是基

准图像上像素 p 到待匹配图像上对应点 p′的映射，也就是要求的目标函数。很可惜，我们没

法在实践上解出这个模型。它是一个 NP 难题，目前还找不到一个多项式时间内的解。假定

10000×10000 pixels（航空航天图像的数量级）的核线立体像对的左右视差在 1~1000 pixels

之间，那么每一个像素就有 1000 种映射方式，最终可能的排列组合数是 10300000000。考虑到

宇宙中所有原子只有 1080个，还是出发去寻找近似最优解吧！ 

5.3.2 近似全局匹配方法 

除了从相关系数最大，我们也可从等价的能量最小化出发，将式 5.12 改写为： 

 

arg min ( )

( ) ( ) ( )

f

smooth data

E f

E f E f E f= +
                        5.14 

这里将能量 E(f)写成两项之和，即数据自身的能量 Edata 以及与邻域的势能 Esmooth。为便

于理解，可以将 Edata 视作相关系数与 1 之差，即 Edata = ∑(1 – NCp)，NCp 表示像素 p 的相关

系数，相关性越强，能量越小；而 Esmooth，度量当映射为 f 时，与周围像素的匹配值是否相

容，相容性越好，能量越低。拆成两项的原因是，5.13 的排列组合，考虑了所有情况，即一

个像素和其余所有 n - 1 个像素相关，但根本无法求解；而将其写成能量 Edata，由自身的匹

配结果决定，以及 Esmooth，由其邻域决定，在邻域的大小 m << n – 1 时，才可能有多项式时

间内的解。 

既然 Edata 意义明确，如何设计 Esmooth 就成了近似全局匹配的关键。设像素 p 的邻域为

Np（不包括 p 自身），且 q∈Np，那么势能函数表达为： 

 
1 2

( , , ,..., ),
msmooth p q q q i p

p

E V f f f f q N=                    5.15 

遗憾的是这个方程也无法进一步求解。原因是很难量化 qi 与 qj 之间的复杂关系。一个

看似相当无赖的做法是完全忽视它，即假设 qi 与 qj相互独立。在此前提下，得到： 

 ( , )
p

smooth p q

p q N

E V f f


=                          5.16 

顺便举两个例子可为这种“无赖行径”辩护。在量子力学中，计算中遇到无穷大时，用

“重整化（regularization）”消除无穷大，使计算得以继续——数学上的小把戏，只是把垃圾

扫到地毯下以遮人耳目；在摄影测量中，我们假定像点观测值相互独立——根本不现实（可

参考 1.3.3 对变权法的讨论）。即便如此，量子力学依然是这个宇宙中与实验符合最好的理

论；而观测值独立假设也帮助我们完成绝大多数测量和定位的计算。可见，看似不合理的简

化，往往能取得最好的效果。不过，要是认为忽略相关性总不会受到惩罚，那就大错特错了。

经济学家一向认为个人贷款相当安全，愉快地为其建立高斯分布模型，并认为客户之间的关

系相互独立。平时很管用，但关键时刻，独立假设最终成了 2007 年次贷危机的罪魁祸首：

人心恐慌造成挤兑浪潮，个体间呈现的强烈相关导致模型偏差，酿成一系列惨重后果。幸好，

我们这里显然向前两个例子看齐。 

注意引入相互独立条件之后，邻域 Np 的大小就无所谓了，甚至可以直接定义为整个图

像（除去 p）：根据式 5.16 的第二个累加符号，Np 本身只涉及多项式时间（P 问题）。现在进



 
 

一步具体化势能函数 V。回顾势能的定义，它衡量当前点与邻域在引力上的平衡性。假定一

幅二值图像，邻域的灰度都是 0，如果 p 本身的值是 1，就像山峰上的小球，势能很大；如

果 p 值为 0，就像在平地上，势能为 0。因此，势能函数可用当前点与邻域的“差异”来衡

量。不过，除了平衡性，也要考虑保留正确的突变（discontinuity preserving），这些突变表现

为图像上的边缘和纹理细节。一般地，将突变性量化为替势能函数加入一个可控上限： 

 ( , ) min( ,|| || )dV K   = −                        5.17 

式中，||·||d 表示范式，d 一般取 1 或 2，K 是提前设定的参数，反映不平滑的边界区域的

最大突变，α、β 分别表示当前像素与邻域像素的左右视差。另外一个常用的模型是波茨模

型（potts model）： 

 ( , ) ( )V K T   =                             5.18 

K 是给定参数，T(·)是这样一个函数，它仅在参数为真时等于 1，否则为 0。这里，除了

当前点与邻域点视差相等时有最低能量 0，其他情形都为常数 1。 

数次简化之后，现在终于可以计算 5.14 了。式中 Edata 很简单，关键在于计算 V(α, β)。

穷举式的蛮算行不通，Esmooth 计算量级依然是天文数字。我们需要在数学算法上进一步的优

化。 

最常用的优化方法是一维动态规划。很可惜，动态规划是有前提的，它要求目标函数是

凸的（convex），而考虑边界突变条件的函数一般不能保证这个条件。另外一种常见的、有

代表性的算法是图割法（graph cut methods）。 

在 Boykov 等学者的经典论文中[29]，用两类标签的变动来近似求解式 5.14。这里标签

的含义就是视差值，比如说 1000 种视差就意味着一个像素可选择 1000 种标签中的一张。一

类标签变动是“标签互换（α-β swap）”，另一类是“标签膨胀（α expansion）”。这两种

操作不断执行，使得式 5.13 的能量不断减少，直到标签的变动再也无法使得能量下降为止。 

先讨论图模型中的 α-β 互换。在图 5.6 中，有两类顶点。一类即标签 α 和 β；另一类是 

像素 p 及其邻域（其标签必须是 α 或 β）。初始条件是 p、 r、 s 属于 α，余下的属于 β。图

的边也有两类，一类是标签与像素的连线，表达该像素归属于某类标签的可能性（即权重），

比如 pt 表示将 p 赋值为 α 的权。另一类是邻域像素间的连线。如 e (p, q) 表示 p、q 之间的

权重。 

 



 
 

  

图 5.6 图模型和标签互换 

具体地，设 q∈Np为像素 p 的邻域，这两类权重的赋权方式如下： 
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                      5.19 

式中，t 边缘由两类参数决定，一类是数据本身，如像素间的相关性，另一类是排除标

签 α 和 β 后的邻域势能函数。而像素间的边（标签必须以{α, β}或{β, α}方式配对）直接由其

势能函数决定。其势能函数的形式采用了波茨模型 5.18。 

现在，定义一个图 G 的割 C（Cut），C 是原图本身的一个子集，它必须能做到：如果移

除 C，那么原图（即 G – C）中的每个像素，只能有一个标签。比如说，我们在图 5.6 像素

的上方横切一刀，那么 C = { pt , qt


,…, st


}。检查图 G – C，现在每个像素只有唯一标签了。

同样，在图 C 中，每个像素也有唯一标签。这表示一个可行的解，可由图 C 对应的割操作

来描述。当然 C 的形式很多，比如说在图 5.4 中斜切一刀。如果用|C|表示 C 的代价函数，

文献[29]证明， 

 | | ( )CC E f K= +                               5.20 

其中 K 为常数，fC表示按照图 C 的边对像素赋标签。这时候，要最小化能量 E(f)，就等

价于最小化图 C 的代价函数，即一个图的最小割问题。|C|又等于各边权重之和，根据式 5.19

的初始权，可以计算出最小割 C。 

另外一类是标签膨胀，这里的膨胀与图像处理中的像素膨胀操作类似，指将 p（fp = α）

邻域内的某些点，标签设置为 α。使得能量最小的标签膨胀操作与最小割之间的等价关系同

样得到了证明。 

现在的疑问是：标签互换与标签膨胀，只涉及两类标签操作，它们能否接近全局最优



 
 

且不会陷入局部最优吗？其他的标签操作有很多，比如说，可以设计这样的操作（不管有

无足够的理由）：α、β 互换后 α + 1；标签膨胀为邻域的均值，等等。文献[29]进一步验证

了标签互换和膨胀操作非常强大，并推导了标签膨胀操作与全局最优的数值关系： 

 ( ) 2 ( *)CE f cE f                              5.21 

其中 fC代表最小割映射，f*是使得全局最优的映射。c 是一个常数，等于， 
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                               5.22 

5.21 给出了最小割方法的误差上界。目前，在密集匹配全局最优这个 NP 难题无解的

前提下，图的最小割及其改进技术是最好的全局近似解。 

5.3.3 半全局方法 

基于全局近似最优的方法，其最大缺点是程序执行非常缓慢。即使有了多核并行技术，

对于动辄数 G 的遥感图像，和巨大的左右视差范围（即标签总数），处理难度依然相当大。

目前，在遥感图像密集匹配中，半全局匹配技术往往更受青睐。 

即便是半全局最优方法，往往也会以全局模型为出发点。总体而言，式 5.14~5.16 是相

当普遍的理论基础，各种算法的差异取决于数据能量函数和邻域势能函数的具体形式。

Hirschmuller [28]采用的能量函数是： 
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= + − = + −         5.23 

其中 D 表示视差图，从视差图可以直接恢复右片同名点的真实坐标（即左片坐标加上

视差图对应像素坐标）。和前面图割方法类似，用波茨模型来计算势能函数。相对于式 5.17，

采用了分段形式来细化邻域视差大小的影响。若视差之差为 0，则势能为 0；为 1，设定为

常数 P1；否则为常数 P2，且 P2 > P1。即与邻域的区别越大，能量越大。 

代价函数 C 代表数据能量。具体地，这个代价函数由互信息（MI）计算。在前面的稀

疏匹配中论及：足够大的像素块才有足够的信息量用于特征提取和匹配；然而在这里，单像

素匹配可能是更好的选择。在视差突变处，像素块自身的每个像素不可能都有同一个视差值，

而这正是相关匹配生效的前提。因此，在文献[28]中，采用单像素的互信息来计算代价函数。

回顾 5.2.1 小节，先定义互信息公式 MI(i, j)。首先： 
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其中 I 代表原始图像中具有同名点的区域，即排除图像中非重叠部分以及遮挡造成的不

可见区域；n 为同名点的总数；P(i, j)代表像素亮度对(i, j)出现的概率，对于一幅灰度图像，

(i, j)的组合排列数为 256×256。g(i, j)表示高斯卷积核，以滤除噪声（注意到单像素对噪声更

加敏感）。 

那么，亮度对(i, j)的互信息为： 



 
 

1 2 1 2 1 2, ,( , ) ( ) ( ) ( , )I I I I I IMI i j h i h j h i j= + −                   5.25 

考虑到相关性越强，MI(i, j)越大，因此某个像素 p 的代价函数可设置为 MI 的相反数： 

 
1 2, 1 2( )( , ) ( , )I I p p dC p d MI I I += −                       5.26 

其中 d 代表视差图 D 中像素 p 的左右视差；I1p 是基准片上像素 p 的灰度，I2(p+d)是 p 的

同名点 p′ = p + d 的灰度。将式 5.26 代入 5.23 就得到了目标能量函数 E(D)的具体形式。使

得该函数最小的视差图 D，即全局最优解。如前所述，顾及视差突变的能量函数的最小化，

一般是一个 NP 难题；式 5.23 同样可以采用图割算法来获得一个近似全局最优解。不过，鉴

于图割算法的超大运算量，考虑半全局最优的解决方案。 

通常一个像素 p 的视差变化会影响邻域内所有的视差，即必须考虑 2D 图像；一种近似

的方案是：计算通过像素 p 所有的 1D 方向线，来逼近 2D 图像的最优化。如图 5.7，现在 p

的邻域只考虑 16 个 1D 方向线，不在方向线上的邻域像素被忽略；每个方向分别计算一维

能量函数，使得这些能量函数之和最小的视差图成为半全局最优解。 

 

图 5.7 代价聚合（引自文献[28]） 

具体地，在 r 方向上的代价函数为： 
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           5.27 

将所有方向的代价函数取和： 

 ( , ) ( , )r

r

S p d L p d=                             5.28 

使得 S(p, d)最小的 d 就是像素 p 的半全局最优解。注意 Lr是一个递归的形式，其中 p - 

r 代表 p 在 r 方向上的前一个像素。如图 5.7 所示，递归计算从边界开始，令 b 表示边界像

素，且有 

 ( , ) ( , )rL b d C b d=                              5.29 

将 5.29 代入 5.27，可以依次得到该方向上所有像点 p 的代价函数。若视差范围为 D，

对于任意一个像素，式 5.27（边缘像素为式 5.29）一共需要计算 D 次；若通过 16 条方向线

汇聚，就是 16×D；考虑到所有像素，最终的循环次数是：16×D×W×H。相对于图割法，半



 
 

全局匹配具有相当高的执行效率。 

现在剩下最后一个问题。为了计算 C(p, d)，见式 5.26，我们首先就要得到视差图，才能

计算互信息，即需要一个初始解。一般地，初始视差图可以由局部最优方法得到，如采用相

关系数匹配。 

为了提高最终的匹配精度，文献[26]也作了两点提议。第一，为达到子像素精度，可以

采用二次多项式拟合最小能量 S(p, d)附近的像素。第二，双向求解。分别以左片和右片为基

准片，求得两幅视差图。这两幅图理论上是相同的，若对应像素值（即视差）不等，在差大

于 1 个像素时，认为是无效匹配点。 

 

5.4 一些补充 

5.4.1 Bag of Visual Words 

Bag of Words 最初出现在文档统计中。首先统计单个文档中某些单词出现的词频，如

“Shakespare”出现了 100 次，“light”出现了 30 次等等，并根据词频构建直方图。每个文

档具有独特的直方图特征，用词频直方图表征该文档，以示与其他文档间的区别。而视觉词

袋（Bag of Visual Words, BoVW）与此大同小异，只是将一维的文档对象延伸至二维的图像。 

英文中的单词可参考英文词典、中文可参考汉语字典。对于图像而言，为实现 BoVW，

首先也需要建立这样的一个词典。词典的建立包括三个步骤。首先挑选特征描述子。词典通

常由比较独特的特征来描述，例如，选择采用 128 维的 SIFT 作为词典的基本单元。第二步，

确定如何划分图像。遥感图像包括较大的覆盖范围，可采用划分成均匀瓦片的方法，如

100*100 的图像窗口。在每个窗口内提取的特征，并用于描述该窗口。在有些应用中也可以

不划分图像，而直接在图像上提取 SIFT 特征，并用这些特征的集合来表达该图像。无论采

用哪种方法，都可能产生庞大的词库和冗余。因此第三步，聚类和词库优化通常是必要的。

聚类可采用 K 均值法。例如，在 100 幅参考图像中提取了 100 万个 SIFT 特征，现在需要将

其压缩为 1000 个词的视觉词库，则需要将聚类中心个数设置为 1000。 

视觉词库的一个直接应用是图像检索。例如，在参考图像中，某个（或某些）词代表“建

筑”；在待检索图像中，通过构建 SIFT 特征，并与视觉词库逐一比较，若这些代表“建筑”

的词出现了，或出现频繁，则认为该图像中含有建筑物。原始的视觉词库的概念并不包括上

下文信息。但我们可以加入这些信息，如“建筑”与“道路”通常成对出现、“船坞”位于

水边等等，以达到更好的检索效果。 

这里的图像检索有点类似模板匹配。区别在于，图像检索一般只要求在图像集中“发现”

某个特征，对定位精度要求较低，属于特征匹配。而模板匹配通常应用在：以较高的精度去

识别并“定位”图像集中的某个物体，如路灯，属于像素级匹配。 

5.4.2 闭环探测 

当我们将视野从传统航空航天摄影测量扩展到地面移动测图系统、移动机器人导航、

SLAM 等，则必须考虑闭环探测。传统航摄要求像片具有确定的航向和旁向重叠。重叠度决

定了像片间的相对位置关系。然而，在更一般的移动定位或测图中，这些条件不可满足。例

如，测量车在道路上行驶，在行驶了 5 km 后回到之前的交叉路口，即发生了闭环。该闭环



 
 

所对应的像片编号及其重叠度、方位等，是事先未被设计的。若能够自动寻找到闭环，则能

够对后继的定位、平差等提供良好的几何约束条件。 

闭环探测的本质是识别同一场景不同时刻拍摄的（非连续）像片。视觉词库是闭环探测

的基本策略。其思路是：首先采用特征提取算子提取每张像片的特征，实际操作中可有意控

制特征点的数量和分布。将这些特征作为像片的整体描述，存储到内存或外存中。然后，对

于新获取的像片，同样提取特征，并与之前拍摄像片的特征集合逐一进行比较。如在某张像

片中发现大量的重复特征，则判断为闭环。 

闭环探测的方法依然处在发展中。视觉词库法的缺点在于词典，即特征本身。常用的

SIFT 难以处理较大的光照变化；视角变化也可能造成匹配失败。此外，重复场景也会引起

闭环探测失误。可用的补救方法包括：将相对几何约束加入到视觉词库的全局搜索中，有效

减少搜索空间；采用更稳健的辐射、几何不变特征，等等。 

5.4.3 多源图像匹配 

多源图像匹配指从不同的数据源中寻找相同的特征。图像可能同属光学成像，如分别来

自街景图像和航空图像；也可能分别来自光学图像与雷达距离成像。与同源光学图像匹配类

似，异源光学图像的匹配同样需要考虑几何变形和辐射变形，此外，可能还需要考虑时间差

异带来的变化。这些变化反映在像素值自身上，是真实的事物变化还是虚假的条件变化都会

对匹配造成影响。多源光学图像匹配的策略一般是先匹配那些明显的特征，如线、面等，再

去匹配更多的同名点；利用 SIFT、Harris 等角点匹配也是常见的方案。 

对于异构图像匹配，如光学和雷达或 LiDAR 的匹配，则需要考虑具体的传感器类型。

LiDAR 虽然是距离传感器，但它一般用红外激光成像，因此，也可同时获得辐射图像。遥感

中常用的雷达也类似。因此，可将这些异构图像的匹配，转换为光学和红外 2D 图像的匹配。

图像上的轮廓，如井盖、交通标志线，往往是对应的，虽然细节可能不一致。因此可采用信

息熵、或结构提取的方法（如采用傅里叶变换获取高频特征）进行匹配。3D 点云和图像的

匹配超过了本章的范围，请参考第六章的部分内容。 

5.4.4 非线性光照与本征图像分解 

与人眼对物体的感知相同，相机拍摄的像片也受到物体材质、表面形状、场景光照等的

影响。每个像素值，都是这些因素之间复杂的交互融合。其中，最为重要的是亮度（shading）

和反射率（reflectance）。其中亮度对应环境光照，反照率对应物体材质的反射特性。非线性

光照，如阴影、路面镜反射，会影响图像匹配、分割等操作。如果存在一种算法，可以将这

两种参量分解，得到没有光照影响的反照率图像（称为反照率本征图），和场景亮度图（称

为亮度本征图像），将对图像处理提供极大的便利。 

设物体表面为琅勃平面，环境光为自然光，那么图像的像素值 I 可被分解为： 

I = SR                                 5.30 

其中，I 一般为 3 通道彩色图像本身，S 为亮度本征图，R 为反照率本征图。将 I 还原为

S 和 R 的操作称为本征图像分解（Intrinsic image decomposition），最常用的方法称为 Retinex

算法[30]。该算法是通过对人眼的视网膜（Retina）和皮质层（Cortex）的研究而提出，也是

命名的由来。此外，Weiss 的图像序列法也是常用的方法[31]。图 5.8 是采用文献[32]进行本



 
 

征图像分解得到的光照不变图像，相对于原始图像而言，显然更利于匹配。 

 

 

图 5.8 非线性光照图像（上排）及光照不变图像（下排） 

 

  



 
 

 

【课后习题】 

1. 为什么 LoG 是大部分特征提取算子的核心？SIFT 是如何根据 DoG 来模拟 LoG 的？ 

2. 通过阅读经典文献理解当前一些常用特征描述算子：CENTRIST，SURF，Daisy 等等。 

3. Affine-SIFT 匹配和最小二乘匹配都可处理图像（的平坦区域）发生的仿射变形。但两者

的应用方式不同，前者称为：特征匹配；后者称为：模板匹配或逐像素匹配。试举例说

明其应用中的区别。 

4. 尽管经过多年的研究，密集匹配依然尚需改进。目前，国际前沿算法大多采用多视匹配

策略。Smart3D 和 SURE 是两款常用的国际商业软件；与此对应，通过阅读文献“High 

Accuracy and Visibility-Consistent Dense Multiview Stereo”与“SURE: photogrammetric 

surface reconstruction from imagery”深入理解。 

5. 绕某个雕塑（或小型建筑物）一圈，用手机拍摄连续的图像，保证 80%左右的重叠度，

且首尾相连。你也可以采用多条规则航带的航空遥感图像。利用 Bag of Visual Words 的

方法提取 visual words，可采用 SIFT 描述子或 ORB 描述子（从上一章的习题中你应该

学习了 ORB 算子）。根据 visual words 进行闭环探测。试试看能否自动找到首尾相连的

对应像片（或航带间有重叠的像片）。 

6. 在中午 12 点和晚上 8 点的教学楼前拍摄两张像片。分别利用 SIFT、本征图像分解的方

法分别去匹配它们，看看效果如何。考虑到你的眼睛能够立刻识别出来它们的相似性，

你是否能想到更好的方法？ 

 

 

  



 
 

6 相机与激光雷达的融合 

无论在航空机载测量还是地面车载测量中，激光雷达（Light Detection And Ranging, 

LiDAR）与相机的结合，已经成为一种新的发展趋势。装备了这些传感器的测量平台一般称

为移动测图系统（Mobile Mapping System, MMS）。除了专业的测量和绘图外，在无人驾驶

车中，雷达与相机也属于标准配置；在机器人学中，相机-LiDAR 组合是最常用的数据获取

手段。LiDAR 与相机之间具有良好的互补性：LiDAR 测定距离，相机表现场景；理论而言，

两者结合将直接解决三维场景重建的问题。然而目前 LiDAR 以稀疏点云为主流，尚达不到

直接重建的目的；但两者的融合，将为传感器检校、数据融合、几何定位、三维场景生成提

供比单一传感器更丰富的先验知识。本章将以最常见的车载测图系统为例，讨论多传感器集

成式测图系统的静态、动态检校，几何级的融合，以及三维重建。 

 

6.1 传感器静态检校 

车载移动测图系统中通常包含多个传感器：全景相机、立体相机、激光扫描仪、GPS 接

收机、IMU、测距仪等等。在统一的坐标系中确定各传感器之间的相互位置关系，称为传感

器检校；如果从融合的角度，可称为传感器级融合。这个统一的坐标系称为平台坐标系，可

将原点设在相机中心或者 IMU 的中心，Y 轴指向车行方向，Z 轴指向天空，并按右手系得

到 X 轴。本节以普通相机和 LiDAR 为例，介绍传感器检校的流程。 

6.1.1 相机与 GPS、IMU 的检校 

设 IMU 中心为坐标原点，按以上右手准则建立平台坐标系 X-Y-Z。世界坐标系为 Xw-

Yw-Zw，两者之间相差一个相似变换：λw[Rw|Tw]。相机坐标系为 xc-yc-zc，与平台坐标系之间

也相差一个相似变换：λc[Rc|Tc]。简便起见，令 λc = 1。设在像片上量测了 n 个控制点 Xw的

相机坐标 xc =Kx，则有： 

X = [Rc|Tc]xc = λw[Rw|Tw]Xw                         6.1 

其中 x 为像点原始坐标，Rw 由 IMU 测得，Tw 由 GPS 观测值 Tg 以及 GPS 到 IMU 中

心的偏移矢量为 TG相减得到，即 Tw = Tg - TG。此时求解的未知数实际上是 Rc、Tc 以及 TG。

在相机矩阵 K 已知的前提下，共有 9 个独立未知参数；借助 5 个以上的控制点，根据最小

二乘求解 6.1（每个同名点可列出 2 个方程），得到相机与平台间的相似变换参数以及 GPS

和 IMU 的偏移矢量。 

6.1.2 基于线的共线条件方程 

在相机与 GPS、IMU 等辅助传感器进行精密检校的前提下，LiDAR 的检校可以简化为

为相机与 LiDAR 间的检校。事实上，由于 LiDAR 点阵不具备连续视觉成像能力，由光学相

机辅助检校，也是 LiDAR 自身检校的主流手段。 

相机与 LiDAR 之间的几何约束关系，除了最普遍的同名点、同名线外，我们在 1.2.1 小

节介绍的一些约束，如线在面内、线面垂直等，都可用于检校。特别是线特征，在 LiDAR 检

校中尤为重要，因为 LiDAR 的点云较稀疏，无法精确定位角点，而线特征可拟合得到。为



 
 

此，先介绍线约束下的共线条件方程。 

设物方坐标系下的空间直线 L 表达为： 

p = (1-t)p1 +tp2                              6.2 

其中 p1、p2 为线上任意两点、t 为任意实数。设该直线在像片上的投影为 l，其上任意一

点的相机坐标为 x = (x, y, z)。则有： 

x = λRT(p - T)                              6.3 

将 6.2 代入 6.3： 

x = λRT ((1-t)p1 +tp2 - T) = λRT (p1 - T + t(p2 – p1))             6.4 

式 6.4 称为线约束下的共线条件方程。每列一个 6.4，得到三个方程，但额外引入 2 个

尺度未知数 t、λ。因此，最少条件是需要 3 对同名线，共 12 个未知参数；每对同名线任选

2 点，分别列出式 6.4，共计 12 个方程，以解得外参数 R 和 T。 

实际操作时，先用一系列点云拟合直线，如房屋的边缘、电线杆、人行道边缘等等，并

找到对应直线在相机上的投影；建立线之间的几何对应关系。 

6.1.3 激光雷达与相机的检校 

除了由基于线的共线条件方程 6.4 进行相机和 LiDAR 的检校外，利用同名点进行检校

也是常用的方法。设线阵 LiDAR 相对于相机的偏移量由 RLC 和 TLC 表示，pC、pL 分别为相

机坐标系和 LiDAR 坐标系下的物方坐标，则， 

pC = RLC·pL + TLC                           6.5 

在同名点已知的前提下，可根据 6.5，列出 6 个以上的方程并根据最小二乘解出 RLC 和

TLC。事实上，由于点云与图像间的同名点较难获得或者精度不高，通常将 6.5 进一步转化

为点线之间、点面之间的几何约束再去求解。这里介绍两种简单的配置方法。第一种方法是

借助一个参考平面板，利用线线垂直的几何关系实现[33]。 

 

图 6.1 单平面板检校法（引自[33]） 

在图 6.1 中，面板正中间有一条事先描黑的垂线 l，在像片中容易识别出来。由相机中

心和 l 组成平面，并得到平面的法向量 n。设线阵激光扫描平面为 pL = (x, y, 0)。例如，可将

0 时刻扫描线设定为 y 轴，垂直方向为 x 轴；由每根扫描线的角度和距离观测值，算出对应

的 x, y。激光在面板上能够很好地定位出边缘点 Lp1、Lp2。求其中点，得到位于 l 上的点 Lp。

借助 n 与 Lp 向量垂直的几何关系，将 6.5 代入： 

nT(RLC·Lp + TLC) = 0                           6.6 



 
 

变换相机（连同 LiDAR）的位置，利用不同的法向量 ni 和中点 Lpi，得到一系列方程，

解得相机与 LiDAR 间的相对位置关系。 

第二种方法借助于两个平面板和一部红外相机[34]。如图 6.2a 所示，三条竖直黑线可在

相机上提取出来，作为控制；而红色虚线是已知的一条折线，可用彩笔或胶带标出；利用红

外相机将扫描线对准红线。红外相机可观测到红外激光，许多 LiDAR 的探测波段都位于红

外区域。如图 6.2b 所示，pl、pc、pr都在对应的直线 li 上。事实上，由于误差的存在（主要

是激光的密度导致边缘激光点不一定在边缘上），根据点到直线的距离最小列出方程： 

min(dl
2 + dc

2 + dr
2)                              6.7 

其中 di（i = l, c, r）表示 pi点（先根据 6.5 转到相机坐标系下）到对应直线 li的距离。

变换传感器和检校面板间的方位，列出 6 个以上的方程解得 RLC 和 TLC。 

 

图 6.2 (a) 折板检校法 (b) 激光点 pi 与直线 li 的几何关系（引自[34]） 

在第二种配置下，由于是同名线的关系，也可以直接采用式 6.4 来求解检校参数。 

除了以上这些检校方法，也可设计出不同的检校策略，只要将点云和图像之间的同名约

束关系转化为特定的几何方程即可。总之，静态的传感器之间的检校，是一个稍微繁琐、但

是理论并不复杂的成熟技术。 

 

6.2 数据级融合 

在车载移动测图系统中，通过实验场的静态传感器检校，理论上各传感器之间的相互位

置关系固定已知。事实上，即使事先作了精确的静态检校，当测图系统在动态采集数据时，

所得到激光点云和图像可能依然无法完全配准。这里包括几个因素：第一，运动过程中确实

有微小的传感器姿态偏移；第二，激光扫描线的精度受到 GPS/IMU 精度影响，扫描线之间

有一定的扭曲；第三，在相机成像时刻，图像与当时的激光扫描线可能完全对齐，但与其他

时刻的点云数据却不能完全配准。本节介绍运动条件下的检校方法，其目的，是为了将激光

点云和图像这两种数据较好地配准，因此也称为数据级融合。 

6.2.1 看作 2D-3D或 3D-3D刚体配准问题 

绝大多数文献将激光点云和图像的融合看作 2D-3D 或 3D-3D 刚体配准问题，并归结为

相机的姿态估计，其前提条件是，假定 3D 点云不存在误差。此时，配准问题包括两个步骤，

首先是提取两套数据间的对应特征，如角点、线段、平面、灭点、信息熵等，然后根据对应

几何关系由非线性最小二乘解得相机的精确位置和姿态。 

室内静态检校可预先布置道具，动态检校则增加了提取对应特征的难度。不过，诸如线、



 
 

平面和灭点等的几何关系构建与 6.1.3 中的思路基本一致。我们这里重点介绍基于信息熵的

方法[35]。线、面等几何特征不一定能够在开放场景中获取，如提取灭点需要建筑物立面的

平行边，而信息熵几乎不依赖于这些前提。设相机矩阵为 P，图像特征为 u(x, y)，点云 v 经

过相机矩阵 P 投影到图像上的特征为 vP。则我们要得到最优的相机矩阵 P，使得 2D-2D 间

的互信息最大： 

Argmax MI(u, vP)                               6.8 

其中， 

MI(u, vP) = H(u) + H(vP) - H(u, vP)                     6.9 

图像特征的熵 H(u)本身保持不变，为常量，求取方法见式 5.10；由于事先已经经过静态

检校，相机矩阵 P 的误差较小，因此 H(vP)也近似不变。则求 MI(u, vP)的极大值转化为求联

合熵 H(u, vP)的极小值： 

   
,

( , ) ( , ; ) log ( , ; )P i j i j

i j

H u v p u v P p u v P=                   6.10 

若特征 u 和 v 都由 8 位向量描述，则整数 i, j∈[1,256]。 

要求解相机矩阵 P 使得 H(u, vP)最小，需要给 u 和 v 赋以特定的形式。通常 u 可以由图

像的亮度，即灰度值表达，而 v 是由激光点云投影至图像上的特征，没有明确的亮度形式。

在[35]中，同时采用了两种策略。第一种，是根据激光点云的高程值和区间，量化为 256 阶，

即“高程亮度”；另外一种方法是根据每个激光点所返回的光子数目，由检测概率

（probabilityof detection, pdet）表达，再量化为 256 阶，即“光子亮度”。图 6.3 是同一地区

光学图像、高程亮度与光子亮度的比较。假定高程亮度与光子亮度独立不相关，联合熵的最

终形式是： 

H(u, ve, vp) = H(u, ve) + H(u, vp)                    6.11 

其中 u 是图像亮度，ve是高程亮度，vp 是光子亮度。 

   

图 6.3 光学图像、渲染后的高程亮度图像和光子亮度图像（引自[35]） 

6.2.2 考虑激光点云中的误差 

与传感器静态检校不同，数据级融合需要把激光点云铺展到统一的 3D 坐标系中，无论

是采用激光线扫描或面扫描的方式。统一的参考系可由同时采集的多视图像，通过连续相对

定向和自由网平差（或 SfM）得到。或者，由 GNSS/INS 组合导航系统记录。无论采用哪种

方式，把所有的激光点投向统一参考系都会产生或大或小的位置偏差。在机载测图系统中，

GNSS 信号不会被遮挡，激光点云的精度主要由 GNSS/INS 中的陀螺仪自身的精度决定；在

车载测图系统中，由于存在峡谷效应、多路径传播等等，GNSS 自身的精度就难以保证，因

此组合滤波得到的外方位元素可靠性降低。为修正外方位元素的误差，提高点云精度，可采

用两种策略。第一种是利用外部约束。通过布设控制点，利用图像序列和三角测量来解算更



 
 

精确的外方位元素。对于帧之间的外方位元素，则由多项式内插、或者根据滤波技术重新解

算，如卡尔曼平滑。第二种是借助图像序列与点云的互补性。依然先由空中三角测量或 SfM

重建图像序列的几何关系，然后，将这些关系作为新的约束条件加入到 GNSS 和 INS 观测

值中，进行视觉、GNSS 和 INS 整体滤波。此外，较稠密点云的扭曲可以用图像自身的特征

来修正。如从点云中提取出扭曲的边缘，并投影到真实的图像直线上。以此构建几何约束条

件。 

 

6.3 几何级融合 

运动平台的精确定位永远是移动测图系统中的关键问题。在传统的航空航天摄影测量中，

一般借助光学图像和三角测量技术获得像片的位置和姿态。在车载测图系统中， LiDAR 作

为一种新的、具有绝对尺度的信息的数据输入，能够为运动平台定位提供更好的约束条件。

这里探讨如何利用 LiDAR 测距信息来提高平台的几何定位精度，并将其称之为相机和

LiDAR 的几何级融合。 

6.3.1 LiDAR 辅助的尺度约束 

单视相机将三维世界压缩为二维，损失了距离信息。即使通过邻近帧建立立体几何，实

现图像的连续相对定位，也存在两个问题：绝对尺度未知、尺度的累积漂移，后者由误差传

播规律决定。而 LiDAR 的观测值恰是绝对的距离，正可作为图像连续定位的有益补充。考

虑传统立体相机，它的优势在于，基线固定，不存在尺度漂移；但其配置复杂，通常需要八

个独立相机的组合以覆盖整个场景。另一种可选方案是采用 360°成像的全景相机，结合

LiDAR，在理论上可取代传统的立体相机，且配置简洁、后续处理上也有一定优势（省去拼

接的工作）。但要达到传统立体相机的尺度约束效果，需要将 LiDAR 观测值作为尺度约束条

件，与共线条件方程联列。先介绍一种严格的方法[36]。 

首先借助图像匹配，获得一系列的同名特征点；根据核线几何，得到两幅图像间的相对

位置关系。若特征点处恰好有激光测距值，则可得到立体像对间的绝对尺度。事实上，通常

激光束只会出现在特征点附近。除非激光点云足够密时，可取最邻近的激光点作为对应的深

度；更合理的做法是，以特征点为中心，开辟小窗口。窗口内的激光束，进行平面拟合。平

坦区域，如路面、建筑物侧面，是较理想的目标。此时计算光线到该平面的距离，并以此计

算绝对尺度（见图 6.4）。该方法能够得到较准确的绝对尺度，但是由于需要一些先决条件，

如用于尺度计算的特征点需要位于平面上；否则平面拟合过程中可能出现较大的误差。 

具体地，先根据检校后相机与 LiDAR 固定的相对几何关系，将点云转换到相机 A 坐标

系下，则由点云拟合的平面与光线 Aa'相交，求得 a 点，同时得到 Aa 的距离 Da。那么观测

方程就是： 

λDa = Xa
2 + Ya

2 + Za
2                            6.12 

其中(Xa Ya Za)是 a 点在立体模型中的 3D 坐标，由前方交会算出；通过恰当的比例参数

λ 缩放，恢复到绝对尺度。每引入一个特征点，将得到一个尺度观测方程。因此可通过最小

二乘，或取中值等方法得到最优尺度参数 λ。 

 



 
 

 

图 6.4 激光辅助的尺度约束（引自[36]） 

第二种方法是利用相机到地面的高度 H。令(Xa Ya Za)为 a 点的 3D 坐标，显然， 

Za = -H                             6.13 

这是关于高度的观测模型。其中 Za 又可表达为： 

2121

22 )(

XzZx

XtZt
Z zx

a
−

−
=


                         6.14 

这里 λ 是尺度参量，T = [tx ty tz]T是基线向量，(x1, y1, z1) and (x2, y2, z2)分别是 a 点在 A、

B 相机中的相机坐标；R 为旋转矩阵，且有(X2, Y2, Z2)T = R[x2, y2, z2]T。从式 6.12 和 6.13 可

直接计算出尺度参量 λ；若将 6.12 代入到共线条件方程，就可在整体光束法平差中加入绝对

尺度约束；且每一个特征点，都可引入一个尺度方程。利用这种方法需要假定地面相对平坦，

在崎岖路面上，该方法的误差是比较大的。 

6.3.2 几何约束下的闭环探测 

我们在5.4.1小节讨论了bag of visual words，这项技术本身只涉及序列图像的特征表达，

并未引入任何空间几何信息。所采用的全局盲搜索策略，除了引入巨大的搜索空间外，也会

使得特征间的多重对应的问题更加严重。例如，一些经典视觉 SLAM 系统，如 FAB-MAP [37]

和 CAT-SLAM [38] 都采用 SIFT 特征检测闭环。但 SIFT 只具有平面相似变换不变性，对于

透视变换下的巨大视角差异、很强的 3D 结构等，往往性能下降。既然有了 LiDAR 点云，

就应该在定位中利用该信息，进一步约束特征搜索空间，发现更好的匹配特征，以提高闭环

的识别率和识别效率。 



 
 

 

图 6.5 由激光辅助生成路面正视图用于闭环探测（引自[36]） 

可以先采用 6.3.1 小节的 LiDAR 辅助的尺度约束方法，以约束尺度漂移，减少搜索空

间。消除尺度误差后，可进一步发现更好的特征用于构建 bag of visual words。例如，在图

6.5 中，左侧图像拍摄时路线正好相反，因此要检测虚线所指的同名文字较为困难；但是如

果借助 LiDAR 所量测的路面高程信息，可将相机的水平视角图像纠正为鸟瞰图像，这时候

就消除了巨大的视角变化引起的几何变形。在图 6.5 的右侧，虚线所指的文字则更加利于匹

配。该方法可较好地作用于平面道路，但对于两侧街道效果不佳。因此可与其他的闭环探测

方法组合使用。 

 

6.4 三维场景生成 

6.4.1 基于图像的三维场景生成 

根据立体视觉图像恢复和重建三维世界是摄影测量和计算机视觉共同的经典命题。上世

纪 80 年代初 Marr 提出视觉三维重建理论[39]后，学界一度过于乐观：只要有了理论指导，

完成该命题指日可待。然而，直到 30 多年后的今天，基于图像的三维重建依然是一个未被

完全攻克的挑战。本小节概略介绍近年来取得的进展，并讨论尚待解决的瓶颈问题。 

我们将基于视觉的三维重建分成三个关键步骤。第一个步骤称为几何的重建。几何重建

的目的，是为了获得摄影机的位置、姿态，以及副产品：一系列稀疏连接点的 3D 坐标。因

此，几何重建实际上就是空中三角测量或从运动恢复结构。几何重建包括四个主要步骤。首

先，通过 Harris、SIFT 等特征点的提取和匹配，获得连接点；然后，根据共面条件方程，或

本质矩阵，得到立体像片间的相对位置关系；接着，根据连续相对定向，逐一得到新像片与

之前像片的相对位置关系。最后，全局几何优化，通常由光束法平差完成。目前，几何重建

可认为已经完全成熟。只要立体像对的质量满足一定的要求，如恰当的纹理特征、重叠度、

基线长度等，商业或开源软件都可做到高精度的几何定位。 

在空中三角测量或从运动恢复结构中得到的像片间的相对位置关系，可用来生成核线立

体像对。视觉三维重建的第二步，即根据这些纠正后的核线立体像对，完成密集匹配。密集

匹配大致包括两类方法。首先是经典方法，如局部的方法（现今已经不再使用），半全局的

方法，如 SGM 和各种变种，和全局的方法，如 Graph Cut。第二类，是近两年发展的、基于



 
 

深度学习的方法。即通过大量的视差图（深度图）样本，根据恰当的深度神经元网络（见第

七章）来自动学习出最优的匹配代价；或一步到位，端到端地（End-to-End）直接学习出视

差图。 

密集匹配一直是立体图像 3D 重建的瓶颈和挑战。目前，经典方法与深度学习在方法研

究上并驾齐驱，但主流的商业软件依然以经典方法为主。虽然直到 2015 年深度学习才被应

用于立体匹配，但是在标准测试集上，如 KITTI、Middlebury 等，前 10 名基本都是基于深

度学习的方法。然而，深度学习的弊端在于：它依赖巨大的数据库以实现泛化能力。以上两

个测试集数据量小，场景单一，因此难以将训练得到的模型直接应用到待重建的各类场景。

深度学习方法的未来发展可能依赖于构建更大的开源遥感立体或多视图像测试集。此外，更

快、容量更大的 GPU 或 TPU 也会辅助训练诸如 3D 卷积等更好、但内存和运算量需求更高

的网络架构。而对于经典方法，其发展的方向集中在如何对诸如光照非线性变化、非漫反射、

纹理缺乏和重复等问题上的更精细的建模。 

第三步是从深度图和立体图像恢复真实三维表面。找到每一个像素的正确深度是理想化

的情形。事实上，通过密集匹配得到的点云可能存在空洞或由遮挡造成的局部匹配错误。为

了处理遮挡的情形，一般需要采用多视立体匹配的方法，且保证短基线拍摄、或直接进行多

视角倾斜相机摄影。即便如此，遮挡区域可能仍然无法完全消除。如果要达到最好的效果，

需要人工介入、半自动去除遮挡区域，并对点云进行预处理和编辑。对于剩余的点云，一般

先构建三角网。狄努利三角网是最常用的网形结构。构网可在像方或物方完成。2D 的狄努

利构网技术非常成熟，但忽略了 3D 关系，可在物体的拓扑关系相对简单或接近平面的情况

下采用。3D 狄努利构网则较为复杂，需要考虑顶点间的 3D 拓扑关系。最后，由图像上的三

角网顶点剖分出图像纹理，以面元形式映射到对应的 3D 三角面元上，实现纹理拼贴。本步

骤基本上属于成熟技术。但是由于真实场景的复杂性，如遮挡、匹配错误或 3D 构网的多义

性，使得人工干预往往难以避免。 

从原始序列图像到 3D 场景的重建的完整解决方案通常以商业软件的形式出现。但开源

代码也可在计算机视觉社区找到。比较著名的是 VisualSFM [40]。VisualSFM 综合了 GPU 版

本的 SIFT 匹配、多核光束法平差、多视密集匹配、网格重构以及商业软件 SURE 的部分功

能，是很好的实践参考材料。 

6.4.2 基于点云的三维场景生成 

由 LiDAR 点云构建三维物体或场景在测绘、城市规划、制造、电影等行业有广泛的应

用。用高质量、密集的点云扫描获取诸如车辆、室内场景等近距离 3D 模型，通常可以得到

比视觉图像重建更好的效果。然而，为了获取大范围的表面信息，目前在摄影测量应用中以

稀疏点云为主。其中，城市建筑物重建、森林和树木重建是两个深入研究的方向。 

首先介绍基于 LiDAR 的屋顶重建方法。从机载激光雷达（见 6.5.1 小节）获取的点云往

往包含各类地物信息，第一步要从点云中初步分割出可能属于建筑物的区域。分割依据是点

云的高度、法向量、邻接关系以及局部几何结构；也有一些高级语义分割方法，直接分割出

各类地物并赋以标签。这些方法受到点云密度的影响较大，显然越密集的点云分割效果越好，

而较稀疏的点云可能导致算法失败。为增加分割结果的可靠性，可采用机器学习的概率方法，



 
 

如条件随机场、支持向量机等进一步加以判断[41]。 

第二步是从屋顶的点云中分割出多面体的各个平面（对于常见的多面体型屋顶）。一般

采用聚类的方法，从单个点开始，首先在空间距离上，然后在法向量上分别聚类，得到点集，

并拟合各个点集的平面参数[42]。第三步是根据这些平面参数重建屋顶。平面间的交线由式

1.7 得到，一般是屋脊线（ridge），另外一类是点云的边缘，可采用直线拟合的方法得到。最

终得到由平面、交线和边缘线等几何体所表述的屋顶。可见，基于点云的三维重建工作主要

集中在点云的欧式几何和拓扑关系的处理。 

建筑物立面的重建通常由车载 LiDAR 完成。其处理步骤与屋顶重建相仿。先分割出可

能的房屋区域，再根据点云的几何和拓扑关系重现立面。但对于高层建筑，基于车载 LiDAR

扫描的方法有一定的局限性。另外一种解决方案是采用低空倾斜摄影技术。车载与倾斜摄影

结合，往往能够取得最好的重建效果。 

在树木和森林重建中激光点云具有独特优势。第一，视觉图像往往受到纹理重复的干扰，

匹配失败的概率大大增加，导致获得的点云不可靠。第二，激光点云具有一定的穿透性，除

了重建冠层表面（2.5D），也能重建出整颗树木的各类参数，如：树高、径断面积、冠层距

地面高度、冠层体积等等。在森林调查和监测中，常用到的激光器类型包括两类：离散返回

装置（discrete-return devices, DRD）和全波记录装置（full wave recording devices, WRD）。

WRD 具有较大的足迹（footprint），因此重建的颗粒度可能较粗，但是，由于波形更容易穿

透冠层，可得到较好的冠体结构；而 DRD 直接测量离散的返回点值，方便处理，但受表面

反射影响，可能会丢失一些冠层内部结构[43]。 

6.4.3 基于图像和点云融合的三维场景生成 

借助两种数据源间的互补特性，同时利用点云和图像重建高精度 3D 场景是一种更常见

的手段。假定根据高精度的 GNSS/INS 组合导航系统或地面控制点，数据级融合已经完成，

此时的主要工作是如何根据点云的定位精度，将其投影至图像平面，结合图像的纹理重建场

景，即 2D-3D 的重建。如果点云密度高，则重建工作可简化为纹理拼贴。在点云密度较稀

疏的情况下，可结合图像的 2D 特征，如线特征、超像素或语义分割结果，辅助纹理拼贴。 

另外一种常用的方法是利用两类数据 3D 特征间的相似性，即 3D-3D 的重建。首先利用

图像序列生成 3D 点云，然后配准图像点云和 LiDAR 点云，再结合图像的 2D 边缘特征等，

得到更精细的重建结果。 

 

6.5 一些补充 

6.5.1 机载激光雷达 

除了配备了激光雷达的车载移动测图系统，机载激光雷达是另一种重要的主动测绘模式。

机载激光雷达的原理和车载相同，都是通过回波测距技术。借助高精度的 GNSS/INS 组合导

航系统，机载激光雷达在获取大范围高精度的数字地面模型(Digital Terrain Model, DTM)、城

市表面模型(Digital Surface Model, DSM)、三维景观模型、电力线、高速公路、森林地区地

表、植被垂直参数测定等方面具有极大的应用潜力。 

在机载激光雷达测量中，载体通常也配备可见光相机；在获取深度信息的同时提供丰富



 
 

的辐射信息。机载激光雷达所发射的主动激光对植被等物体具有穿透性。激光束可部分穿越

树林遮挡，直接获取真实地表的高精度三维信息，这是传统的摄影测量方法无法做到的。 

机载激光雷达的数据处理同样可以用融合的层次来描述。传感器级融合指激光雷达和

GNSS/INS、可见光相机的静态校准。数据级融合是激光雷达与 GNSS/ INS 的动态校准。由

于气流和导航系统自身精度限制，原始的激光扫描束可能呈现细微的波浪型弯曲，需要通过

组合滤波和融合技术消除。此外，激光束中往往含有噪声点。点云滤波也是预处理和数据级

融合的重要一环。最后，若仅靠 GNSS/ INS 无法满足测图精度，加入地面控制点进行整体

平差也是必要的步骤。机载激光雷达最终提供带有地理参考的三维点云数据。 

6.5.2 RGB-D相机与 Kinect 

无论是机载激光雷达还是地面移动测图系统，均需事先投入高昂的硬件成本，才能得到

高精度的激光点云和图像组合数据。微软 Kinect 的出现，使得这种组合数据可以非常廉价

地获取。在计算机视觉中，将 Kinect 这一类同时获取深度和图像的相机称为 RGB-D 相机。 

Kinect 原本是微软 XBOX360 的外设，用于室内游戏场景。Kinect 由一部彩色摄像机获

取 640×480 的 RGB 图像、一部红外线发射器发射红外激光信号并由红外线接收器采集深

度图像。许多学者发掘了它在室内物体和人体建模、机器人自主导航、SLAM 中的应用潜力

[44,45]。但是，Kinect 的红外激光信号衰减较快，因此不适宜室外场景的应用。 

6.5.3 三维建模 

三维建模与三维重建在概念上密切相关但也有一定的区别。三维重建是：直接从立体像

对或激光点云获取物体的表面信息；而三维建模假定：事先存在物体的抽象几何模型。以建

筑物为例。根据视觉三维重建，能够恢复图像上的所有像点对应的 3D 点云。这些点云中哪

些是房屋，并不是三维重建关心的范畴，尽管建筑物可能重建得非常精细。从这个角度看，

三维重建是纯几何的。而三维建模则要确定建筑物的语义信息，如在哪里、多大等，并且要

赋予它恰当的几何模型。比如从已有模型库中挑选一个“人字形屋顶的矩形房屋”。 

三维建模通常以三维重建作为前期处理，获取表面深度；然后将这些三维点云或三角网

表面去匹配和拟合已有模型库，并挑选最恰当的几何结构。这些几何结构可以是整栋建筑物

的几何抽象体，也可以是直线、圆等零部件。除了在摄影测量与遥感中，三维建模在汽车制

造、玩具生产、电影制作中具有广泛的行业应用。 

 

 

 

  



 
 

【课后习题】 

1. 基于融合的层次，相机与 LiDAR 间的静态对准，可称为传感器级融合；图像和 LiDAR

点云间的配准，称为数据级融合；以二者重建 3D 模型，称为场景级融合。作为承上启

下的步骤，数据级融合非常关键。数据级融合的精度取决于传感器融合以及扫描时刻

GNSS/INS 的测量误差。假定传感器融合中无误差，而 GNSS/INS 有分米级的定位误差，

请考虑：如何高精度地配准连续扫描的激光点云与隔米曝光的图像？ 

2. 以基于线的共线条件方程为参考，推导基于“圆”和“椭圆”的共线条件方程。 

3. 通过查找和阅读文献，熟悉从平面离散点构建狄努利三角网的原理和流程。 

4. 本章未介绍的一种基于视频帧的三维重建方法称为光流法（optical flow method），短基

线多视立体像对也可采用光流法进行 3D 重建。通过阅读文献，理解光流法的基本流程

（如 A taxonomy and evaluation of dense two-frame stereo correspondence algorithms, 2002）。 

 

  



 
 

7 专题图、深度学习与智能摄影测量 

回顾摄影测量学的简单定义：一门利用光学像片研究被摄物体的形状、位置、大小、特性及

相互位置关系的学科。然而，在实践中只重视几何，却忽视了“特性及相互位置关系”，即

作为“语义”的那部分。这既有历史的因素：20 世纪 70 年代，随着遥感卫星的发射，摄影

测量被扩展为“摄影测量与遥感”，像片的解译因之成了遥感的研究范畴。但更重要的是技

术上的困难：至今尚没有方法能够全自动地完成高分辨率图像上语义信息的提取，也没有商

业软件能够自动化提取出道路、建筑等“专题图”，虽然这些问题的研究超过三十年。而一

些几何上的结果，如数字高程模型（DEM）和数字正射图像（DOM），早已成为数字摄影测

量的标准产品。 

随着摄影测量与人工智能和机器学习的交叉融合，特别是深度学习的广泛应用，我们现

在有信心说：利用光学像片生成高精度的语义专题图，在不远的未来可能实现；而这些专题

图，也将成为摄影测量学的标准产品之一；这将标志着摄影测量进入智能摄影测量时代。 

本章除了介绍标准测绘产品外，将概略叙述深度学习的基本思想和流程，以及在现代摄

影测量中的应用现状和前景。 

 

7.1 数字地图 

现代数字地图是测绘的标准产品，包括三类：DEM，DOM 和数字线画图（Digital Line 

Graph, DLG）。这些产品具有极其广泛的用途，如土地调查、城市规划、农业区划、地质勘

探、电力选线、交通设计、三维景观等等。此外，标准产品及它们之间的复合，可用作各类

更专业的专题图的底图和有效辅助工具。 

7.1.1 数字高程模型 

DEM 通过有限的地形高程数据实现对地面地形的数字化模拟，是用一组有序数值阵列

形式表示地面高程的一种实体地面模型。 

根据航空航天序列图像的几何重建，或直接由 LiDAR 扫描系统，将获得一系列地面点

的三维坐标。这些三维坐标为 DEM 的生成提供最常见的原始数据。此外，大地测量，如采

用 GPS、全站仪、水准仪等，也可获得较稀疏的原始样点数据。最后，可从现有地形图上重

新采集 DEM。 

从航空航天摄影测量获得的点云，包含树木、房屋、桥梁等等，是一种表面点云。而 DEM

专指地表模型。因此，高于地面的点云需要采用预处理的方法滤除。目前，点云的预处理一

般需要半人工干预。例如，对于建筑物，最简单的方法是用线将建筑物圈起来，圈内的点云

高程就由圈外的点云内插得到。除了高于地面物体的处理，还包括匹配错误的修正、点云空

洞的填补等等人工作业。 

预处理后，需要将剩余的点云通过一定的方式内插为规则的地面格网。从不规则点云内

插规则格网是成熟的技术，主要包括三种策略。第一种称为整体内插。即根据区域内所有的

样点，由一个统一的几何模型去拟合。第二种为分块内插，将区域分块，每块采用不同的曲

面函数去拟合。第三种称为逐点内插，以 DEM 格网点为中心，定义一个局部函数去拟合周



 
 

围的数据点，又称移动拟合法。在目前的商业软件中，以构三角网（triangulation network, TIN）

为基础的逐点内插法是主流。根据二维狄努利构网法则：最小内角最大化、最大外接圆最小

化，其生成的三角网具有最接近规则性、区域性、唯一性等优势，目前 TIN 一般都是指狄努

利 TIN [46]。 

在生成 2D TIN 后，建立规则格网的参数，如 DEM 的起始点经纬度、DEM 间隔（即分

辨率）、格网数量、数据点的浮点取整法则等等，并记录到 DEM 文件头中。数据主体由取整

后的整数组成，按照文本或二进制形式顺序存储。规则格网DEM目前是测绘中的主流形式。 

有时候也可直接采用 TIN 来表达 DEM。相对于规则格网，TIN 结构具有独特的优势：

它能以不同层次的分辨率来描述地表形态。当地形简单时，如一块平地，TIN 能用极少的顶

点表示地形而不会损失精度；而规则格网依然要花费不必要的空间存储每个格网点。当地形

复杂时，如含有断裂线、构造线等强烈的 3D 特征，TIN 模型往往能更好地顾及这些特征。

而规则格网点可能并不位于顶、脊等特征上，要达到和 TIN 相同的精度，需要进一步的加

密。当然，相对于矩形规则格网而言，TIN 的形式的读取、修改等操作要略微复杂。 

与 DEM 相似的概念包括数字表面模型（Digital Surface Model, DSM）。DSM 是指由点

云生成的表面模型。因此，树木、建筑物等的高度都保留。DSM 同样具有广泛的应用。如

电力线的选址、建筑物的 3D 变化检测、DOM 的制作、城市三维景观模型的生成，等等。

DEM 和 DSM 由于只具有高程信息，因此常采用伪彩色来表达高度，以供目视观察。如图

7.1a 是一幅以灰度表达的山区 DEM，越亮的地方高程越大；图 7.1b 是一幅以彩色表达的城

区 DSM，越偏向红色波段高程越大。 

   

（a）山区 DEM                    （b）城区 DSM 

图 7.1 以伪彩色表达的 DEM 和 DSM 

 

7.1.2 数字正射图像 

数字正射图像是：先对航空航天像片几何纠正至正射投影，再进行相邻像片的镶嵌和色

调融合，并按一定图幅范围裁剪生成的数字图像。由于对透视变形进行了修正，DOM 具有

更佳的鸟瞰视觉效果和更好的几何量测特性，同时也基本保留原有图像的辐射信息。DOM

具有广泛的应用，包括自然资源调查、公共设施规划、地图修测更新、距离和角度等几何量

的测量、以及各类专题图的底图。 



 
 

DOM 由原始透视图像、对应内外方位元素、DSM 作为输入，通过几何纠正就能得到无

透视变形的图像。几何纠正只涉及共线条件方程。常用的方法是反解法。即首先确定 DOM

的地面范围和格网大小；然后每个格网坐标（X, Y, Z）根据相机矩阵投影至原始像片，得到

对应的图像坐标（x, y），其中 Z 坐标由 DSM 读取；最后，该图像坐标通常不会位于整像素

上，需要进一步采用双线性内插等内插法则得到对应的灰度。另外一种方法称为正解法，先

从原始图像出发，根据相机矩阵和估计的 DSM 格网点投影至地面。正解法有两个缺点：一

是事先未知对应的 DSM 格网点，需要迭代解算；二是投影至地面时可能存在空洞。因此实

际生产中采用较少。 

除了几何纠正，DOM 制作中需要考虑的另外一个因素就是辐射匀光。单幅遥感图像中

就可能存在较强的辐射差异，这些差异由光晕效应、局部镜反射、云雾、地形散射等引起；

受光照、太阳方位、气象等摄影条件变化的影响，多幅遥感图像之间辐射差异可能更加明显。

此外，诸如DMC等商业相机本身就由多拼镜头组成，匀光也是不可或缺的一个预处理步骤。

除了简单的直方图匹配，Wallis 线性滤波是一种常见的图像内和图像间的匀光方法。Wallis

滤波的表达式如 7.1 所示： 
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其中 g(x,y)和 f(x,y)分别为目标图像和原始图像灰度值，m 和 v 分别为图像的均值和方

差，下标 s 和 d 分别表示源图像和目标图像，c 和 b 为 0~1 之间的指定系数。可见，Wallis

滤波的目的是：使得图像或图像局部之间的方差和均值这两个统计量接近一致。对于一个测

区而言，Wallis 滤波的流程是：先选择一张影像作为基准，统计其灰度均值和方差；对于测

区其他图像，分别统计均值和方差；并代入到式 7.1，逐幅计算滤波后的图像。效果如图 7.2

所示。 

 

图 7.2 基准图像（左）、待匀光的图像（中）和 Wallis 滤波后的图像（右） 

除了几何纠正与匀光，在图像镶嵌中如何选取相邻原始图像上的拼接线也是需要考虑的

步骤。如果给定的 DSM 和外方位元素完全精确，则该问题可以忽略，然而事实上并非如此。



 
 

由于误差的存在，相邻像片拼接时，在建筑物的锐利边缘处可能存在断裂，影响目视效果。

因此，拼接线应避开建筑物，在重叠区允许的范围内，尽量选取选在平坦的纹理贫乏的地面

上。图 7.3 是采用一种称为 Vonoli 图的拼接线提取方法[47]。 

 

图 7.3 拼接线的选取（引自[47]） 

7.1.3 数字线划图 

数字线划地图是包含各地图要素、以及各要素间的空间关系和相关属性信息的矢量数据

集。地图要素指：地图投影、制图网、比例尺等数学要素；水系、地质、植被、居民地、交

通网、境界等地理要素；图名、图号、图例等利于阅读的复制要素。其中地理要素是地图要

素的主体。在数字测图中，外业测绘最终成果一般就是 DLG。DLG 较全面地描述更类、各

层次地表现象，与 DOM 相比，虽然在目视效果上损失了栅格图的色彩信息，但其矢量表达

使得独立的地物更加鲜明突出。DLG 的矢量特性也使得它可以方便地放大、漫游、查询、

检查、量测、或叠加地图。图 7.4 是 DLG 的示例。各类不同属性的地物通常根据不同的颜

色标出。 

 

图 7.4 数字线划图示例 



 
 

目前，由航空或航天等遥感图像制作 DLG 是主流方法。此外，野外实测、和对原有地

形图的扫描、矢量化也是较常见的手段。根据遥感图像制作 DLG 包括如下几个基本步骤。

首先，根据空中三角测量或精确的 GNSS/INS 组合导航系统获得立体像对的外方位元素。然

后，根据外方位元素恢复立体视觉，可采样为核线立体像对。在立体视觉下进行测图。通常

佩戴红绿眼镜、闪闭式偏振光眼镜并选择对应立体图像的屏幕显示方式。此外，在 DOM 上

采用单目视觉采集 DLG 也较常见。最后，添加各类注记和要素符号。绝大部分商业的数字

摄影测量工作站都配有数字测图功能。目前 DLG 采集一般采用人工为主，计算机为辅的半

自动方式。 

 

7.2 深度学习 

7.2.1 历史 

人工智能可粗略分为两个流派：符号主义和联结主义。符号主义流派源远流长。符号主

义者在 1956 年提出“人工智能”的概念，并统治了该领域将近半个世纪；基于统计学习的

思想被广泛应用于机器学习、计算机视觉，以及遥感。与此对应，联结主义则起起伏伏，经

历了低谷和 3 次发展浪潮：40 年代到 60 年代的控制论[48]、80 年代到 90 年代的联结主义

[49]、以及 2006 年之后的“深度学习”[50]。 

在“控制论”时期，代表性名词是“人工神经元网络”。事实上，当时这只是一个单层

的线性模型。根据输入 x，和输出函数 f (x, w) = ∑与标签 y 的一一对应关系，学习未知参量

w。这种模型（又称为单层感知机）由于无法学习诸如 XOR（异或）等函数，而受到以明斯

基为首的符号主义流派的批评；并造成第一次人工神经元网络的衰退。 

在 80 年代，联结主义（connectionism）的概念被首次提出。当时符号主义流派依然是

主流，但他们也有自己的麻烦：符号推理模型难以解释大脑神经元的工作原理。而联结主义

者认为，将大量的简单计算单元连接在一起，就可以实现智能行为。并提出了分布式表示、

后向传播算法（back propagation）、“长短期记忆（long short-term memory, LSTM）”等至今

对深度学习异常重要的概念。然而到了 90 年代中期，基于神经元网络的人工智能研究无法

满足商业界的业务化目标、加上诸如 SVM 等核方法、以及概率图模型的盛行，神经网络再

次衰退了。 

2006 年，Hinton 等人的研究表明[51]，采用一种逐层的贪心算法可实现深度神经元网络

的训练。而此前，训练一个多层次的神经网络被认为是不现实的（根据当时的硬件条件）。

“深度学习”的概念由此浮出水面，它的着力点就是：现在有能力训练一个深度网络，并且

这个深度将赢来新的理论上以及实践上的突破。2012 年，在 ImageNet 挑战赛中，深度学习

的方法夺得第一，并一举超过传统机器学习方法 10 个百分点[52]；而第二至第四名相差不

超过 1%，显示了传统方法的天花板与艰难处境。随后的大量实验表明，无论在图像分类、

物体识别、语音识别、遥感应用等关于学习和语义的研究领域，深度学习都占据上风。 

符号主义流派的空间在缩小，然而联结主义也有令人不满之处。虽然理论上多层网络确

实可能学习出最优的函数模型，但它无法解释该模型如何构建以及模型背后的含义；并导致

传统的、优雅的理论研究工作被缺乏激情的、简单的“调参”所取代。这种缺失在未来会将



 
 

机器学习和人工智能带往何方，依然是一个需要长期思考的问题。 

7.2.2 基础 

首先，我们介绍“表示学习（representation learning）”的概念。假定有两个关于自动识

别的任务。一个非常简单：识别出图像中的边缘；另一个则非常复杂：识别一个小男孩在沙

滩上玩皮球。对于前者，我们可以人工设计（handmade）边缘特征，当然目前已经有非常多

的边缘提取算子。而对于后者，靠纯人工方法则几乎难以实现。怎样识别小男孩（而不是小

女孩）？沙滩怎么描述？皮球呢？一般地，对于非常复杂的特征表示，在人工设计遇到瓶颈

时，常采用的方法就是表示学习。表示学习不需要设计人工特征。它指计算机根据一套通用

规则自动地学习出从输入到输出的接近最优的特征表示方法。表示学习并非深度学习特有，

事实上深度学习只是表示学习中的一种流行方法。经典的表示学习常用于无监督分类中，如

自编码器（autoencode）。在监督型深度学习中，以上面的“小男孩在沙滩玩皮球”为例，输

入是含有类别标签的图像样本，有上述场景，标签设为 1；无上述场景，设定为 0。通过设

定网络层数和每层的参数（初始值可随机设定），以及一系列的迭代，神经元网络将自动学

习出最优的参数。这些参数的集合最终构成从输入到输出的特征描述。 

第二，我们介绍前馈神经网络（feedforward neural network）或多层感知机（Multilayer 

perceptron, MLP），这是一种典型的深度学习模型。前馈网络定义一个映射 y = f (x, w)，以 x

和 y 为已知条件，通过学习参数 w 的值，得到某个最优的近似函数 f*。因此，前馈是指：仅

仅由 w 和 f 得到输出 y，而 y 不会反作用于模型 f。若 y 反馈于 f，则称为循环神经网络

（reccurrent neural network, RNN）。RNN 超过了本书的范围，我们只介绍 MLP。 

MLP 通常由多个函数 fi 复合而成，如 f(x) = f3(f2(f1(x)))，f1 称为第一层，最后一层称为输

出层（这里是 f3），函数链的全长称为网络的深度。在最后一层上，我们希望 f3 的输出接近

于给定的标签 y；在其他层上，训练数据<x, y>并未指出应该如何训练，这些层被称为“隐

藏层”。基于深度学习的方法就是采用“表示学习”的策略去主动地学习各层的参数模型而

非传统的手工设计。 

下面，我们探讨 f 的具体实现形式。当 f 作为一个线性模型时，它无法训练诸如 XOR 等

非线性模型。因此，在隐藏层中，需要将其扩展为一个非线性的函数，通常称为激活函数 σ。

“激活”的概念来自人类的神经元作用机理：将 0 看作神经元不激活，1 看作激活，则组成

一个简单的非线性系统。目前，最常用的激活函数是整流线性单元（Rectified linear unit, 

ReLU），即 x′ = max(0, x)。此时，一个典型的 fi 就是一个线性仿射变换再加上一个激活： 

fi(x, w, b) = σ(wx + b) = max(0, wx + b)                     7.2 

w 称为权重模板或核函数，b 称为偏置。在加上了这个非线性激活函数后，通过 2 层或

以上的神经元网络就可以学习出 XOR 等复杂的非线性模型。 

除了隐藏层，同样要设置输出层函数 fout 的具体形式。一个直接的想法是，这个函数要

使得模型的输出 y′与其对应的标签 y 尽可能一致。回顾平差中，我们通常取 p-范式|y-y′|p 最

小，并称之为代价函数。在深度学习中，也称为代价函数，或者损失函数（loss function）。

除了最小化 p-范式外，最常用的形式是由最大似然估计导出的、给定样本与预测模型间的交

叉熵。即： 



 
 

fout = L(y, y′) = -1/n∑[yln(y′) + (1-y)ln(1- y′)]                   7.3 

此外，和平差中的 L-M 算法类似，对于损失函数也要考虑收敛性的问题。故常用的代

价函数可能要包含正则化项： 

J = L(y, y′) + λϕ(w, b)                             7.4 

其中 y 为标签，y′为模型的输出，L 为损失函数，J 为总代价函数，ϕ 为正则化函数。至

此，我们可以进行前馈神经元网络的前向计算，如算法 7.1 所示(引自[53]算法 6.3) 

算法 7.1 深度神经网络中的前向传播和代价函数的计算 

_______________________________________________________________________________ 

输入: 网络深度，l 

输入: W(i), i∈{1,…, l}，模型的权重矩阵 

输入: b(i), i∈{1,…, l}，模型的偏置参数 

输入: x，原始数据 

输入: y，标签 

h(0) = x 

for k = 1,…, l do 

a(k) = b(k) + W(k)h(k - 1) 

h(k) = f (a(k)) 

end for 

y′ = h(l) 

J = L(y, y′)+ λϕ(𝜃) 

_______________________________________________________________________________ 

第三，我们讨论 w 和 b 的初始化及迭代规则。通常，w 初始化为随机小数。通过前馈网

络传播后，第一次得到的输出 y′显然与标签 y 相距甚远。一个直观的想法是通过代价函数的

结果来调整每层中的参量 w 与 b。这就涉及到梯度的反向传播和链式法则。标量的链式法则

表达如下： 

 
z z y

x y x

  
=

  
                                 7.5 

其中，z = f(g(x)) = f(y)。扩展到神经元网络中常用的矢量形式，即 z = f(g(x)) = f(y)，链

式法则变为： 

j

ji j i

yz z

x y x

 
=

  
                              7.6 

将 z 理解为顶层的代价函数 J，将 x 看作隐藏层中待修正的参量 w 和 b；则得到 z 相对

于每个参量的梯度。我们在 1.3.2 小节介绍了，用高斯-牛顿法迭代求解非线性方程时，其迭

代的步骤是 x′ = x + dx，即直接加上改正数。然而在深度学习中，很难直接估计一个精确的

改正数 dx。通常的思路是：梯度自身反映了参量该向哪个方向修正，将梯度乘以一个很小

的学习率，作为每次的迭代值： 



 
 

wi = wi + λdwi                              7.7 

只要给定足够的训练样本，经过数百次乃至千万次的迭代训练，深度学习基本上能够得

到一组接近最优的参量 w 和 b，使得代价函数接近最小。迭代流程如算法 7.2 所示（引自[53]

算法 6.4）。结合算法 7.1 和 7.2，就完成了整个前馈神经元网络的训练。在 7.2.3 小节中，我

们将具体地介绍前馈神经元网络中一种最重要的架构：卷积神经元网络。 

算法 7.2 深度神经网络中的反向传播 

_______________________________________________________________________________ 

在前向计算完成后，计算顶层的梯度： 

g ← ∇𝑦’J = ∇𝑦’L(y, y′) 

for k = l, l - 1, …, 1 do 

转换为非线性激活输入前的梯度： 

g ← ∇𝑎(𝑘)J = g⊙f′(a(k)) 

计算关于权重和偏置的梯度： 

∇𝑏(𝑘)J = g + λ∇𝑏(𝑘)ϕ(𝜃) 

∇𝑾(𝑘)J = gh(k-1)T + λ∇𝑾(𝑘)ϕ(𝜃) 

下一层梯度传播： 

g ← ∇𝒉(𝑘−1)J = W(k)T g 

end for 

_______________________________________________________________________________ 

7.2.3 深度卷积神经元网络 

卷积神经元网络（convolutional neural network, CNN）是一种特殊的前馈神经元网络，

指那些至少在网络的某一层中采用卷积运算代替一般矩阵乘法的网络。它包括三个明显的特

征：稀疏连接、参数共享、池化。 

在 1.3.1 小节中，我们介绍了卷积与相关的概念。这两个概念的微小差异仅在于是否翻

转卷积核。请注意，在深度学习中，有时候将相关也认为是卷积，需要根据具体的深度学习

平台而定。 

稀疏连接区别于传统神经网络的全连接。传统神经元网络采用矩阵乘法。如 m 个像元

的图像，n 个输出，则需要 m×n 个参数。然而，我们知道，图像中我们感兴趣的特征可能只

存在于图像上的一小块，而非整个图像。这和人眼看物体是一致的，眼睛（连同背后的脑处

理机制）往往只专注于那些突出的特征，而选择性地忽略掉背景，称为“局部视野”。如果

有 k（k << m）个像元可代表这个特征，那么，只要采用 k 个像元的卷积核，就能提取出该

特征。同时，卷积操作的计算量仅仅为 k×n。 

参数共享对减少计算量和冗余同样具有积极的意义。以边缘特征提取为例。在深度学习

中，系统需要主动去学习某个边缘特征（如水平边缘），得到某个恰当的卷积核 w。显然这

个卷积核不但对某个图像左上角的水平边缘敏感，而且对图像任何地方的水平边缘敏感，甚

至对所有成百上千的输入图像中的水平边缘都敏感。因此，仅仅需要学习一个卷积核 w，就

可无数次重复使用，以提取出样本中所有的水平边缘特征。而在全连接中，一般不采用参数



 
 

共享策略，因此参数只被使用一次。 

池化是卷积神经元网络中的一个必要组成部分。池化是去冗余的一种手段，指采用某个

区域的统计量去简化该区域的神经元网络输出。例如，在图像某 4×4 像素窗口中只有左上角

有一个 2×2 像素的边缘。显然边缘卷积核在该处有最大的输出，而在窗口的其他部分输出几

乎为 0。有必要把这些没有边缘的区域继续输入到下一层网络吗？若认为没有必要，则可采

用一种“最大池化”策略，即取 4×4 窗口中的最大响应作为该区域的输出，这时输出的大小

变成 2×2 窗口。通过池化，去除了那些不必要的背景区域，增加了某个卷积核的针对性。其

他的池化策略包括“平均池化”，即取某个区域的均值作为该区域的输出。通常，每次池化

都会使得输入图像减小，2×2 池化对应图像长宽都缩小一半。 

以下是一个用于遥感图像分类的深度神经元网络结构的实例。原始样本大小为 8×8 像

素，m、n 分别代表遥感图像的波段和时相。故输入是 m×n 个 8×8 像素串联形成的 3D 张

量。第一步，需要设计卷积核（即边缘、颜色、纹理以及更抽象的待学习特征）的数量。这

里根据不同的层数设置为 64 和 32。32@8×8 指从 8×8 的样本中提取 32 个特征。第二步，设

计网络的深度。通常，每一层典型的卷积网络包括三个处理流程：卷积、激活、池化。首先，

对于任意一个卷积核，在输入张量或特征图上进行卷积操作；对于每一个卷积输出的标量，

选择恰当的激活函数并计算输出；最后，根据不同的池化策略，得到最终的本卷积层的输出。

图 7.5 包括 3 个卷积层。三次池化后，图像的大小已经降低为 1×1 的像素，此时执行 2 个全

连接层，最后一个全连接层也是输出层。这种取 3×3 小卷积模板和 2×2 池化来构建神经元

网络的方法由牛津大学的视觉几何组（Visual Geometry Group）首次推广采用[54]，因此也

称为 VGGnet。 

 

图 7.5 卷积神经元网络实例 

在实际应用中（如基于 1.4.3 小节介绍的深度学习开源平台），还应设置批处理量（即每

次随机抽取多少样本用于训练）、学习率、采样步距等等。这些细节请参考更专门的深度学

习资料。 

 

7.3 专题图及深度卷积神经元网络的应用 

7.3.1 图像检索专题图 

目前，在计算机视觉和图像处理领域，深度学习在图像分类中得到了最广泛的应用。2012

年的 ImageNet 挑战赛使得深度学习在图像分类中脱颖而出。ImageNet 中的图像分类任务是：

判断某张图像属于哪一类别，如椅子、大象、花朵等等。这与遥感中所谓的“图像分类”有



 
 

些区别，而更接近于“遥感图像检索”的概念。遥感图像体量庞大，覆盖范围广，将其分成

一类显然意义不大，在实际处理中，通常将遥感图像分成一个个的瓦片（tile），如每个瓦片

512×512 pixels。然后再判断并检索这个瓦片属于哪一类或那些类。 

庞大的 ImageNet 数据库来自网络上传的大众所拍摄的图像，并不包括航摄图像和卫星

遥感图像。若将这些数据库训练得到的模型，直接用来进行遥感图像检索，显然不恰当。我

们试图从遥感图像中得到的分类标签，和大众照片中设计的标签存在巨大的差异。计算机视

觉中照片的标注诸如人、大象或椅子；遥感图像中的标注诸如耕地、建筑、森林等等。 

借鉴卷积神经元网络在计算机视觉界的巨大成功，航空和航天图像的图像检索可仿造

CIFAR、ImageNet，构建一个庞大的标注数据库，涵盖丰富的地物类别，每个类别包括足够

多的样本。如果说深度学习是智能时代的引擎，那么数据就是煤炭。大规模遥感标签数据库

将是摄影测量与遥感走向“自动化专题制图”的必经之路。然而，其实现难度要比 ImageNet

更大。首先，由于远距成像的特性，图像受到更多电磁辐射传输的影响。经过大气传播的电

磁辐射与地物间的相互作用机理更加复杂，同一标签的样本往往呈现明显的光谱和视觉差

异。而这种差异不但对样本的选取造成不便，而且对深度学习模型的可区分性提出更大的挑

战。第二，众包模式并不能完全起作用。普通人可能很好地辨认出诸如猫与狗的区别，因此

通过互联网众包能够快速构建一个巨大的标注数据库；但是，小麦和水稻在遥感图像上的差

异，则需要专业人员的目视判读。若影像分辨率较低，甚至可能需要实地调查。第三，摄影

测量与遥感界的科研模式尚需向开源发展。计算机视觉界是最重视开源的科研领域之一，我

们可以轻松获取 ImageNet、CIFAR 等专业数据库和 OpenCV 等开源代码。目前，遥感学界

已经逐渐开始走向开源模式，希望能由学界、公司或政府机构在短期内建立的针对遥感图像

检索的标签数据库，并实现完全开源，成为摄影测量与遥感工作者在语义检索研究上的燃料

和基石。 

另一方面，我们也需要加强深度学习的泛化能力（generalization ability）。泛化能力指：

模型的外推能力（extrapolation ability），如在航空图像上训练得到的建筑物检索模型可以直

接应用于卫星图像的建筑物提取。大体而言，深度学习自身缺乏外推能力。请牢记：深度学

习只是输入的样本空间和输出的标签空间之间的一系列线性变换和非线性激活。这是一种内

插（interpolation）。虽然在内插上深度学习的表现无与伦比，但将其用于外推则需要借助额

外手段。 

为提升深度学习在遥感中的泛化能力，我们有两种基本方法。第一，使得目标遥感数据

集与训练遥感数据集尽可能相似。这可以从前端进行，即采用数据增强（data augmentation）。

在几何上，考虑视角变化导致的几何变形，而对训练图像进行几何重采样，如缩放、翻转、

仿射等；在辐射上，可对训练图像进行锐化、模糊、直方图均衡、线性拉伸、椒盐噪声等，

模拟出更丰富的输入数据集。这些模拟的样本副本都用于模型训练，最终扩大样本的流形空

间。数据增强也可以从后端进行。即对目标图像进行纠正，使其更接近于训练数据集。如采

用相对辐射纠正、匀光等手段。 

第二，采用迁移学习（transfer learning）。迁移学习也分成两种模式。第一种是全自动模

式，即将在已知样本数据集（如 ImageNet）中训练得到的模型，直接应用于新的目标数据集



 
 

中。这要求样本集和目标集相近，才能得到很好的分类或检索效果。第二类是将原来的训练

好的模型参数作为初值，然后利用目标集中的少量样本进行再训练，以精化模型参数（权值

和偏移量）。这种方法是一种半自动的方法，因为需要新的样本。 

有了足够的数据标签库，并通过强化深度学习的泛化能力，我们可以预期未来遥感检索

专题图的精度将比传统的特征检索方法得到明显的改进。具体的实现可采用如图 7.5 所示的

VGG-Net，以及更新颖的深度学习模型，如 GoogleNet [55]、ResNet [56]等等。 

7.3.2 语义分割专题图 

相对于成熟的图像分类或图像检索，语义分割（semantic segmentation）目前正处于高速

发展中。图像语义分割是指：在像素层面分割出一类或多类前景以及背景，如把图像分割为

水域、庄稼、人工建筑和其他。故语义分割的含义更接近于传统的遥感图像分类。深度学习

倾向于从原始图像开始学习特征表达，因此像素级的语义分割正是其拿手好戏。以单目标分

割为例，将目标像素集合的标签设置为 1 作为正样本，其他的图像区域设置为 0 作为负样

本。这样深度学习的任务就是完成图像的二值分割。在具体实施上，如果直接采用诸如 VGG-

Net 和 ResNet 等经典的深度卷积网络，则会遇到两个困难。第一，普通的 CNN 需要以像素

中心为原点，开辟局部窗口作为正负样本去训练和测试。由于逐像素的操作方式，需要消耗

大量的计算资源；并且，会在边缘处产生难以避免的混淆像素，导致分割的边缘不平滑。第

二，由于 CNN 采用从低到高的特征提取策略，用于语义分割的事实上是最后层的高级的、

抽象的特征，因此会损失许多细节信息，而导致分割结果可能并不理想。 

针对以上两个困难，最近两年发展了一类特殊的 CNN 架构，专门用于图像语义分割。

其中，全卷积网络（Fully Connected Network, FCN）就是针对像素级语义分割问题而提出的

一种主流架构[57]。经典的 CNN 通常在卷积层之后再使用全连接层得到固定长度的特征向

量，并用该特征进行分类；而 FCN 则用卷积层代替了全连接层。在通过逐层的卷积和池化

后，特征图逐步缩小，在最小的尺度之后，加入一个称为“反卷积”的操作，对特征图进行

逐层上采样，恢复到与输入图像相同的尺寸。此时，特征图上的每个值，即对应图像上每个

像素的分类结果。图 7.6 称为反卷积网络（DeconvNet）[58]，卷积后得到的特征向量通过逐

层卷积并上采样完成。FCN 以及反卷积网络不再需要逐像素的分类操作，极大地节省了计

算消耗，并一定程度上提升了语义分割的精度，然而，由逐层池化带来的细节损失问题依然

存在。 

 

图 7.6 加入反卷积的全卷积网络 DeconvNet 

U-Net 在 FCN 的基础上，进一步扩展了高维特征与低维特征融合的思想[59]。如图 7.7

所示，在 U-Net 的网络结构中，输入图像首先经过若干个卷积层和池化层得到分辨率较低的



 
 

特征图（一系列金字塔），随后通过一系列反卷积层进行上采样，生成与原有金字塔逐级对

应的特征图，直至原始图像大小。在对高维特征图进行上采样的过程中，每层反卷积特征将

会通过矩阵串联（concatenation）的方式（水平长箭头），与金字塔对应层级的特征图进行融

合。融合后的特征不仅包含了金字塔顶层的抽象信息，还包含低层特征中的细节信息。 

 

图 7.7 U-Net 结构图（引自[59]）。其中深色框代表多通道特征图，在上面标出了通道数，特征图左下是特

征图的大小。白色框代表从左边（深色虚线）复制并级联到上采样特征图中的特征。 

7.3.3 目标识别专题图 

目标识别与图像检索或语义分割有一定的联系，但区别也很明显。遥感图像检索是从一

幅图像（或图像块）中以一定的概率发现某类物体，并不能识别物体的数量和精确位置。语

义分割是像素级的操作，而不是在目标或对象层次。目标检测指识别并定位出“某类物体中

的某个实例”，如建筑物类别中的某栋房屋。在深度学习中，目标识别通常归结为最优包容

盒的检测。如待检索目标是飞机或建筑物，则其轮廓的外接矩形框则为其包容盒。包容盒检

测也称为包容盒回归（regression）。回归与标签分类相对。如以上所述的图像检索、语义分

割，类别标签都是离散量，可归纳为一个分类（classfication）问题。而包容盒回归所对应的

标签是连续量，即四个坐标值。要得到这些连续量的最优估计，在数学中就是一个回归问题。 

在深度学习尚未爆发之前，传统的图像目标识别方法一般是先设计特征，如 SIFT 和

HOG。然后采用滑动窗口的穷举策略，在给定的图像上进行遍历，确定候选区域，然后对这

些区域进行特征提取，最后使用训练好的分类器进行分类。传统方法的问题在于：基于滑动

窗口的区域选择策略没有针对性，高时间复杂度，高窗口冗余度；其次，手工设计的特征鲁

棒性较差。 

针对滑动窗口的区域选择问题，基于候选区域的卷积神经元网络（Region-based CNN, R-

CNN）提供了很好的解决方案[60]，并成为目标识别方向的主流基础框架。基于候选区域的

方法首先利用图像中的纹理、边缘、颜色或者多层卷积网络提取的特征，预先找出图像中目

标可能出现的位置，以保证在较少的窗口中保持较高的召回率，大大降低了后续操作的时间



 
 

复杂度。R-CNN 首先利用 SeletiveSearch [61]算法提取候选区域，然后将每个区域缩放到固

定尺寸输入到 CNN 中，在一系列卷积操作之后接全连接层，将全连接层的输出作为特征，

输入到 SVM 中进行目标分类，最后用线性回归来微调包容盒的位置和大小。R-CNN 的精度

相比于传统方法获得了很大的提升，但 R-CNN 要对每个候选区单独处理，如对一个具有

2000 个候选区的图像做了 2000 次特征提取和分类，仍有较大的效率提升空间。空间金字塔

池化网络（Spatial Pyramid Pooling Network, SPP-NET）在 R-CNN 基础上做了进一步改进[62]。

在获得最后的卷积层输出的特征图后，将每个候选区在原图的位置映射到特征图上。为解决

每个候选区大小差异的问题，在最后的卷积层和全连接层之间加入 SPP 层，即将每个特征

图分割成多个不同尺寸的网格，如 4×4、2×2、1×1，然后对每个网格做最大池化。这样，4×4

网格的特征图池化后得到 16 个特征，2×2 网格的特征图得到 4 个特征，将这些特征连起来

就形成了一个固定长度的特征向量。再输入到全连接层中进行后续操作，可大大提升图像检

索速度。在 R-CNN 和 SPP-NET 的基础上，又提出了 Fast R-CNN [63]。与 R-CNN 框架相

比，Fast R-CNN 在最后一个卷积层后加入了一个兴趣域（Region of interest, ROI）池化层，

该层实际上是对 SPP-NET 的精简：对每个特征图降采样获得一个 7×7 的特征图。同时，将

边框回归作为损失函数计算的一部分，加入到 CNN 网络中训练。最后使用 softmax 替代 SVM

分类，实现端对端的训练过程。 

随后的发展包括 Faster R-CNN 模型[64]、YOLO（You Only Look Once）模型等等[65]，

Faster R-CNN 是 R-CNN 系列的集大成者，我们这里详细介绍。如图 7.8 所示，整个框架分

成三个模块。第一个模块是 CNN 骨干框架，用来从图像中提取特征。常用的框架是 ResNet50

或 ResNet101，并可以重用 ImageNet 上预训练中得到的特征。然后，取 ResNet 的靠近最后

的卷积层作为特征图（feature map），用于后继处理。因此，整个目标识别建立在同一个特征

图上，做到了高效性。第二个模块是区域建议网络（Region proposal network, RPN）。该模块

用于从特征图中发现可能含有前景目标的区域。首先，以特征图的每一个像素为中心，开辟

大小和比例不等的矩形框，并投射至原始的图片尺寸。这样就顾及到不同尺度和形状的目标。

将每个矩形框取出并经过卷积运算得到两类特征向量。一类用于分类损失计算，即判断该区

域是否含有任何前景目标；另一类用于回归包容盒的坐标。当分类损失低于一定的阈值，或

者说目标得分高于一定的阈值，则认为是一个较好的潜在目标。一般地，Faster R-CNN 输出

排在最前面的 2000 个建议框。第三个部分是兴趣域（Rigion of Interest, RoI）池化和最终的

输出。将 RPN 得到的建议框，进行一系列卷积操作，最终得到特征向量，根据该向量，识

别目标的具体类别。同时，对 RPN 输出的包容盒进行精化（只针对那些含有目标的区域）。

Faster R-CNN 共有四个输出，这四个输出通过对损失函数加权的形式，进行反向传播和迭

代，得到最优的物体类别及包容盒。 

目前，基于深度学习的目标识别算法对于相近的目标、部分重叠的目标、小目标等，仍

需进一步发展。归功于深度学习的普适性，这些从机器学习发展出的图像目标识别方法可以

用于自然图像、医学图像和遥感图像。 



 
 

 

图 7.8 Faster R-CNN 框架和流程 

 

7.3.4 实例分割专题图 

实例分割（instance segmentation）比目标识别更进一步：它不但需要对每个目标进行精

确定位（以包容盒的形式），还需要对包容盒内的物体进行前景分割。Mask R-CNN [66]是最

新也最著名的实例分割算法。其中的 Mask 在中文中可翻译为掩膜，指用掩膜的形式对检测

目标进行标识。Mask R-CNN 是在 Faster R-CNN 基础上发展的构架，直接采用 Faster R-CNN

实现目标识别；并同时利用全卷积网络实现包容盒内前景目标的分割。在图 7.9 中，在 RoI

层之前，Mask R-CNN 的结构与图 7.8 所示的 Faster R-CNN 完全相同。RoIAlign 指用浮点运

算来确定兴趣域的目标边框，此前的 R-CNN 结构采用了取整操作而损失了精度。Mask R-

CNN 在 RoI 池化层后同样有类别和包容盒输出，并新增加一个用于语义分割的子网络，输

出 Mask。这样，就同时实现了目标的定位、识别和语义分割。 

 

图 7.9 Mask R-CNN 的结构（引自[66]） 

7.3.5 矢量提取专题图 



 
 

实例分割可认为是计算机视觉中关于“识别”的终极的任务，但在摄影测量中并非如此。

摄影测量的关键任务之一是为各行各业提供地形图或电子地图。而这些地图通常以矢量形式

表示。因此，如何从遥感图像，一步到位提取各类矢量地图，才是真正的终极目标。从图像

中端到端（end-to-end）地提取矢量地图是如此艰难的挑战，因此几乎没有传统方法可供参

考。深度学习的广泛应用和深入研究有望为达成这个终极任务提供契机。虽然目前还没有直

接的应用实例，但某些相关的研究可以给我们一些参考。其中，人体关键点识别就是其中之

一。将人体看作一系列关键点的组合，关键点的连线就构成了矢量。而人体关键点识别中的

主要技术就是基于 CNN 框架并采用回归算法。以摄影测量与遥感中经典的建筑物提取为例，

我们需要得到建筑物的矢量图。考虑多边形建筑物，矢量图可由建筑物顶点的顺序连接得到。

通过回归这些顶点，我们就可以得到矢量图，这与人体关键点检测有一定的相似之处。 

总之，从遥感图像到矢量图的提取，目前仍然是一个挑战，需要进一步深入研究。 

7.3.6 基于深度学习的立体匹配 

在 5.3 小节以及 6.4.1 小节我们分别讨论了经典的密集匹配方法和根据 2D 图像重建 3D

场景的整体流程。目前，经典方法和深度学习方法并驾齐驱。深度学习的立体匹配方法发展

迅猛，但大多数商业软件目前仍采用多视 SGM 等经典方法。大体上，基于深度学习来获取

深度图有两种模式。第一种是将深度学习用于计算核线立体像对间更恰当的匹配代价，以取

代人工设计的代价函数；第二种是端到端地从原始立体像对中直接学习出深度图（视差图）。 

2016 年，Zbontar 和 LeCun 提出 MC-CNN（Matching Cost CNN）[67]，是开启深度学习

进军立体匹配的代表作。MC-CNN 利用卷积神经元网络来学习匹配代价。传统的匹配代价

包括亮度绝对值差异、相关系数、欧式距离、交叉熵等等，这些代价往往不是最优的，会受

到亮度突变、视差突变、无纹理或重复纹理、镜面反射等不利条件的影响。而深度学习方法

试图通过多层非线性神经元网络学习出更加稳健的匹配代价。如图 7.10 所示，[67]采用了一

种简单的连体卷积网络（siamese network）。左右立体图像分别通过一系列卷积提取特征，在

最后一层上做一次归一化操作，然后对两个单位特征向量进行点乘，得到匹配代价。这个点

乘计算与摄影测量中常用的“灰度相关”完全一致。但是，由于不是在原始的图像亮度上进

行，而是在高级的卷积特征中进行，其效果要好很多。除此之外，MC-CNN 的其他流程和

SGM 几乎完全一致，如代价聚合、一致性检验等等。最终，这篇文章在 KITTI 和 Middlebury

标准测试集上得到了比绝对亮度差、census 和归一化相关系数等匹配代价更低的错误率。此

后，用深度学习进行立体匹配研究成了热门课题。许多学者纷纷提出各类匹配算法，如 SGM-

Net [68]、DispNetC [69]、Content-CNN [70]等等。在 KITTI 测试集上，前 30 名几乎都是深

度学习算法。 



 
 

 

图 7.10 MC-CNN 中的匹配代价的学习 

匹配代价只是立体密集匹配的一部分。端到端的方法是从立体像对直接学习出深度图。

2017 年，Kendall 等提出 GC-Net（Geometry and Context Network）[71]。其核心思想是：将

视差看作图像外的第三维，即处理对象变成 3D 张量。并由 3D 卷积学习几何与语义特征，

直接得到最优的视差图（即 3D 张量中的一个曲面）。在图 7.11 中，立体像对首先通过一系

列的 2D 卷积以提取特征图，同时在左右像对中共享权值，即只需要一套权值（参数）。注意

最后一层的特征图与 MC-CNN 相同，不需要用 ReLU 等函数激活。第二步，将这些特征图

串联并构建代价立方体（cost volume）。具体地，以左片特征图为例，设其宽度和长度分别

为 w 和 h；右片相对于左片的最大视差为 n。将对应的右片特征图每次平移一个 pixel，即共

生成 n 张图，左片特征图再与平移后的 n 张右片特征图逐个串联，得到 w×h×(n+1)的 3D 张

量。假定左片的特征图个数（通道数）为 m，则最终得到 m 个这样的 3D 张量。第三步，利

用 3D 卷积和 3D 反卷积学习一系列的 3D 特征图，其最终的大小为 W×H×n。H 和 W 分别为

原始图像的长宽。第四步，将 3D 特征图“拍平”，因为视差图是 2 维的。文章定义了一个

Soft Argmin 函数将 3D 视差图压缩到 2D，得到视差图 d′。最后，采用 d′与参考视差图 d 之

间的一次范式误差作为代价函数，反向传播并迭代得到最优参数。该方法有理论上的优势，

但相对于 2D CNN，3D 方法需要更大的显存空间，特别是以巨大的遥感图像作为输入时；

其进一步发展需要依赖容量更大、运算力更强的 GPU 或 TPU 在微型机上的普及应用。 

 

图 7.11 GC-Net 的网络结构 

 

虽然基于深度学习的立体匹配方法在有限的自然图像测试集上表现优异；但是并不能说

明它的普适性。用于航空、航天遥感影像，用于线阵、曲面等其他类型的传感器效果如何，

需要进一步检验。在短期内，深度学习方法是否能取代构造性的经典密集匹配方法将是受关



 
 

注的焦点之一。 

由于目前还没有公开文献可供参考，我们最近做了一系列实验，将自然图像集推广至航

空遥感影像，对深度学习方法进行了评估 [72]。在表 1，我们一共准备了 5 套数据。其中

KITTI2015 和 Driving 为公开数据集。而 Hangzhou，Munchen 和 Vaihingen 为三套航空影像。

我们分别验证了 SGM、SURE 软件、MC-CNN 与 GC-Net 四种方法的表现。深度学习方法

需要先验的训练数据，而 SGM 和 SURE 并不需要。为公平起见，表 1 中分别列出了采用目

标数据训练模型以及直接利用其它数据源的预训练模型两种情形。正斜杠前的数字表示，由

其他训练集得到的模型直接用于目标数据集的结果；斜杠后的数字表示，用自身数据进行训

练的结果。表 1 中的数值表示模型预测的深度图上误差小于 3 pixels 的比率。从表 1 可以发

现，SGM 普遍弱于其他的几种方法。但在 Vaihingen 这套数据中，所有的方法都取得了非常

好的效果，因此该数据不具备良好的算法区分性。在 Hangzhou 数据集上，SURE 要比 MC-

CNN 和 GC-Net 高 2%，而在 Munchen 上，MC-CNN 和 GC-Net 要比 SURE 高 3~5%左右。

根据表 1 可得到两个结论：第一，目前基于经典方法的商业软件与深度学习方法差异很小。

即使深度学习方法只利用公开数据集上的预训练模型，也并不比现有软件差；第二，利用公

开数据集的训练结果，比目标数据的训练结果只低了 1%左右。因此，无论在航空数据集还

是自然数据集上，深度学习方法在立体匹配上都具有很好的泛化能力。 

表 1 深度学习方法与 SGM、SURE 商业软件的比较 

 KITTI2015 Driving Hangzhou Munchen Vaihingen 

SGM 0.893 0.713 0.896 0.921 0.987 

SURE \ \ 0.968 0.932 0.990 

MC-CNN 0.958/0.960 0.889/- 0.948/0.953 0.960/0.965 0.989/0.992 

GC-Net -/0.934 0.895/0.926 0.949/- 0.969/0.984 0.980/0.997 

 

7.4 深度学习在建筑物提取中的应用 

深度学习在机器人、计算机视觉中具有无限前景，但是目前落地的项目屈指可数。无人

驾驶汽车就是一个呼之欲出但无限推延的范例。顾及到交通、互联网、汽车等行业巨头投入

了近乎无限的资金，无人车落地尚如此艰难，那么在摄影测量与遥感中，面向应用的智能语

义信息提取是否会经历一段长期的过程？最先落地的又会是什么？笔者认为，建筑物自动提

取可能是最早一批商业化的摄影测量智能产品。我们在这里以建筑物提取为例，结合生产和

应用中的具体问题，进一步介绍基于深度学习方法的智能语义提取。 

建筑物提取在城市规划、人口估计、地形图制作和更新等应用中都具有极为重要的意义，

其研究跨度超过 30 年。然而，由于遥感成像机理、建筑物自身、背景环境的复杂性，从遥

感图像中自动提取建筑物一直是一个艰难的、长期的挑战。传统上，从航空或航天图像中提

取建筑物的主要工作集中在：经验地设计一个恰当的特征以表达“什么是建筑物”。 常用的

指标包括像素、光谱、长度、边缘、形状、纹理、阴影、高度、语义等等。而这些指标却会

随着：季节、光照、大气条件、传感器质量、尺度、建筑物风格和环境发生较明显的变化。

因此传统机器学习方法的提取精度很难突破 50%，迄今也没有相关商业软件问世。这导致世



 
 

界各地的测绘员的内业工作仍停留在手工“画房子”并制作建筑物矢量地图的阶段。 

深度学习方法的突破点是：深度学习能够通过“表示学习”自动提取出建筑物特征，而

无需进行人工设计。针对不同的层次的“特征”，我们将建筑物提取分成对应的三个层次：

像素级语义分割、实例分割和矢量提取，并分别加以介绍。 

7.4.1 建筑物开源数据库的建立 

当前，深度学习是智能时代的引擎，数据则是深度学习的燃料。ImageNet、CoCo 等大

型开源数据集促进深度学习方法突飞猛进。反之，若缺乏恰当的数据集则将严重阻碍研究进

展。为促进建筑物智能提取的研究，我们花费近一年时间，建立了一套开源、高精度、高分

辨率、大范围的航空/航天多源建筑物数据集（WHU）。经过横向比较（见表 1），该数据

集在各个方面都明显优于国际上已有的开源数据集，填补了高精度建筑物数据集缺乏的空

白，并在 2018 年 2 月完成编辑并开源[73]。 

表 2 与两个国际上建筑物开源数据集的比较 

数据集 GCD (m) 面积 (km2) 来源 精度 标签形式 

WHU 0.075 460 航空/卫星 高 栅格/矢量 

ISPRS [74] 0.05 2 航空 高 栅格 

Inria 0.3 405 航空 一般 栅格 

Massachusetts [75] 1.00 340 航空 低 栅格 

该数据集由两部分组成，分别是航空数据集与卫星数据集。航空数据集覆盖不同建筑风

格、不同用途、不同尺度、颜色迥异的 22 万栋建筑物数据样本。如图 7.12 所示。这些样本

构成巨大的样本空间，有利于识别不同种类和背景下的建筑物。 

     

     

     

     

图 7.12 建筑风格、用途、尺度、颜色迥异的航空建筑物数据样本 



 
 

图 7.13是卫星图像的建筑物数据集，共有 1.2 万栋建筑，分别来自：资源三号，IKONOS，

worldview 系列等不同的高分辨率卫星传感器；同时来自全球五大洲的不同城市。这些数据

有助于评估和提升深度学习的泛化能力：从源数据集所训练的模型，应用于其他的目标区域

或者其他遥感数据源的能力。 

     

     
(a) 武汉        (b) 台湾         (c) Los Angeles        (d) Ottawa        (e) Cairo 

     

     
(f) Milan          (g) Santiago        (h) Cordoba        (i) Venice          (j) New York 

图 7.13 来自全球的不同传感器不同城市的卫星遥感影像建筑物样本 

 

7.4.2 建筑物语义分割 

建筑物提取的第一个层次是语义分割。利用深度学习进行建筑物的语义分割已经得到研

究，有两篇最新的公开文献发表[76,77]。由于全卷积网络 FCN 是语义分割的主流框架，这

些文献都采用了 FCN 的框架，并进行了略微改进。这些方法的精度（precision）和召回（recall）

达到 80%左右，而 IoU 则是在 70%左右（如表 2 所示）。IoU 指：算法检测出的目标像素与

真实目标像素的交集与他们的并集之比；是常用的语义分割和目标检测的指标。然而，两篇

文献的作者都报告了他们所用的数据本身存在精度问题，因而影响了最终的语义分割精度，

并不能真实评价深度学习算法的能力。基于 WHU 这套最新的开源数据集，笔者用图 7.7 所

示的 U-Net 网络对其进行建筑物语义分割。其中，训练数据集为 14.5 万栋建筑，测试数据

为 4.2 万栋建筑。最终得到了 96.6%的召回率和 84.1%的 IoU，如表 2 所示。这应该代表了

目前国际上接近最好的建筑物语义分割结果。图 7.14 示意了两幅图像的语义分割的结果。

图中的绝大部分房屋（前景）都被很好地分割出来（以蓝色掩膜表示）。由此我们得出以下



 
 

结论：第一，数据质量是深度学习的首要因素。对主流网络的微调会起到一定的作用，但和

数据自身相比显得次要。第二，表 2 只用到原始的 U-net 网络而没有进行任何精调整。预计

精调后的分割精度仍会进一步提升。第三， 96.6%的召回率显示了较好的自动化前景。与传

统方法相比（通常很难突破 50%），深度学习方法将分割精度提高了 40%以上，将建筑物自

动提取的智能水平推进到一个新的时代。 

表2. U-Net在WHU数据集上的结果及最新文献 [76] 、[77]的结果 

方法 IoU Recall（召回） Precision（精度） 

Unet 0.841 0.966 0.867 

[76]  0.720 / / 

[77] / 0.803 0.815 

 

 

 

图 7.14 建筑物语义分割的结果示例 

 



 
 

7.4.3 建筑物实例分割 

语义分割只是像素层面的结果，它不能回答有多少建筑物？某栋建筑物在哪里？诸如此

类的更加实际的问题。解决这个问题要用到建筑物实例分割技术。建筑物实例分割是建筑物

提取的第二个层次。实例分割包括两个内容。第一，通过目标识别，得到每一栋单体建筑物

的位置信息（通过矩形包容盒），同时得到建筑物的数量；第二，对包容盒内的像素进行语

义分割，得到每一栋建筑物精确的前景像素。 

目前还没有建筑物实例分割的文献可供参考，我们在 WHU 公开数据集上，利用图 7.9

所示的 Mask R-CNN 构架对建筑物进行了实例分割的初步实验。由于 Mask R-CNN 要比 FCN

慢很多，我们只采用了 4 万栋航空图像的建筑物作为训练，其他 14 万栋建筑物作为测试。

图 7.15 示意了两幅图像的分割结果。图中的绝大部分房屋都被精确的包容盒定位；并且包

容盒内的建筑物前景也得到了相当好的分类。 

 

图 7.15 建筑物单体实例分割的结果示例 

 

表 3 显示了 MASK R-CNN 在 14 万栋图像上的目标检测（包容盒）以及前景分割（掩

膜）的定量结果。mAP50 表示，将 IoU 大于 50%的被检测建筑物看作正确统计，所绘制的

Precission-Recall 曲线下方的面积；召回率 81.9%表达了所有单体建筑物中，有 81.9%被正确

识别。由于 FCN 等语义分割方法只能统计像素分割的结果，我们在相同的训练集下，将 U-

Net 的结果和 Mask R-CNN 中的前景分割精度做了比较。从表 3 可见，在相同的训练数据集

下，Mask R-CNN 的 IoU 比 U-Net 高近 3 个百分点。这应该是由于更多输入信息（包容盒回

归）得到的提升。 

表 3 Mask R-CNN 的目标检测与掩膜分割结果 

方法 包容盒 box 掩膜 Mask 

 mAP50 Recall(召回) Precision(精度)  IoU Recall(召回) Precision(精度) 

MASK R-CNN 0.788 0.819 0.866 0.829 0.908 0.905 

U-Net / / / 0.801 0.945 0.841 

 

7.4.4 建筑物矢量提取 

建筑物的实例分割可以解决一些应用问题：比如建筑物数量统计、人口密度评估等，但



 
 

是距离测绘产品依然咫尺天涯。端到端的建筑物矢量提取是第三个层次和终极解决方案。它

能够实现从遥感图像到矢量地图制作的全自动化。相比于基于 FCN 的语义分割与基于 R-

CNN 的实例分割，建筑物矢量提取也是一个更加艰难的挑战。 

虽然这项工作尚未开展，但是深度学习方法的最新发展可供参考。考虑最普遍的多面体

建筑，确定其矢量图可归结为顶点提取。在静态目检测中（如 7.4.3 小节中的建筑物检测），

是回归固定个数（4 个参数）、固定形状（矩形）的包容盒；在动态人体姿态检测[78,79]中，

通常是回归固定个数，任意形状的关键点（key points）。而建筑物矢量提取是其延伸：需要

回归任意个数、任意形状的节点。因此，建筑物的矢量提取可看作是关键点回归的拓展和未

来的理论性挑战。 

图 7.16 是手工编辑的矢量图叠加在图像上，而不是自动识别的效果。对于摄影测量而

言，如果能实现图 7.16 中的效果，我们就有信心的说：我们已经创造了摄影测量的新一代

智能产品！ 

 

图 7.16 建筑物矢量提取的理想情形 

 

7.5 展望智能摄影测量时代 

回首往昔：解析测图仪的制造工艺和萌生的计算机技术推动摄影测量从模拟时代进入解

析时代；数码相机和更强大的计算机推动摄影测量进入数字时代。这三个时代实质上都面对

同一问题：几何。一是 2D 图像与 3D 世界的解析几何，二是如何从 2D 图像重建 3D 几何。

而“智能摄影测量（Intelligent photogrammetry）”的提法显然在历史上出现过。这种提法之

所以失败，是因为我们并没有准备好，智能时代还未到来。比如以上建筑物提取的例子，这

个看似简单的命题已经研究了 30 多年，但传统方法举步维艰，难以突破瓶颈，也导致至今

没有一款商业软件问世。因此在过去宣称智能摄影测量，只能算一个憧憬。 

凝视现在：人类正进入智能时代。世界在改变，智能成为主旋律。工业 4.0（以智能制

造为主导的第四次工业革命）、智慧农业、智慧城市、智能机器人、自动驾驶汽车等概念逐

渐涌现并走向成熟。今天，借助于不断完善的人工智能和机器学习等方法，智能摄影测量时

代也将应运而生。智能摄影测量时代与前三个时代显然有本质的区分：关注点不再局限在几

何上，而是集中在“认知、语义、理解和所见即所得”上。智能摄影测量的诞生也与众不同。

前三个时代受到基层物理理论和制造技术的驱动，主要靠解析测图仪、数码相机、计算机等



 
 

硬件技术；而智能摄影测量则乘上了人工智能这一软技术的时代快车，并飞驰向这门学科的

下半场。 

展望将来：航空、航天和地面观测平台获取的图像被送入智能摄影测量系统，制作语义

专题图只需一个按键。这些应用包括：建筑物、河流、交通标志牌、城市森林覆盖率等专题

图的生成，还包括：洪水淹没的区域、冰川融化的速度、地震摧毁的房屋、船舶的检测、路

网的提取和更新等动态信息的提取。以上应用取决于摄影测量学自身的努力以及智能科学的

进一步发展。当前以深度学习为主流的智能方法仍存在缺陷。深度学习目前需要大量的精确

样本，以弥补其泛化和外推能力的缺陷，而遥感成像的远距离辐射传播机制使得高质量样本

的获取成本更高、挑战更大。小样本学习是人类的本能，借助知识的推理和联想更是人类的

优势所在。虽然深度学习方法在一次学习（one-shot learning）中获得了一些进步，但无论是

现在的深度学习，还是未来更先进的智能方法，都需要进一步向人学习，做到真正的“智慧”。 

请让我们高举双手，迎接智能摄影测量时代的来临！ 

  



 
 

【课后习题】 

1. 正如第一章介绍，卷积对应线性时不变系统，在图像处理中是一种具有广泛意义的特征

提取运算；一个经典的卷积神经元网络与传统的全卷积神经元网络相比，其特点是什么？ 

2. 遥感中的“分类（classification）”通常指：将遥感图像中的各类型的地物赋予不同的标

签（一般在像素级上），在计算机视觉中的分类通常指：对一整幅图像赋予一个类别归

属。此外，遥感领域中的：目标检索或检测，通常是将遥感图像分割为小块（如 256×256 

pixels），然后对每一小块赋予一个最可能的地物或情景标签。计算机视觉中的“检测

（detection）”是指：在整幅图像中识别出一个或多个物体实例，而这些物体可能是相邻

的或重叠的。显然，classification 与 detection 的深度学习方法有所区别。通过以上说明，

总结具体遥感应用中应该采用哪些专门的网络架构？你可以尝试：建筑物的提取、作物

分类、飞机的检索、云覆盖的判别等等。 

3. 遥感图像的变化检测是一个重要的研究内容，但距离实用仍有差距。将深度学习应用于

变化检测，你能提出多少条思路？分析每条思路的优势和缺点。 

4. 谈谈你对人工智能和深度学习的看法。你认为智能摄影测量时代是否已经到来？ 

5. 总体而言，摄影测量与遥感是人工智能发展最为受益的学科之一。不过，越来越多的事

实表明，人工智能和计算机视觉领域不再满足于对自然图像的处理，而逐步扩张到 UAV

与卫星遥感图像。鉴于他们在方法上的原创性、开源的可重复性、和重视会议成果带来

的时效性，势必对摄影测量与遥感社群的个体研究者造成一定的冲击。作为摄影测量与

遥感的未来学者，你决定如何去做？ 
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